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RESUMO

A Otimizacdo em Tempo Red&¢alTime Optimizatiofi RTO) € uma ferramenta amplamente
utilizada na industria para determinar pontos operacionais 6timos, maximizando a eficiéncia
econdmica de processos continuos. No entanto, falhas na convergéncia da otimizagédo ainda
representam um desafio, uma vez @secomplexas interacéestre variaveis operacionais

podam interferir no calculo da melhor condicdo de operacdo. Diante dessa limitacdo, este
trabalho propde o uso de técnicas de aprendizado de maquina para diagnosticar as causas qu
levam o0 RTO a cadicdode ndo convergéncia, utilizando dados reais de uma unidade de
destilacdo de petrdled. andlise estatistica inicial permitiu caracterizar o comportamento das
variaveis do processo, enquanto métodos de agrupamento ndo supervisionados, avaliados com
o auxilio da bibliotecaReval possibilitaram a identificacdo de padrbes associados a
convergéncia e nao convergéncia da otimizacdo. Além disso, a aplicacdo de modelos
supervisionados de classificacdo permitiu avaliar o impacto das variaveis de processo na
estabilidade do RTO, destachk aquelas com maior influéncda ndo convergénciala
otimizac®. Técnicas explicativas, como SHABHapley Additive Explanatiopsforam
empregadas para interpretar os resultados e fornecer deierana analisedas variaveis

criticas Os resultados demonstram que o uso de aprendizado de maquina pode ser uma
ferramentgpromissorano diagnéstico de falhas do RTO, permitindo a antecipacao de condi¢des
adversas e possibilitando ajustes operacionais mais pré2essa forma, este estudo contribui

paraa melhoria do sistema que trataadmfiabilidadeoperacional eéeforca a importancia da
integracdo de técnicas de ciéncia de dados aos sistemas de controle e otimiza¢do de processo

industriais.



ABSTRACT

RealTime Optimization (RTO)s a widely used tool in the industry to determine optimal
operating points, maximizing the economic efficiency of continuous processes. However,
optimization convergence failureemain a significant challenge, as the complex interaction
between operational variables can prevent the calculation of the best operating condition. To
address this limitation, this study proposes the useatghine learning techniques to diagnose

the causes leading to RTO noonvergenceutilizing real data from a petroleum distillation

unit. The initial statistical analysienabled the characterization of process variable behavior,
while unsupervised clustering methods/aluated using thRevallibrary, allowed for the
identification of patterns and segmentation of scenarios associated with optimization
convergence and nesonvergence. Additionally, the application safpervised classification
modelsmade it possible to assess the impact of process variables on RTO stability, highlighting
those with the greatest influence on optimization failglainable Al techniquesuch as

SHAP ShapleyAdditive Explanations)were employed to interpret the results and provide
greater transparency in analyzingical factors.The results demonstrate tmaachine learning

can be an effective tool for diagnosing RTO failyresabling the anticipation of adverse
conditions and allowing for more precise operational adjustments. Thus, this study contributes
to improving the reliabilitysystemof reattime optimization and reinforces the importance of

integrating data science techniques into industrial process control and optimization systems.
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1. INTRODUCAO

A busca continua por melhorias nos processos industriais € motivada pela necessidade de
adaptacdo a cenarioperacionais dinamicos e cada vez mais desafiadores. A complexidade
dos processos e sua forte integracdo material e energética geram comportamentos nao triviais,
dificultando a previsdo da melhor condicdo operacional. Além disso, a crescente
competitivida@ do mercado exige que as estratégias de controle e otimizacdo sejam cada vez
mais sofisticadas para garantir produtos de alta qualidade, seguranca e eficiéncia energética,

minimizando desperdicios e impactos ambientais.

Nesse contexto, os métodos computacionais de otimizacdo vém sendo amplamente
empregados para selecionar pontos operacionais que maximizem a eficiéncia técnica e
econdmica dos processos industriais. Dentre as metodologias adotadasseestatmizacao
em Tempo RealRealTime Optimization RTO), que utiliza algoritmos baseados em modelos
fenomenoldgicos rigorosos para calcular pontos 6timos de operacdo. O RTO é amplamente
empregado na industria de petréleo, onde a variabilidade nas condi¢cdes opsréa@tmaida,
sendo influenciada por fatores como flutuacdes nos precos de npaitdi@dae produtos,
mudancas na composi¢cao do petrdleo bruto, variacdes na demanda do mercado e degradacédo
de equipamentos ao longo do tempo. Conforme Liparak(2009), essa tecnologia tem sido
utilizada por grandes companhias petroliferas ao redor do mundo para aprimorar a eficiéncia

operacional e maximizar os beneficios econémicos da refinaria.

Apesar dos beneficios do RTO, seu desempenho nem sempre é garantido, sendo
observado, em diversos casos, falhas na convergéncia da otimizacdo, que impedem o sistema
de encontrar a melhor condicéo de operacao. A identificacdo das causas dessa nao ganvergénc
ainda é um desafio aberto, pois envolve a interagdo complexa de variaveis de processo, como
temperatura, vazao e pressao, além de fatores econémicos, como custo de energia e matéria
prima. Quando a otimizacdo ndo converge, 0 processo pode operar @e sidsGtima,
reduzindo a eficiéncia e impactando negativamente o beneficio econdémico esperado. Além
disso, a auséncia de um diagnaostico preciso sobre os fatores que levam a falha da otimizagao
dificulta a aplicacdo de acdes corretivas eficazes, tornandacgsso desenvolvimento de

metodologias capazes de analisar e prever essas condi¢cdes adversas.

Nesse cenario, as técnicas de Aprendizado de MaglMaeh{ne Learniny tém se
mostrado promissoras para lidar com a complexidade de sistemas industriais, permitindo a

extracao de padrdes ocultos nos dados operacionais e proporcionando insights que auxiliam na



tomada de decisdo. Métodos supervisionados podem ser empregados para prever se a
otimizacao ird convergir ou ndo, enquanto abordagens nao supervisionadas permitem identificar
padrbes operacionais que caracterizam cenarios de falha. Além disso, técrlicativasp

como o SHAP $Hapley Additive Explanatiopspossibilitam interpretar quais varidveis do
processo exercem maior influéncia sobre a convergéncia do RTO, contribuindo para uma

analise mais transparente e fundamentada.

A aplicacé@o de aprendizado de maquina na industria ja tem sido explorada em diversas
frentes. Qiacet al. (2017) desenvolveram e aplicaamum modelo de previsdo para produgao
de petréleo e gas utilizando uma combinacdo de técnicas de otimizacdo por enxame de
particulas Particle Swarm OptimizatigrPSO) e maquinas de vetor de suporte com minimos
guadradosl(east Squares Support Vector Machih&-SVM), cujo objetivo foi identificar
fatores que influenciam a producagezarprevisées precisas para auxiliar no desenvolvimento
e operacdo de campos petrolifer@baidur et al. (2025) desenvolveram varios modelos de
machine learningpara prever a ter@o interfacial (IFT) entre Oleo cru mitrogénio em
reservatorios petroliferos, substituinométodos experimentais ma@mnplexs. Além disso,
Janet al (2021) propuseram um sistema de deteccdo e diagnostico de falhas de sensores
baseado em aprendizado de maquina distribpdda detectar e diagnosticar falhas e sensores
em ambientes de loTnternet of Thingse CPS CyberPhysical Systemsgnquanto Shah e
Gopal (2016)propuseram um método de controle preditivo sem a necessidade de modelo
matematico explicitosubstituindo a abordagem tradicional Bimdel Predictive Control
(MPC) por umframeworkque integraaprendizado por reforcdréinforcement Learninggo
controle preditivo, permitindo que o agente aprenddipad étimas diretamente da interacao
com o sistema, sem conhecimento prévio da dindmica do prpoegs®torna o método viavel
para aplicagdes industriais com alta ndo linearidade e incerftessas aplicacdes demonstram
o potencial das técnicas baseadasaprendizado de maquimera aprimorar a confiabilidade

e eficiéncia de processos industriais complexos.

Dessa forma, este trabalho propde a utilizacdo de métodos de aprendizado de maquina
para diagnosticar falhas na convergéncia do RTO e aprimorar sua confiabilidade operacional
em uma unidade de destilacdo de petroleo. O estudo explora diferentes abqralegpre/er
padrées de convergéncia, identificar fatores criticos na ndo convergéncia e interpretar os
impactos das variaveis operacionais sobre a otimizagdo. Além de fornecer um diagnostico das
condi¢cdepotenciaigjue levam &onvergéncia e ndo convergé@amaotimizacao, os resultados

obtidos podem apoiar a tomada de deciséo operacional e contribuir para a integracéo de técnicas



de ciéncia de dados aos sistemas de otimizagcdo em tempo real, tayeaands robustos e

eficazes.



2.0BJETIVOS

2.10BJETIVO GERAL

Propor o uso de métodos de aprendizado de maqaima ferramenta para o diagnostico de

falhas e aprimoramento da confiabilidade operacional em sistemas de otimizagcdo em tempo real

(RTO). A abordagem busca complementar o conhecimento especialista do processo com

analises baseadas em dados reais, permitingh interpretacdo mais precisa e aprofundada das

condi¢gbes que impactanrmaoconvergéncia do RTO.

2.2 OBJETIVOS ESPECIFICOS

Para alcancar o objetivo geral, este trabalho busca:

T

Coletar, organizar e tratar os dados operacionais de uma unidatkstdecdo de
petréleo, garantindo a qualidade e a consisténcia das informacfes utilizadas nos
modelos de aprendizado de maquina

Aplicar técnicas de aprendizado de maquina supervisionado e ndo supervisionado para
identificar padresperacionais e variaveis criticas associadas a ndo convergéncia do
RTO;

Empregar métodos explicativos, como SHAP, para interpretar a influéncia das variaveis
de processo na convergéncia do RTO, fornecendo maior transparéncia e
interpretabilidade aos modelos utilizados.

Avaliar e comparar o desempenho dos modelos preditivos desenvolvidos, utilizando
métricas estatisticas e de classificacdo para validar sua eficacia na identificacdo das
condi¢bes que levam a falha da otimizacéo

Explorar como a ciéncia de dados e algoritmos de aprendizado de maquina podem ser
aplicados para analisar cendrios simultaneos e permitir decisdes estratégicas, reduzindo

0S riscos no processo de otimizagcdo em tempo real.



3. FUNDAMENTACAO TEORICA
3.1 Otimizacdo em tempo real
3.1.1 RTO, conceitos e contexto

Desde a década de 1980, as técnicas de otimizacdo em tempo real aplicadas a indUstria de
processos evoluiram significativamente. Mochizekial. (2004) descreveram as conquistas
tecnoldgicas que permitiraaotimizacdo em temp@RTO) crescer e, a0 mesmo tempo, reduzir
0s custos, que se deve principalmente ao desenvolvimento de tecnologias de otimizacéo
automatizadas e integradas. E o caso das refinarias e das plantas quimicas, espgciatmente
consequéncia do aprimoramento dos modelos matematicos e dos pacotes de otimizacdo com
métodos numéricos suficientemente robustos para otimizar o desempenho econdémico da planta
e auxiliar na tomada de decisdo dos engenheiros, que ndo precisamridas etapas de
reconciliacéo de dados, atualizacdo dos parametros do modelo e otimizacdo simultaneamente
(Bischoff, 2001).

A utilizacdo do RTO tem demonstrado resultados significativos em termos de eficiéncia
operacional, reducdo dwristos, usoacionalde recursos e melhoria da sustentabilidade em
diversos setores industriais. No entanto, sua implementacdo efetiva requer uma andlise
cuidadosa das caracteristicas do processo, a selecdo adequada de algoritmos de otimizacéo, a
gualidade dos modelos matersé@s e uma infraestrutura robusta de coleta e analise de dados
em tempo real. Além disso, a integracdo do RTO com sistemas de controle avancado, como
controle preditivo baseado em modelo (MPC), também pode proporcionar beneficios adicionais
em termos de carole de processos.

Por ser umaabordagem avancada de controle e tomada de decisdo em processos
industriais,ela se caracteriza pbusca amaximizazdodo desempenho operacional em tempo
real, considerando as restricdes e objetivos do sistezaizandoajustes e atualizacdes
automaticas nos parametros de controle do processo com base em informac6es em tempo real.
Essas informacbes podem incluir dados de sensores, medicdes de qualidade, dados
meteoroldgicos, demanda do mercado, restricdes operaciarteaspetrogGraciang 2016).

A implementacéao eficaz do RTO requer modelos matemagpossentativos fidedignos
do processo, que descrevam as relages entre as variaveis de entrada, os parametros de controle
e as variaveis de saida. Esses modelos podem ser desenvolvidos usando técnicas de
identificagdo de sistemas, analise de dados histéricos e conhecimento ieagecidb
processo. Varios métodos de otimizacdo podem ser utilizados no RTO, incluindo otimizacao

linear, otimizagdo néo linear, programagéao dinamica, algoritmos genéticos e técnicas baseadas



em inteligéncia artificial, como algoritmos de enxame de particulas e aprendizado por reforco.
SegundoGraciano(2016), a escolha do método depende das caracteristicas do sistema, da
complexidade do problema e das restricbes especif@asnodelos também devem levar em
consideracao as incertezas e dinamicas do sistema, para garantir a robustez e a capacidade de
adaptacdo do RTO em condic¢des variaveis.

O uso da estratégia de otimizacdo em tempo real (RTO) na estrutura hierarquica de
controle de uma unidade produtiva é baseada em um sistema de controle projetado para
conduzir a planta a alcancar as decisdes do projeto tomadas nas camadas de planejamento e
programacao (ou seja, otimizar o desempenho econémico das plantas como seu principal
objetivo). E uma camada intermediaria de otimizac&o e realiza a tomada de decisdo horaria,
fornecendo as trajetorias de referéncia para as vari@eeiprocesso e coote, que
hierarquicamente devem ser mantidas pela camada de controle supervisério e, em seguida, pela
camada de controle regulatério conforme mostradeignara 1 Segundo Darbt al. (2011),

o principal desafio para a implementacdo do RTO ¢é a integracdo das camadas

Figura 1i Hierarquia tipica do sistema de controle e otimizag&odisstria.
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Fonte:Darbyet al.(2011).

Como o RTO é um problema de otimizacédo, é necessario um modelo explicito de estado
estacionario para obter estados estacionarios 6timos. Modelos de primeiros principios séo
comumente usadasm RTQ no entanto, podem néo representar bem o processo real devido a
incompatibilidade do modeloconjunturaque ocorre quando a representacao teorica néo reflete
perfeitamente o comportamento real do processo, uma vez que simplificacdes e suposicdes
feitas na modelagem, podem nao capturar toda a dindmica presente no peopestmnto,
levando aestados estacionarios nao ideais ou mesmo invié@ammara, 2016)Nestes casos,

meétodes de aprendizado de maquina tamae solucdes promissorgsara melhoratanto a


https://www.mdpi.com/2227-9717/11/1/123#fig_body_display_processes-11-00123-f001

precisdacguanto aexatiddodos models. Ouseja,contribuem para reduza variabilidadenas
respostasliante deentradas semelhantesoenar asprevisées mais consistentes com os dados
observadosNo estudo conduzido p&ilva (2021), foi proposta uma abordagem baseada em
aprendizado de maquina panaliar a influéncia de variaveis operacioreecondmicas sobre

o deltalucro, permitindo uma estimativa mais precisa dos gaphogorcionadogelo RTQ

além de identificaos fatores que reduzem sua efetividade.

3.1.2 Estrutura basica do ciclo do RTO

O conceito da otimizacdo em tempo real, ou RTO, pode ser entendido como uma aplicacéo
online que calcula e envia targets periodicamente para as variaveis ao sistema de controle, de
modo a maximizar a lucratividade da plarf@gundo Quelhas (2013)s@guéncia de execucao

por ser descrita resumidamente nos seguintes passos:

) Monitoramento e deteccdo do estado estacionarioDeteccdo do estado
estacionario: tendo como base um subconjunto idfmacfes medidas do
processo, decidse se a variabilidade observada wémpromete a premissa de
estacionariedade requerida para assegurar a Vvalidade numelos de

comportamento do processo;

(i) Reconciliacdo de dados/atualizacdo do modelprocedimento que retifica um
subconjunto das informac¢des medidas a luz da coeréncia com o modedoekso
e adapta um subconjunto dos seus parametros de modo a capturar mudancas das

condi¢cOes de operagéo;

(i) Otimizacéo: procedimentajue retifica umsubconjunto das informacfes medidas
a luz da coeréncia com o modelo do procesadapta um subconjunto dos seus
parametros de modo a capturar mudancas das condi¢des de operacdo. Em seguida,
analise critica dos valores propostos pelo otimizadorge
modo a verificar se a melhoria do desempenho prevista € significativa, e verificacao
de estacionariedadepara posterioimplementacédo dos valores otimizados das

variaveis daedecisdacomo targets do controtaultivariavel.



Uma vez detectado o estado estacionario, o ponto estacionario € filtrado pelos
procedimentos de deteccdo de erros grosseiros e reconciliacdo de dados; essa informacao é
usada na sec¢do de estimacéo de parametros onde o modelo € atualizado, e por fitn,é0 mode
otimizado obtend®e o valor 6timo das variaveis manipuladas, os quais alimentam a camada
de controle de processo. A frequéncia de operacdo do RTO é, no maximo, igual a das camadas
por elacomandadas, a depender da complexidade do modelo que representa 0 processo e da
probabilidade de ocorréncia de perturbac@&sghimpouret.al, 2015). A Figura 2 apresenta
um esquema do ciclio RTOcomposta por as etapas anteriormente citamtetked é distirbio,

y sd0 as variaveis medidassao as variaveis manipuladassio as variaveis controladad e

0S parametros.

Figura 21 Esquema tipico do ciclo do RTO
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Fonte:Naysmith& Douglas (2008)

3.13 Problemas associados a aplicacéo e alternativas

A Otimizacdo em Tempo Real (RTO) € uma abordagem amplamente utilizada na industria
para melhorar a eficiéncia operacional e maximizar ganhos econémicos. No entanto, sua
aplicacao enfrenta diversos desafios que podem comprometer a confiabilidade eadsdicaci
sistema. A seguir, sdo discutidos os principais desafios do RTO, com base na literatura

académica e estudos aplicados

1 Modelagemrepresentativa da dindmica do processoA eficacia do RTO depende
diretamente ddidelidade do modeloem representao comportamento do processo

industrial. Modelos baseados em balancos de massa e energia, equacgdes de equilibrio e



correlacdes empiricas sao frequentemente utilizados, mas a complexidade dos processos
industriais torna dificil capturar com exatiddo todas as interacdes envolvidas. Além
disso, o comportamento n&o linear e dinamico dos sistemas industriais pode levar a
divergéncias entre o modelo e a realidade operacioraby®t al., 2011). Essas
limitacdes fazem com que o modelo precise ser constantemente recalibrado para evitar

solucdes subodtimas ou inviaveis na praticacget al, 1996)

Divergéncias entre o modelo eperacéo reali Conforme Qelhas (2013) e Miletiet

al. (1998) destacam a necessidade de atualizacdes constantes nos modelos de RTO para
evitar perdas de desempenho a medida que as condigdes operacionais &Nedgem.
contexto, Silva (20219bservou que a discrepancia entre os valores previstos pelo RTO

e os dados reais do processo pode ser atribuida ndo apenas a falta de atualizacdo do
modelo, mas também a efeitos operacionais que impactam diretamente a convergéncia

da solucgéap

Qualidade e confiabilidade dos dados -

A otimizag&o em tempo real dependeddelos confidveis de sensores e instrumentos
mas problemas conraidos de medicéo, falhas de sensores e reconciliacao inadequada
de dadogpodem comprometer a acuracia das previsées do (Riigderbergeet al.,

2018). Além disso, erros sistematicos na instrumentacdo podem introduzir vieses no
modelo, levando a decisfes erradas. Essa perda de confiabilidade operacional também
afeta diretamente o impacto econdmico da otimizagcédo, uma velegseées subotimas
geradas por dados imprecisos podem reduzir significativamente dudettaobtido

pelo RTQ conformeSilva (2021).

Convergéncia e tempo de execucad® RTO frequentemente lida com problemas de
otimizacdo complexos, que exigem alta capacidade computacional para serem
resolvidos dentro de prazos viaveis para a operacagi(@ al, 2015). Além disso, o
process@ode sofrer instabilidades numéricas, levando a dificuldades na convergéncia
das soluc¢des. Quando a convergéncia ndo € alcancada ou ocorre de forma inconsistente,
0 impacto econdémico do RTO pode ser compromepadss a planta pode operar por
longos periodos ercondigdes subotimas, reduzindo os ganhos financeiros esperados
(Silva, 2020).
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3.2Diagnostico eprevisdo defalhas em sistemas industriais

Os sistemas industriais sdo compostos por diversos subsistemas e dispositivos, como
sistemas mecanicos, elétricos, de informacgéo e eletrénicos, ou suas combiziagigst(al
2017). Nas ultimas décadas, houve um crescente interesse em maximizar a disponibilidade
operacional de ativos de engenharia, reduzindo custos de manutencdo e melhorando a
confiabilidade e a seguranca. A confiabilidade torselcrucial para os sistemasluistriais
modernos (Zanget al2025).

Um trabalho de reviséo anterior sobre engenharia de confiabilidade, realizadogdor Xu
al (2021, resumiu o progresso até o momento no campo e identificou alguns desafios. Foi
observada, por exemplo, a necessidade de novas ferramentas de analise de confiabilidade para
modelar a complexidade crescente dos sistemas projetados. Também foi destacada a
necessidade de melhores previsdes e propagacao de incertezas na andlise de confiabilidade e

seguranca.

Para atender a essa necessidade, a tecnologia de Progndstico e Gerenciamento da Saude
(PHM), originada nos sistemas de monitoramento da saude de motores, ganhou destaque. O
PHM evolui os conceitos de confiabilidade e manutencéo preditiva, aplkoanaastemas
industriais complexos Ele avanca desde o monitoramento de condicfes e diagnostico de falhas
até o gerenciamento da saude, formulando estratégias e acdes corretivas com base em resultados
de monitoramento, diagnostico e prognostiGoadet al 2023). A medida que os sistemas se
tornam mais complexos, encontrar a causa de uma falha é uma tarefa extremamente dificil,
porque varios modos de falha podem ter padroes de efeitos semelhantes e possivelmente
indistinguiveis.

Na literatura, ha duas abordagens principais para o diagnéstico de falhas, abordagens que
usam um modelo analitico ou fisico do sistema e abordagens que dependem apenas de
observacfes do sistema, ou seja, orientada a dados. Métodos baseados em muaek#ofisi
Uteis quando ha poucos dados de falha, mas séo dificeis de construir e exigem grande
conhecimento prévio. Na pratica, muitos equipamentos ndo possuem modelos fisicos de falha
disponiveis. Em contraste, métodos baseados em dados utilizam, porogxiamps historicos
de sensores para aprender padroes de degradacéo e prever a vida Gtil remanescente (RUL) de
equipamentos, sendo mais viaveis e acessiveis devido aos avancos na tecnologia de sensores
(Wenet al2018).
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O diagndstico de falhas pode ser tratado como um problema de classificacdo de padrées,
e a inteligéncia artificial (IA) desempenha um papel crucial, permitindo diagndsticos mais
inteligentes e auxiliando no planejamento da produg&o. No monitoramentoriald st
principais abordagens baseadas em dados incluem analise estatistica, processamento de sinais,
aprendizado de maquina e aprendizado profundo (\Waal023).

Os métodos de MI(machine learniglgeralmente tém uma capacidade mais poderosa
para deteccdo e diagnostico de falhas sem a suposicdo de distribuicdo de dados. Apresenta
menos estagios de processamento e menos intervencdo humana e, além disso, menos requisitos
de conhecimento prévio parangponentes ou sistemas mais complexos a serem modelados
(Qiu et al 2023). Os métodos orientados por dados analisam conjuntos de dados historicos
coletados do sistema e identificam padrées ocultos nesses dados utilizando modelos estatisticos
avancados ou Mame Learning. Uma plataforma completa de gerenciamento de falhas pode
ser desenvolvida por meio de técnicas de IA que abrangem desde a andlise de dados até a
avaliacao de falha€){u et al2023).

Em um estudo desenvolvido por Arasteal (2023)foi proposto um algoritmo baseado

em ESA(Electrical Signature Analysigpara o diagnéstico de falhas em bombas centrifugas,
utilizando a Maquina de Vetores de Suporte (SVM), um método baseado na teoria de
aprendizagem estatistica (SLT). A SVM foi formulada como um problema de classificacédo
multiclasse, em que caracteristieagraidas dos sinais elétricos serviram como entradas para o
classificador. Os resultados experimentais indicaram que a combinacdo de SVM e ESA
mostrouse altamente eficaz na deteccdo e diagnéstico das principais falhas em bombas
centrifugas, apresentanddevada precisdo e demonstrando seu potencial para aplicacdes

industriais.

Ja o estudo apresentado por &al (2024, os autores avaliam diversas arquiteturas,
como redes neurais convolucionais (CNNs) e redes neurais recorrentes (RNNs), destacando a
eficacia dessas abordagens na identificacdo e classificacdo de falhas em diferentes condicGes
operacionais. M. Yurdakuet al (2023, discute a integracdo de métodos de inteligéncia
artificial explicavel (XAl) em sistemas de diagnéstico de falhas para processos industriais. E
proposto uma estrutura que combina modelos de deeplgaom técnicas de explicabilidade,
visando aumentar a transparéncia e a confiabilidade na detec¢éo e diagnostico de falhas em

ambientes industriais complexos.

O uso de IA tem crescido nos ultimos anos em diversos problemas industriais,

impulsionado por infraestruturas de computacédo avancadas e relativamente baratas, além do
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aumento da disponibilidade de conjuntos de dados. O machine learning (ML) e deep learning
(DL) tém se mostrado promissores para diagnostico de falhas, sendo aplicados em diversos
setores da industria para lidar com desafios de diagnostico de falhas Ragal2021).

Embora ainda haja desafios na aplicagdo de ML exmipamentos/sistemas/processos
industriais devido a complexidade dinamica e nado linear desses sistemas, a integracdo de
técnicas de IA com a expertise humana e principios fundamentais tende a agregar grande valor.
Essa combinacdo tem o potencial de otamims processos, aproveitando ao maximo as

oportunidades para alcancar uma maior eficiéncia energética nas operacdes industriais.

3.3 Inteligéncia Atrtificial e suas abordagens

Os primordios da Inteligéncia Atrtificial (I1A) foram marcados pela resolucéo de problemas
dificeis para humanos, mas relativamente faceisquamgputadores (Goodfelloet al.,2016).

A caracteristica em comum destes problemas era a descricdo por regras formais, abordagem
baseada em conhecimento, que quangdementadagm cddigo permitiam uma resolucao
automatica. No entanto, a formalizacdo de regras para a criacdo de uma base de conhecimento
€ uma tarefa que requer conhecimento de especialistas no assunto, 0 que pode ser custoso ou
inacessivel na resolucdo de certosbfgmas. Portanto, grande parte do avanco em IA se da
pelo aprendizado a partir de exemplos/experiéncias passadas, permitindo que os sistemas
reconhecam padrbes nos préprios dados. Esta abordagem de construcdo automatica de
conhecimento a partir de dadosanhecida como aprendizado de maquina.

Uma definicdo de aprendizado aceita é aMitehell (1997),0 qual define que um
programa de computador aprende m{periéncia Eem respeito a uma classetdeefasT e
desempenho Dnelhora com a experiéndia

Uma maneira util de entender a metodologia de aprendizado de maquina € por meio de
uma comparacao com o fluxo convencional de projeto de engenharia. Isso comega com uma
analise detalhada do dominio do problema, que culmina com a definicdo de um modelo
matanatico. O modelo matematico tem o objetivo de capturar os principais aspectos do
problema em estudo e geralmente é resultado do trabalho de varios especialistas. O modelo
matematico é finalmente utilizado para derivar solucdes feitas a mao para o prétema.
exemplo, considere o problema de definir um processo quimico para produzir uma molécula
especifica. O fluxo convencional requer que 0s quimicos utilizem seu conhecimento de modelos
gue preveem o resultado de reacfes quimicas individuais, a fim deaelaima sequéncia de

passos adequados que sintetizem a molécula desejada.
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O fluxo de projeto de engenharia delineado acima pode ser muito caro e ineficiente para
problemas nos quais solucdes mais rapidas ou menos dispendiosas sdo desejaveis. A alternativa
de aprendizado de méquina é coletar conjuntos de dados, por exengna) d@agens ou
videos rotulados, e usar essas informagfes para treinar maquinas de aprendizado de propdésito
geral para realizar a tarefa desejada. Enquanto o fluxo de engenharia padrdo depende do
conhecimento de dominio e do design otimizado para o prolden@guestdo, o aprendizado
de méaquina permite que grandes quantidades de dados ditem algoritmos e solu¢des. Para isso,
em vez de exigir um modeltedrico que representa fielmente sistema em estudo, o
aprendizado de maquina requer a especificacdo de um objetivo, de um modelo a ser treinado e

de uma técnica de otimizacdo (Simeone, 2018).
3.3.1 Tipos de aprendizagem

Sabese que dentro da inteligéncia atrtificial (IA) e do aprendizado de maquina, existem
pelo menos duas abordagens basicas: aprendizado supervisienapi@ndizado &
supervisionado. A principal diferenca € querimeiro usalados rotulados para ajudar a prever
resultados, enquanto segundondo. No entanto, existem algumas nuances entre as duas

abordagens e areahave em que uma supera a outra (Delua, 2021).

No aprendizado supervisionads conjuntos de dados sédo projetados para treinar ou
Asupervisionaro algoritmos na classifica-«o

Usando entradas e saidas rotuladas, o modelo pode medir sua precisdo e aprender com o tempo.

A aprendizagem supervisionada pode ser separada em dois tipos de problemas durante a
mineracdo de dados: classificacdo e regressdo. Os problemas de classiftdegio
algoritmospara atribuircorretamentalados de testa categorias especificaBm aplicacdes
industriais, por exemplas algoritmogpodem ser usados para classificar estados operacionais
de um processo como fAnormal 6 ou Acom fal hao,
sensores, atuadoresfins Isso permite que operadores tomenigiiEEs mais rapidas e seguras,
evitando paradas ndo programadaat@acdes incorretas de controldassificadores lineares,
maquinas de vetores de suporte (SVM), arvores de decisao e florestas aleatorias séo exemplos

comuns de algoritmos utilizados nesse tipo de tarefa.

A regressao € outro tipo de método de aprendizagem supervisionada que utiliza um
algoritmo para compreender a relacdo entre varidegendentes e independentes (Delua,
2021). Os modelos de regressao séo Uteis para prever valores numéricos com ilexsness d

pontos de dado No contexto industrialimodelos de regressé@o sdo especialmente Uteis para
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prever variaveis de interesse, como consumo de energia, emissdes de poluentes ou rendimento
de producdo, com base em variavgigracionais como temperatura, pressdo e vazao. Em
sistemas de otimizagdo em tempo real, esse tipo de modelagem pode auxiliar na estimativa do
deltalucro ou na previsdo do desempenho do processo diante de mudancas nas condi¢cbes
operacionais, fornecendopsurte a tomada de decis6@déguns algoritmos mais conhecidos ou

utilizados para esse tipo de abordagim

1 Regressao Logistica (LR¥ uma técnica de andlise preditiva usada quando a variavel
dependente € binaria. Pode ser usada tanto para estatisticas tradicionais quanto para
aprendizado de maquina. Ela calcula a probabilidade estimada das variaveis
dependentes com base em uma ou maisaveis independentes categoéricas ou
numeéricas (Ahmaet al.,2018). O resultado do LR é um modelo que fornece valores
binarios, onde havera um limiar dependendo do qual a previsdo pode sdisidta
técnica é usada em divesscampos, como reconstrucdo de imagkns ¢ g oewvad. K i
2019) andlise de séries temporais e previsdo de mortalidade de paEadtes

1 Random Forest (RF) € um dos algoritmos de ML supervisionado mais poderosos e
comuns, capaz de realizar tanto regressao quanto classifiééiwaadet al.,2018. Ele
cria uma floresta com um numero de Odscision treepnde cada uma oferece uma
classificagédo. A floresta escolhe a classificacdo com mais votos entre todas as outras
arvores da floresta, enquanto no caso da regresséo, ele faz a média das saidas das
diferentes arvores (Zhergg al.,2012) Quanto mais arvores na floresta, mais robusta é
a previsdo, juntamente com uma melhor preciséo.

1 Xgboost, uma poderosa técnica de aprendizado de maquina que utiliza uma abordagem
de boosting com arvores de decisdo para criar modelos altamente precisos e robustos.
Sua eficacia e versatilidade o tornaram uma ferramenta amplamente utilizada em uma

variechde de aplicacdes de ciéncia de dados e aprendizado de maquina

Ao contrario do aprendizado supervisionado, no qual os dados de treinamento sao
rotulados, no aprendizado ndo supervisionado, o algoritmo € desafiado a encontrar padroes,
estruturas ou relacdes ocultas nos dados por conta propria. O principal objepvendizado
ndo supervisionado é descobrir informagdes valiosas e relevantes nos dados sem a necessidade
de orientacdo ou supervisdo externa. Ele pode ser usado para tarefas como agrupamento
(clustering, deteccdo de anomaliagnpmaly detection reducédo d dimensionalidade
(dimensionality reductiore visualizacdo de dadadata visualization)Abaixo algumas dessas

tarefas em mais detalhes (Wuetal.,2016:



15

1 Agrupamento Clustering: O agrupamento é uma tarefa comum no aprendizado nao
supervisionado, na qual o objetivo € encontrar grupos naturais ou clusters nos dados,
onde os pontos dentro de cada grupo sdo mais semelhantes entre si do que com 0s pontos
de outros grupos. Isso podgudar a identificar segmentos de mercado, padrdes de

comportamento de clientes, categorizagcao de documentos e muito mais.

1 Deteccdo de AnomaliasAfiomaly Detection A deteccdo de anomalias envolve a
identificacdo de padrdes ou instancias incomuns ou diferentes em relacdo a maioria dos
dados. Isso pode ser Gtil em problemas de deteccao de fraudes, identificacdo de falhas

em sistemas ou monitoramento de condigGesnaae em processos.

1 Reducdo de Dimensionalidad®ihensionality Reductign Em muitos casos, 0s
conjuntos de dados podem ter uma alta dimensionalidade, o que dificulta a visualizacao
e 0 processamento eficiente dos dados. A reducao de dimensionalidade visa reduzir o
namero de variaveis ou atributos dos dados, mantendo asecataas importantes.
Isso pode ser realizado por meio de técnicas déningipal Component Analys{®CA)
ou tSNE ¢-Distributed Stochastic Neighbor Embedding

9 Visualizacdo de DadodDéta Visualizatiol: A visualizacdo de dados € uma area
importante do aprendizado nao supervisionado. Ela se concentra em transformar dados
de alta dimensionalidade em representacdes visuais de baixa dimenséao, permitindo uma
melhor compreenséo dos padrdes e estruturasnpesseos dados. Isso pode ajudar na

identificacdo de clusters, padrées espaciais ou correlacdes entre variaveis.

Em geral, o aprendizado ndo supervisionado é uma ferramenta poderosa para explorar
dados néo rotulados, descobrir informacgdes ocultas e obter insights valiosos. Ele pode ser usado
para uma ampla variedade de aplicagcdes em diferentes campos, incluindo d@édados,
analise de dados, processamento de imagem, bioinformética, entre outros. Os algoritmos
populares de aprendizado n&o supervisionado incluene#ns,solation ForestbBSCAN,
Gaussian Mixture Models (GMM), Hierarchical Clustering, Autoenco@eedgoritmos de
reducéo de dimensionalidade como PCAS&E (Ranglani, 2024).
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3.3.2Ciclo de vida de um projeto de aprendizado de maquina

Os projetos de Machine Learning (ML) seguemaicio de vida especifico, semelhante
ao ciclo DevOps, que orienta o desenvolvimento e a implantacdo de modelos de ML. O ciclo
de vida do projeto de ML consiste em Varios estagios que garantem uma maneira consistente e
eficiente de colocar seus projetosMe em producappodendo ser resumido nas seguintes
etapas (Gomede, 2023) e (Medhi, 2023):

1 Coleta de dadosesta etapa envolve a obtencdo de dados relevantes para o problema
em questao, seja de fontes internas ou externas. A qualidade e quantidddeéodos

coletados sédo cruciais para 0 sucesso do projeto

1 Andlise Exploratoria dos dadosnesta fase, os dados sao explorados para entender sua
estrutura, distribuicdo e relacbes entre as variaveis. Isso geralmente envolve a

visualizacdo de dados e a realizacéo de estatisticas descritivas

1 Pré-processamento:durante esta etapa, os dados sdo limpos e preparados para a
modelagem. Isso pode incluir tratamento de valores ausemeés, segunddubin
(1976) faz-se necessario investigas tipos e mecanismos de ndo resposta sobre os
dados faltanteu seja, se sa€i) Dado faltante completamente aleatério (MCAR), (ii)
Dado faltante aleatério (MAR) e (iii) Dado ndo aleatério (NMAREmM disso, outros
tratamentos tais comoormalizacdo de dados, codificacdo de varidveis categéricas,

entre outros

1 Modelagem: nessa etapadiferentes algoritmos de aprendizado de maquina sao
aplicados aos dados preparados para construir modelos. Esses modelos séo treinados

usando os dados de treinamento para aprender padridesdogs

1 Otimizacao de hiperparametros:os hiperparametros dos modelos séo ajustados para
otimizar o desempenho do modelo. Isso geralmente é feito usando técnicas como

pesquisa em grade ou busca aleatéria

1 Métricas de avaliacdo de modeloginalmente, os modelos treinados séo avaliadss
conjutnso de teste e validacsando métricaapropriadasUmamétrica comumente

utilizada € a acuraciag¢curacy, que representa a proporcéo de previsdes corretas em
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relacdo ao total de previsbes. Ela é especialmente util em problemas de classificacao
balanceada, onde todas as classes tém importancia igual. No entanto, a acuracia pode
ser enganosa em casos de desequilibrio de classes, quando uma classe é predominante.
Nesses casos, métricas como precigdiec(sion, revocacaorécall) e FEscore sao

mais apropriadas. A precisdo mede a propor¢cao de verdadeiros positivos em relacédo ao
total de positivos previstos, indicando a capacidade do modelo em evitar falsos
positivos. Orecall, também conhecido como revocagdo ou sensibilidade, mede a
proporcao de verdadeiros positivos em relagdo ao total de positivos reais. Ele indica a
capacidade do modelo em identificar corretamente os casos positivoscOré® uma

medida que combina prieéo e recall, fornecendo uma medida balanceada do
desempenho do modelo. Ele é especialmente Gtil quando h4 um compromisso entre a
precisdo e gecall desejado. O F&core é calculado como a média harménica entre
precisdo eecall, atribuindo um peso igual a ambos. Valores mais altos eedie

indicam um equilibrio entre precisaoezall.

Ao contrario dos modelos supervisionados, onde as métricas sdo usadas para avaliar a
qualidade das previsdes, nos modelos nao supervisionados, as métricas sdo aplicadas
para avaliar a estrutura, coeréncia e desempenho dos agrupamentos ou padrdes
identificados.Umamétrica importante é a silhuetsilliouettd, que avalia a qualidade

dos clusters em relacdo a coeséo interna e a separac¢ao entre os clusters. A silhueta atribui
um valor entrel e 1 a cada ponto de dados, onde valores mais préximos de 1 indicam
gue o ponto estda bem colocado em seu proprio clastistante dos outros clusters,
enqguanto valores proximos deindicam que o ponto pode ter sido atribuido ao cluster
errado.Outra, é a validacao relativa baseada em estabilidtdeility-Based Relative
Clustering Validatiof, uma abordagem utilizada para avaliar a estabilidade e a robustez
dosresultados obtidos em algoritmos de agrupamento. Essa técnica é especialmente Uutil
guando ndo ha um rétulo de classe verdadeiro disponivel, o que € comum em problemas
de aprendizado n&o supervisionado. A ideia por tras da validacéo relativa baseada em
estdilidade é verificar se diferentes execugdes do algoritmo de agrupamento resultam
em agrupamentos semelhantes. Isso é feito medindo a estabilidade dos agrupamentos
através do calculo de uma medida de similaridade entre diferentes particbes obtidas em
diferentes execuc¢des do algoritmo.

Implantacdo em produgédo: o modelo finalizado é implantado em produgéo e

monitorado continuamente para garantir seu bom desempenho ao longo do tempo.



18

Durante todo o ciclo de vida do projeto, € importante documentar e iterar sobre cada

etapa para garantir resultados confiaveis e eficazes.

4 ESTUDO DE CASO

Sabese que dentre os motivadores para a constante busca em melhorar 0s processos
industriais, as recorrentes mudancas nos cenarios de operacéo de uma planta alcancam destaque.
Nessa perspectiva a implementacdo do RTO ¢é justificada, para que a plart@aimdicsseja

conduzida a uma conjuntura desfavoravel de processo aliado ao desempenho econémico.

Portanto, € importante que a execucao da aplicacdo em tempo real seja realizada sem
falhas, mas caso ocorram, que sejam diagnosticadas as causas para uma intervencao assertiva.
Assim, no presente estudo foram realizadas analises dos dados em conjunto com o
desenvolvimento de modelos dprendizado de maquinaom o intuito de diagnosticar as
causas que levam a ndo convergéncia das execucdes do RTO, considerando apenas o
comportamento das variaveis de processo em uma unidade de destilacdo de petréleo. Na
subsecao seguinté apresentado entendimento do problemana Metodologia, descri¢cao
geraldos dados utilizados e cada etapa da andlise estatistica e estruturacdo dos modelos de

machine learning utilizados para a realizacdo da investigagao.

4.1 Entendimento do problema

Uma unidade de destilacaapresenta por padrdo tr&ecdes (i) secdo de pré
aguecimento e dessalinizacao; (ii) secdo de destilacdo atmosférica; e (iii) secdo de destilacdo a
vacuo.Podem conter updois ou trés estagios dperacdogue podem ser configurados de
diversas formgspor exemplo, unidade de trés estagios com torres delgsh destilacédo
atmosférica e destilacdo a vacuo. Os equipamentosamséituem essas unidades geralmente
sdo: torres de fracionamento, retificadores, fornos, trocadores detaalbores de acumulo e
refluxo, bombas, tubulacGes e instrumentos de medi¢cdo e controle. Tais equipamentos s&o
fisicamente arranjados e operados segundo diferentes formas, de acordo com cada refinaria, no

entanto, os principgbasicos de operacéo sdo idénticos em todas as instalagdes.

A unidadeé uma mescla dprocessos e equipamentos com caracteristicintas
caracterizeda pela complexidade na integragl@ssica e energética dos processos quimicos

objetivandouma operacao rentavebegura,a fim de alcancar osobjetivos econémicog
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ambientais Sendo assima otimizacdoem tempo real alimdaos modelos de control#o

processo tergrande importanciao auxilio ao atendimentosobjetivos da planta

Os dados utilizados para o estudo sao resultantes da execuc¢ao do sistema de otimizacéo
em tempo real (RTO) de uma tipica unidade de destilacdo. Mais especificadamente, os dados
correspondem variaveis de procegmperatura, pressavazde$ oriundas de execucdes
convergidas e nao convergidas do RTO. Uma execucado convergida significa que houve a
sequéncia de monitoramento, detec¢do do estado estaciondrio e a sequéncia do modelo em que
hé& a leitura, prfprocessamento das medic¢des (que inctacanciliagcdo de dados), atualizacao
e execucdo do modelo, onde se convergida, a simulagéo segue para 0 modo de otimizacao a fim
de obter os valores 6timos do ponto de vista operacional e econdmico. Ja a ndao convergida,
segue as mesmas sequéncias inidaisconvergidagdiferindo, entretanto, na sequéncia do

modelo, a solu¢do ndo é convergida e, portanto, nao vai para a etapa de otimizacao.
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5 METODOLOGIA
5.1 Descrigaoe tratamento inicial dos dados

Os dados foranaquisitadoso banco dedadosPIl System ondecada varidvel é uma
meédia horarialaproximadamente 1h30mimm torno data e hora do Status do REEm
tratamento adicional de substituic@luranteo periodo de 8nesestotalizandoassim3208
observagcdescom aproximadamente 35% de n&o convergénE@am contabilizada 467
variaveis,utilizadas para a execu¢do do RTdas quaisl129 variaveiseramcontroladas41l
eram nula® 2 com informacdes repetidas da variavel Status thdedada execucdo do RTO.
Sendo assim, datasetresultante foi composto pela mesma quantidade de observacfes, porém
com 295variaveis sendd292 explicativashao controladasrelacionadaso processo,(lima)
variavel(respostajeferente ao status da execud®RTO com duas categorias: converge (c)
ou naoconverge (ncle por fim, 2 (duag variaveiscom informac6esaldata e hora a cada ciclo
da execucaoPara preservar a confidencialidade dos dados, além de substituir os nomes reais
das variaveis por codigos, optea por nao divulgar a unidafisicaassociada a cada variavel.

Essa abordagem garante que informacdes sensiveis relacionadas ao processo ndo sejam

identificadas ouxgostas

5.2 Etapas

5.21 Pré-processamentce andlise exploratéria dos dados
5.21.17 Preenchimentode valores ausentes

Apesar ddRTO realizar um tratamento dos dadosanteaquisicdo dos dadodge acordo
com regras préstabelecidas pelo usudrfoi identificada a presenca de valores faltantes no
conjunto de dados. Em seguida, investigelo mecanismo que gerou os dados faltaoues
0 objetivo de identificdo e considerdo no processo de imputacao ou exclusao das informacdes
ausentesA identificacdo se deu por gréaficos de correlagdo, para explosaiveigpadroes de
valores ausentes, compreender o porqué os dados estdo faltando, bem como ratificar o
mecanismo anteriormente identificado. Logo apds, sueselea exclusdo de algumas
observacdes parlgumas variaveis e para as demais, foram avaliadas as técnicas de imputacao
multipla para preenchimento dos valores faltantes por meio da biblidid¢enputer,que
utiliza a abordagem de vizinhos mais proximos para realizar a imputacao do valor. Em seguida,

foi realizado o comparativo de desempenho da técnica de imputagéo, através dos gréaficos de
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densidade de cada variavel, a fim de avaliar a eficacia do método no preenchimento dos dados

ausentes.

5.21.27 Analise de varidveis correlacionadas, selecao pdutual Info Classificatione

tratamento de ruidos

Outlierspodem ser definidos como uma observacéao diferente das outras observacoes, ou
simplesmente, amostras que estao excepcionalmente distantes do fluxo principal dos dados. E
as causas para o0 aparecimento dessa amostra que se desvia do padrdo, podem seleoriunda
erros de medicdes, dados corrompidos, ou valores discrepantes que trazem informacdes valiosas
ao processo em estudo. Ja os ruidos presentes em seéries temporais, sdo de fato problematicos
uma vez que podem obscurecer os padrbes e tendéncias subjpoesgeses nos dados,
dificultando assim a identificacdo de informacdes significatiVate salientar que mesmo
realizando o tratamento de dados duranteaasicdono banco de dados Fystemfoi
necessarigealizara aplicacdo do filtr&savitzkyGolay (Presset al., 1990) para suavizar 0s
ruidos das séries de temgas varidveismas com a manutencdo das caracteristicas originais
do sinal. Em seguida, foi avaliada a partir ldeatmap a correlagcdo entre as variaveis
independentes, a fim de evitar redundancia de informacbes e até mesmo a interpretacao
incorreta dos efeitos individuais e relacfes causais das mesmas. Tendo em vista 0 elevado
namero de variaveis, além de remocédo das weisaltamente correlacionadas, foi aplicado o
método de selecadMlutual Info Classif, para quantificar a informacdo mutua da variavel
independente em relacdo &oget (status do RTO), ou seja, medir o quanto de informacao

sobre as classes (converge e ndao converge) esta contida em cada variavel explicativa.

A avaliacdo por quartis dos dados fornece informagdes valiosas sobre a distribuigdo dos
dados e permite uma compreensao mais completa do conjunto de valores observados. Quartis
dividem um conjunto de dados ordenados em quatro partes iguais, cada umaoconten
aproximadamente 25% dos dados. Os trés quartis sdo denominados primeiro quartil (Q1),
segundo quartil (Q2) e terceiro quartil (Q3), com o segundo quartil sendo igual & mediana dos
dados.Assim, posteriormente a avaliacdo da correlagabexecutadaa analise porquartis
acrescentando target, que é o status de convergéncia ou ndo dg RfQada quartiino

intuito deentendemlgumas tendéncias que pudesses justificar o objetivo do estudo
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5.2.2 Modelagem

Apos a etapa de exploracapré-processamento, segge para a modelageumtilizando
técnicas de aprendizado de maquidamodelagem aplicada foi dividida em dois tipos de
abordagem: (i) supervisionada e (ii) ndo supervisionada. A primeira wieaa variavel
Status do RTO como variavel resposta ou rétulo para o conjunto das variaveis explicativas
(variaveis de processta unidade de destilacdo). A segunda recorre a estrutura do conjunto de
dados para extrair significados dos padrdes encontrados em cada grupo formado, uma vez que

nao possui rétulo.

Vale ressaltar queantes de desenvolver os modelos, independentemente do tipo de
abordagem, processamentos comuns e necessarios foram realizados no conjunto de dados: (i)
normalizacdo das variaveis, para corrigir diferencas existentes entre as ordens de grandeza,
escalasque os dados brutos podem apresentar devido ao seu processo de adRusicao
exemplo, tenrse variaveis de temperatura da ordem de 102 e variaveis de vazdes da ordem de
103, que podem levar a uma inferéncia errbnea dos coeficientes ddo npodditivo
paramétrico; (i) separacdo do conjunto treino e tesiizando as propor¢cdes 80 e 20,
respectivamentea fim de aprender os padrdes existentes nos dados (treino) e avaliar a
capacidade de generalizacdo desses padrdes em outro conjunto com dados nunca vistos (teste);
(iif) Validacao cruzada no conjunto de treinamento. Ou seja, antes de validar o modelo no
conjunto de teste, o modelo foi avaliado em diferentes subconjuntoklgk com k = 5) do

conjunto de treinamento.

E valido destacar queomo na abordagem no supervisionada nadthéodvariavel
respostando ha necessidade de realizar particionamento em conjuntos de treinoNestste.
caso, o processo de aprendizado busca identificar regularidades entre os dados a fim-de agrupa
los ou organizdos em funcdo das similaridades que apresentam entfessbvedo&
Koshiyama2020.

5.22.17 Modelos ndesupervisionados
5.2.2.1.1i Modelos de agrupamento

Nessa etapa foram utilizados modelosldsteringou agrupamento. Em geral, as analises
realizadas pelos algoritmos que implementam agrupamento buscam por similaridades ou
diferencas entre exemplares, quantificadas por meio de medidas de distancia (quanto menor
para a distancia entre dois exemplares,omaera a similaridade), tal que exemplares

semelhantes sejam associados a um mesmo grupo, e exemplares dissimilares, a grupos
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diferentes(Brock et al, 2008). Nesse sentido, a escolha dos modelos ocorreu através da
utilizacdo da biblioteca em pythoReval, que contém uma variedade de métodos de
agrupamentos hierarquicos e ndo hierarquicos. Além disso, contém medidas de validagdo
padr«o gqgue se enquadram em duas categorias g
estabilidade transformam um problengeadjrupamento em um de classificacédo supervisionado
(Langeet al, 2004) e selecionam 0 numero minimo de agrupamentos que contém o minimo

erro de classificacdo esperado (estavel).

Essa etapa foi subdividida em dois estagios: (i) analise com o conjunto completo (dados
convergidos e ndo convergidos) e (ii) analise com conjunto contendo apenas os dados que nao
convergiram, a fim de identificar grupos que, através de seus comportagnestthisassem
com mais clareza a ndo convergéncia do RTO. Os parametros especificados para a funcao de
busca do pacofevalforam 0s mesmos, exceto para o segundo estagio (ii), em que foi utilizado

o melhor método do primeiro (i). As configuracfes foram:

meétodos de agrupamentasHieraquico, Kmeans DBScan

b. namero degrupos a serem avaliadas? a 6;

c. tipos de validacdo a serem avaliadasindices devalidacdo internae
estabilidade

d. meétricas de distancia:Euclidianae Manhattan

Para o estagio (i), a saida foi analisada através da visualizacédo gréafica dos grupos para
identificacdo de possiveis padrbes e/ou tendéncias, aliada a uma comparacdo dos grupos
formados, frente a classificacdo original (converge e ndo converge) de cadatdiadndo
como recurso a matriz de confusédo e as métricas padrdes de classificacdo (acuracia, precisao,
recall e F1-score. Do estagio (ii) para os novos grupos formados, foi realizada uma analise
exploratoria através de histogramas, comparando a distribuicdo deslostdabfyrupo por
variavel, além de um comparativo da descritivas basicas de cada variavel por cluster de
amostras que nao convergiraersusestatisticas das mesmas variavel quando o status do RTO

® ficonverge/ 10.
5.2.2.1.2 Modelo de deteccédo de anomalias

Nessa etapa, utilizese os dados completos como entrada do modelo Isolation,Florest
scikitlearn (pythor), paraavaliar o que ele considera como anomalia e comparar com a

classificagao original do status do RTO
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5.2.2.2i Modelos supervisionados

Nessa etapa foram treinados trés modelos de classificagdo, baseado no conjunto de dados
histéricos da varidvel resposta binaria Status RTO, converge ou ndo converge, e variaveis
explicativas (varidveis de processo). Inicialmente foi avaliado se o probieriassificacdo
era desbalanceado entre as classes do rotulo e possivelmente recorrer a algum método de
balanceamento. Em seguida, o conjunto de dados foi dividido em dois subconjuntos, um para
treinamento e outro para teste, sendo que a proporcaodailiaade 70/30, com validacéo
cruzada (5old). Os trés classificadores foram selecionados tendo em Mistdeoff entre a

gualidade das predicdes e a interpretabilidade do modelo apresentado n8.Figura

Figura 37 Qualidade das predicdeersusinterpretabilidade de modelos

High Neural Network: R 5
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RNNs)
Accurate Models
@ Ensemble Methods: * Noninear relationships
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Kernel Based Methods
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high Interpretabliiity

Accuracy

° Decision Trees
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* Linear & Smooth
= Well defined relationships @ Logistic Regression
* Easy to compute

Low )

Low Interpretability High

Fonte Shaayu 2018

Optouse pelo modelo de Regressdo LogistRandom Forese Extreme Gradient
Boosting (Xgboost)A regresséo logistica é caracterizada porusermodelo paramétrico
interpretavel estatistico usado para prever a probabilidade de um evento binario. A equacao

basicada funcéo logisticé apresentadaor Hosmer e Lemeshow (20p0

D) P P
p Q

Ca

Onde:

1 0 & dprobabilidade do evento de interesse ocorrer, dado o valor de
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'Q a base do logaritmo natural, aproximadamente igual a 2,718. Ela aparece porque
a funcéo logistica esta relacionada ao crescimento exponencial e a transformacéao

log-odds
I 1T intercepto ou termo constante. Representa eotluts (logaritmo da razdo de

chances) do evento quan@e=0;

I p: coeficiente associado a variawel. Mede o efeito dedx sobre a chance do
evento acontecer. Um valor positivo aumenfa@babilidade, enquanto um valor

negativo a redyz

¢x: variavel independente (ou preditora). Pode ser qualquer caracteristica usada para

prever a ocorréncia do evento

Para o modelo d®andom Forestsdo modelos baseados em arvores de deqiséo

particionam os dados de forma hierarquica, aplicando divisées (splits) com base nas variaveis

preditoras para maximizar a separac¢ao entre cla@sggério de divisdo pode ser baseado em

diferentes métricasomo o ganho de informacéo, através de uma equacao oriunda da Teoria da

Informacdo, introduzida p@hannor(1948)

Ganho de Informacéo (Entropia)

oY niTg ¢

Onde:

f

|l

"O°Y é a entropia do conjunto de dad¥dMede o grau de impureza ou incerteza.
Quanto maior a entropia, maisisturado (impuro) esta o conjunto em relagéo as

classes

@ numero de classekiferentes no conjunto. Por exemplo, se estamos classificando

um evento em falha e ndo fa,lhmtécxf):z;

N : propor¢éo dos exemplos da cla%ke conjunto de dado¥ Ou seja, se 30% dos

exemplos forem da classe 1, entde0,3

I T § :logaritmo de na base 2Ajuda a calcular a quantidade de informacéo
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O Extreme Gradient Boosting{gboost)um algoritmo otimizado de gradient boosting
projetado para velocidade e desempenho. Ele € baseado em arvores de decisdo e incorpora
regularizacdo e otimizacbes computacionais adiciol@i¥XGBoost minimiza uma funcao
objetivo, composta por duas par(€hen e Guestrir2016)

b — & o Fd mQ o

Onde:

1 0 — é afuncéao objetivo geral.

1 awho éafuncio de perda, que mede o quio bem o modelo se ajusta aos dados de
treinamento.

T m™Q é otermo de regularizacdo, que controla a complexidade do modelo.

T K €& o numero de arvores.

T "Qrepresenta cada arvore de decisao individual.

Para cada modelo, foi avaliada a importancia das variaveis (Random Forest e XGboost)
e 0 peso dos coeficientes (Regressao Logistica) juntamente com suas contribuicdes para o
resultado da classificacdo (converge ou ndo converge). Os resultados dos nwdetos f

comparados e avaliados conforme as métricas de classificacao.

5.2.31 Métricas de avaliacdo dos modelos

As métricas de avaliacdo sdo essenciais para a analise e comparacao do desempenho de
modelos de machine learning. Elas fornecem medidas objetivasequéem quantificar a
gualidade das previsfGes e avaliar a capacidade de generalizacdo do modelo. Existem varias
métricas disponiveis, cada uma com sua propria interpretacéo e adequacéao a diferentes tipos de
problemasNo estudo, foram utilizadas métricas de avaliacdo para modelos supervisionados e
nao supervisionados. Para os modelos supervisionados, as principais métricas utilizadas foram
acuracia, precisao, recall e-Bdore, sendo que o fstore foi especialmente iragfante em
cenarios com desequilibrio de classes, pois oferece um equilibrio entre precisdo Agecall.

meétricas seguem o seguinte equacionamento, respectivacmriteme Powers (2011)

1. Acuracia: mede a proporcao de previsdes corretas em relacao ao total de previsdes

feitas.
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Acurdcia =— (4)
Preciséo = (5)
Recall=—— (6)

F1Score=¢ d)z— (7

Onde:
o TP (True Positives= Verdadeiros Positivos
o TN (True Negatives= Verdadeiros Negativos
o FP (alse Positives= Falsos Positivos

o FN (False Negatives= Falsos Negativos

J& para os modelos n&apervisionados, utilizese a silhueta para avaliar a qualidade
dos agrupamentos, medindo a coesao interna e a separacdo entre clusters. Além disso, foi
aplicada a validacdo relativa baseada em estabilidade para verificar a robustez dos

agrupamentos, avahdo se diferentes execuc¢des do algoritmo resultavam em clusters
consistentes.

5.3 Suporte computacional

Para o presente trabalho, foi utilizado a linguagem de programacéo Python, conhecida na
comunidade académica por possuir uma grande variedade de bibliotecas para machine learning.
Tais bibliotecas utilizadas forarpandas, scikitearn, numpy, seaborn, missingno e reye.
demais bibliotecasitilizadas com suas respectivas vers@eguirements.txf)bem como os
codigos fonte foram disponibilizadas no repositorio:
https://github.com/carolinevf/fault_detection_rto
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67 RESULTADOS E DISCUSSAO

Neste capitulo, sdo apresentados os resultados das analises realizadas neste trabalho.
Optouse emapresentaos resultados e discusséescdda topicppara facilitar a compreenséo

dos resultados obtidos
6.17 Andlise Exploratéria dos dados
6.1.17 Descritiva das variaveis

De maneira geral, sats® que uma unidade de destilacdo é formada por trés secbes
principais: préaquecimento e dessalinizagao, destilacdo atmosférica e destilagéo a vacuo, sendo
assim, realizotse primeiramente a analise descritiva das variaveis, utliz@istogramas e
graficos de dispersdo, para explorar e sumarizar o comportamento dos dados, conforme as
variaveis de processo pertencentes aos equipamentos dessas tipicas se¢fes de uma unidade de
destilacdo de petroleBortanto,sdo apresentadas Figua 4 parte davariaveisreferentes as

trés secbes as demaigisualizadasios Apéndices.

Figura 417 Comportamento das variavela secaae préaqueciment@ dessalinizacdaestilacio
atmosférica e destilagéo a vacuo.
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Etapa pi queci to apos d
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Fonte: Autor

A andlise dos histogramas e das séries temporaisaranejue a maioria das variaveis
segue uma distribuicdo aproximadamente normal, mas com assimetrias perceptiveis. Essa
assimetria pode ser explicada pela presenca de ruidos nas medi¢cfes ou por eventos operacionais
esporadicos, como variacdel processoda unidade. Além disso, algumas variaveis
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apresentam distribuicdes distintas ao longo do tempo, indicando a existéncia de dois subgrupos
bem definidos. Essa diferenciacdo pode estacionada a mudancas nos regimes operacionais,
variacdes na qualidade da carga de petr@pstes no controle do processeficéncia de
equipaments, por exemplo, a eficiéncia de troca térmica dos trocadores deAcaludlise das

séries temporais reforca essa hipotese ao evidenciar momentos de transigé@beeniesas
variaveis sugerindo que o sistema pode estar operando em diferentes condi¢cdes ao longo do
periodo avaliaddEssa identificacdé essencial para compreender a estabilidade dossmee
possiveis pontode anomaliaga operacgao.

Sendo assimcom o auxilio dos fluxogramas de procedgponibilizadosdessa tipica
unidade foi possivel identificar40 variaveis, sendo17 da etapa de praquecimento e
dessalinizacddodasreferentes agazfes temperaturada carga de petréledlaidos de troca
térmicanos trocadores de caj@ da torre estabilizadoreglacionadas a temperatwafluidos
internosde reciclopara separacao da topee-fracionadabem comdemperatura e presséde
elementos da torrecomo 0s pratosjue sinalizansobre a parte cruciala separacdo dos
componentes leves e pesaddsdadestilagdo atmosfériceambém relacionada temperatura
necesséria para a separacdo dos prochdowrre;4 da destilacdo a vacuassociadassa
temperaturagueprocessa os residuos pesados da torre atmosférica para separar fracdes como
gaséleo de vacuo e residuo de fur@om isso, as etapas identificadas permitiram mapear com
as variaveis de cadase e destacar aquelas cuja influéncia sobre a ndo convergéncia do RTO é
mais critica, orientando futuras analises e intervenc¢des nos pontos de maior sensibilidade do

processo.

6.21 Pré-processamento dos dados
6.2.17 Valores ausentes

Apesar daremocdo das variaveis com 100% de valores ausentes, foram constatadas
algumas bservacdes faltante® conjunto de dado®sresultados sao apresentadasFigura
5e Tabeldl.

Figura 571 Perfil de nulidade, conforme frequéncia dos dadosyalé&veis que apresentam valores
ausentes
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Fonte Autor.

Tabelal i Resumo das variaveis com observacges faltaoi@s¥ aproximadas

Variavel (%) faltante Etapa
PTORREO3 30.36 torreatmosféricaE03
TCHAM_BO1 24.22 forno refervedor torre grfracionada
TCRU_PREVAP_H14 29.86 torre pé-fracionada EO1
TCRU_PVAP_FUNDO_EO1 31.27 torre pé-fracionadora EO1
TCRU_PVAP_PB02AB 26.06 forno de carga torre atmosférica
TDLEV_PO7 45.32 torre retificadora querosene EO4A
TGLPAH30AC 45.57 torre pe-fracionada E02
TNFLAH13B 40.46 torre pe-fracionada EO1
TNFLAH13D 26.53 torre pé-fracionada EO1
TNFLAH32B 18.3 torre pé-fracionada EO1
TNFLEV_REFLUXO 32.92 etapandoidentificada
TNFPAH19A 34.01 torre atmosfrica EO3
TNFP_PJO5 40.84 torreatmosérica EO3
TPAHO2A 23.04 pré-aquecimento
TPAHO5A 31.61 pré-aquecimento
TPAHO6A 21.45 pré-aquecimento apds dessalgadora
TPAHO6B 21.91 pré-aquecimento apos dessalgadora
TPAHO7BA 24.25 pré-aquecimento apos dessalgadora
TPAHO8A 18.55 pré-aquecimento apds dessalgadora
TPAH10BA 35.32 pré-aquecimento apds dessalgadora
TPAH10DC 18.92 pré-aquecimento apos dessalgadora
TPAH11BA 15.15 pré-aquecimento apos dessalgadora
TPAH11DC 31.27 pré-aquecimento apds dessalgadora
TPAH11HG 15.55 pré-aquecimento apos dessalgadora
TPPEO1 20.48 torre pe-fracionadora EO1
TQSENE_PJO06 48.32 torre retificadora querosene EO4A
TRCIPEO3 31.64 torre atmosferica EO3
TRCTEO3 16.9 torre atmosferica EO3
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TRT_RCT_TOPO_EO03 31.98 torre atmosferica EO3
Fonte Autor

Conforme apresentado iagurab, verificou-se que opadrédodos valores faltantes é
multivariado,poismais de uma variavel contém dadosentes. Além disso, observeeuma
frequéncia muito alta de valores ausentes para as variaveis TQSENE_PJ06, TNFPJO5,
TDLEV_PO07, e TGLPAH30AC. Na Tabela ¢ notaque para essas variaveis, além da
porcentagem de valores faltantes parecidas, as mesmas ocorrem nas torres respectivas a cada
etapa, etapa essa subsequente no processo de destilag@disso,ndo foi identificado um
padrao distinto nas suas observacfes faltantes que se diferenciasse ou interseccionasse de
maneira significativa com os padrdes de auséncia das demais vaa&misentendese que
os dadodoram perdidos de forma aleatériau seja, se enquadram ao mecanismo do tipo
MCAR (Missing Completely at Randdre portantorealizouse a exclusdo da variavel do
conjunto de dado®as 29 variaveis que apresentam porcentagem de faltantes maior que 15%,
14 variaveis apresentam valores ausentes maior que 30% e 3 variaveis com valores maiores que
45%.Dessa maneira, uma vez identificadas/ariaveis com valores ausenfesam avaliadas
combinacdes de varidvaisie tendem a estar ausentes simultaneamepi@rtir da correlacéo

entre a auséncia de valores das variag@iesultado é apresentado na Fidura

Figura 61 Correlacdo de nulidadmtre variaveis.
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Tabela 2 Quantidade de variaveis faltantes por etapa.

Quantidade de
variaveis

Etapa

etapa nao identificada 1

forno de carga torre atmosférica

forno

refervedor torre grfracionada

pré-aquecimento

pré-aguecimento ags dessalgadora

torreatmosérica E03

torre pé-fracionada EO1

torre pé-fracionada E02

torre pé-fracionadora EO1
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torre retificadora querosene EOQ4A

Fonte: Autor

Da Figura 6, TCRU_VAP_FUNDO_EO01,
TCRU_PVAP_PB02AB,TCRU_PVAP_H14, apresentaram correlacoes (média a alta) de

notouse que as variaveis
nulidade, significando que sdo simultaneamente faltantes, ou seja, os padrdoes de valores

ausentes podem ser atribuidos ao mecanismo do tipo NA$SiNg at Randoin Isto €,
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percebetse que as observacdes faltam@sestao relacionadas &alorem sindo observado,

mas pode estar relacionado a associa¢cdo, em maior ou menor grau, com outras variaveis. Tendo
em vista o padrdo e a quantidade de valores ausentes para o trio de varidveis, a porcentagem de
faltantes é abaixo de 40%, todavia a simples delecdo desses \addee ndo ser a mais
adequadaSendo assim, para as ultimas sete variaveis citadas, prossegtom a imputacao

multipla para preenchimento dos valores faltantes.

6.2.21 Preenchimentode valores faltantes

O preenchimento dos dadéatantesfoi realizado navariaveis da Tabela 1, exceto as
gue foram removidas, conforme explanado no topico antéioesultado da aplicacéan
algoritmoutilizado, kNNImputerfoi apresentado na Figuiaatravésda andlise comparativa
das curvas de densidade probabilidadem relacdo ao comportamento sem imputagcédo e com

imputacao

Figura 71 Comparacédo de variaveis com valores ausentes, antes e ap6ds imputacao
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Tabela31 Comparativo entre parametros de estimativas originais {{Bpaotacdo) e via imputacéo

comk-Nearest Neighbors.
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sem imputacdo| média | desvio padrdg minimo | maximo | mediana
TPAHO5A 138.5 34.6 29.6 178.5 147.5

com imputacdo| média | desvio padrdo minimo | maximo | mediana
TPAHO5A 106.5 56.4 29.6 178.5 142.4

Fonte:Autor

Foram observados na Figuiaparte dascurvas de distribuicdalas varidveis que
apresentaram valores ausentasavel,com e sem imputacdo. As outras curvas, referentes as
demais variaveis podem ser consultadasAp&ndice |. Para cada variavelas curvas
apresentaranmsomportamentos similares, tanto sinetria/assimetriaguantona distribuicao
dos dados originais sem imputagé@oque valida a eficiéncia do algoritmo kNN Imputer em
entender a distribuicdo da variavel e preencher o valor ausente em conformidade ao
comportamento originalNo entantp notouse que paraima Unicavariave| TPAHO5A, a
imputacdo nado foi inteiramente satisfatppais osdois principais picos das distribuicbes
assumem alores de densidade amplitudes distintas podendo levar a interpretacbes
equivocadas em relacdo ao seu comportamento no precdgswa correlacdo e impacto com
a convergéncia do RT@wo observar a Tabel3, foi verificada a diferenca entre a média e o
desvio padrao da variavel sem e com a imputacéo, ratificando assim a hipotese de que seguir
com os valores imputadpsde ndo ser a melhor deciséo para a variavel e que o mais apropriado
seria a remogadelano conjunto de dados.

Cabe ressaltar que a estratégia de preenchimento de dados faltantesradptagante
trabalhopode, por si s0, introduzir limitacdes ao desempenho dos modelos de machine learning.
Em ambientes industriais, como o RTO, frequentemente existem estratégias proprias e
consolidadas para lidar com dados ausentes durante a operacao. O uso de téompodasgde i
externas pode néo refletir o real comportamento do sistema ao substituir valores faltantes, o que

pode afetar a acuracia e a generalizacdo dos maateldisvos desenvolvidos.

6.2.37 Analise das correlagdes entre variaveis

Realizado o preenchimento dos valores ausentes, através da imputacdo de valores
efetuada natem 6.2.2 foi investigada as correlagbes entrevagaveis selecionadas, onde
foram detectadas 92 variaveis com correlacdes maiores,&eenfenores qud,8, variaveis
essas removidas do conjunto de dados, restando ainda 93 variaveis. Para essas, foi aplicado o

métodomutual infoa fim de filtrar as melhores varidveis que trazem ganho de informagé&o sobre
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a convergéncia do RTO. A seguir, na FigBiemTabelat, sdo apresentados o correlograma das

variaveis apoés a selecéo aplicada, bem como a etapa pertencente dessas respectivas variaveis.

Tabelad T Quantidade de variaveis de processo por etapas

Etapa n° variaveis
Etapandoidentificada 6
Forno carga torre vacuo
Forno de carga torre atmosférica
Forno refervedor torre pifracionada
Préaquecimento
Préaquecimento apds dessalgadora
Torre de vacuo E05
Torre estabilizadora E02
Torre préfracionada E01
torre préfracionada E02
torre préfracionadora EO1
Vaso topo torre prfracionada FO1
Fonte: Autor

RPN INRFR|IAORPIW W

Figura 81 Correlogramalas variaveispos selecéo



37

FGOP_RAT_HO8A
FGOP_RAT C08B
TRCIAH31AB
PPRAT05_E02 034 016 06
FV4_PB02A mﬁ 016
PV12_SATUR_F24 .10 012 002 003 ﬂ
FV12_SATUR_PBO3A

012 010

F_DLEVE 026 021 04
TRCTAHO1AB Rl 040 -0.54 [PLgE
TCHAM_BO3A .04 BEG] 031 030
TGOP_RAT_AH05B .08 WEEE 0,25 0.02
FCARGA_E02 029 001 0.04 009 005 0.15 0.04 D14

Tv12_SUPERAQ_B02B
FGOP_RAT_AHO0BAB
TRCIH31AB

PCRU_PVAP_PEO1 .09 0.08 014 003 009 031 027 033 022 025

TPAHOTBA uzs 075 -0.11Wa.03 026 033 022 025 026 011 -uzaE.o.ZA -00

025 BiEVY 027 031

-02
035 008

030 027 0.03 0.02 016 029 014 0.24

@ 001 005 006 003 024 0.19 0.18 026 0.04 0.12 D.08

019

FYQTOT32 009 022 007 028 021 019 006 025 002 024 014 027 014 006 009 0.01

TDLEV_HA22 026 Mzﬁam 0.10 015 010 [03F 014 023 016 0.03 0.04 0.12 (036 -0.06

TDPAHO4B 023 0.21 0.06 012 017 Euki) 0.15 0.26 0.03 022 010 003 0.12 011 012 004 029 023 021
TDLEV_AH03B |035 027
TCOND_AH41 .12 o3 019
FGAS_RESID_FO01
TMAX_RAD_B028
TGOL_FRIO_AH28AB

010 GEXS 028 018 007

«013004 032 027 [ °F 022 032 014 - 02

Eikrg 005 012 0.07 023 005 0.03 003 002 014 0.12 009 0.16 002 002

037 016 QEERLELE 011 006 007 011 013 014 018 024 005 035 «DZO o18

BIEARUEGE 005 009 BBl 023 028 050 045 041 QRN 018 002 011 003 032

-0.06 EUREERIELE 0.04 042 002 036 0.00 0.01 0.09 028

-04
TGOL_GOP_GOR_PARMAZ 008 018 015 007 013 006 018 018 018 017 023 024 006 019 fkE: 017 023 018 0.08 0.16 003
TNFLAH13D 005 012 028 004 011 [ukE) 008 004 onzmmg 011 012 015 002 008 [ (FER 057 023 003 006 0.23 014
TRETIR_DP 014 009 [GEES 004 002 0.12 006 026 0.03 021 026 -0.14 0.04 0.10 REIN-0.15 034 LELN 003 0.13 0.00 018 006 028
TCHAM_B01 017 000 003 020 005 GEEN 015 013 026 0.02 012 omuzz 021 0.26 017 021 0.00 020 008 002 000 006 004 022 022 0.03
TTOPO_CONVEC_03B 010084 004 004 023 004 012 011 021 [UEEN 017 014 029 015 003 010 004 018 008 onsﬁom 0.01 025 021 0.08 0,23 0.06 0.01 06
4 @ @ o 4 F 4 W O <L @ o @ @ @ = < N N @ m T = @ @ o o = @
= (=1
gg3gsfegrzegiizgpepgiseeizIesggsB
I O « J@o o 3 e o I o< o o =2 O T I < oo g T oo
L 8 aa I < g J I T E LI 9 5 T 5 =9
sz Esedor3o g0 xigafEreggifeniy
2R EEg EgégéggibﬁakHOEEQE'zggg
a a F (=3 = [ | = a ° | % ® O
S o & o @ oo [ - = EF 23 50 S,
o O | Q w & o ] E gl (]
L @™ E o [G] =] E vl o o
= o 9 5 3 S
I = I =4 (DI =
= 4
8
=

Fonte Autor

A partir dos scores obtidagtravés donutual infoclassif,foram selecionad&30 variaveis
gue apresentaram maior ganho de informacédo em relacdo aq tafgdiela 4mostraa
quantidade e etapa pertencetiéssas variavei€ possivel observar que a maior quantidade
esta na etapa do pagjuecimento, mas também em uma etapa nao identifiskiaa disso, por
meio do correlograma na FiguBaobservotse que muitas variaveis apresentam correlagdes
estatisticamente significativas, conforme verificado pelo teste t de significancia do coeficiente
de correlacao de Pearson (p < 0,05). Esse resultado indica que tais associagfes nao ocorrem ao
acaspmas sim devido ao fato de que, naama das situacoes, as variaveis estao relacionadas

ao mesmo equipamento.
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6.2.47 Aplicacéo do filtro Savitzky Golay para remocéo de ruidos das sériesamalise dos

guartis emrelacéo a convergéncia do RTO

A Figura 9 apresentada a seguir ilustraaplicacado do filtro Savitzkysolay para a
remoc¢do de ruidos das séries temporais e a subsegbgnute 10, analisedos quartis em

relacdo a convergéncia do RTO

Figura 91 Comportamento da variavel apds aplicacéo do filtr8alétzkyGolay utilizando diferentes

janelas.
Filtro Savitzky-Golay: TPAH08B

Original

Filtro 11-2

" Filtro 31-2

MAA Filtro 51-2

/ Py A Filtro 51-3
W A i P

50

45 n

35

Fonte Autor

Apoés a avaliacdo do comportamento das variaveis ao longo do terppadiée A
observouse quealgumasséries apresentam um alto nivel de ruido, o que pode comprometer a
analise dos dados e, consequentemente, o diagnostico da ndo convergéncia do RTO a partir dos
modelos de machine learning. Isso ocorre porque pequenas variacfes causadas por ruidos
podem gedar muitos alarmes falso#ssim, a Figur® apreserdu o resultado da aplicacdo do
filtro sob a perspectiva de diferentes janglasauma variavel, o resultado da aplicacdo nas
demaisséo apresentadas Apéndice JA ideia é que o filtro seja capaz sieavizar os dados,
preservando as tendéncia ou padrbes subjacentes noFsinpbssivel verificar quparaas
janelas de tamanho 31 e 51 (com grau 2 ®&8m mantidos os picos, vales e bordasseja,
as caracteristicas originagorém aliadaoma reducao do ruid®ara o conjunto de dadds
RTO foi utilizada janela tamanho 51 com grau 2.

Tendo em vista remocao do ruido das variaveis com o fiawitzkyGolay, os graficos
da FiguralOfornecem comparacfes entre a densidade de probabilidade das varidveis para os
estados ST=(Qnao convergente) &T=1 (convergente), além de uma categorizacdo das
variaveis em faixas para analise por boxpl@ts resultadogapresentados na Figuif) estdo

relacionadoss variaveigjue mais se destacaram nessa avaliagéo.
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Figura 10- Resposta do RTO (Converge dapiconverge 1l ou ) conforme segmentacgéo da variavel
por quartis
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Na secdo de préquecimento,evidenciado naFigura 10a, todas as variaveisdo
temperaturas relacionadagluido paratroca térmicacorrente deecirculacdo de produtos e
carga depetréleo em trocadores de caloAs trés variaveis de temperaturaBPAHO02B
TGOP_AH25 e TDLEV_HA22apresentam distribuicbes que variam principalmente entre
90 AC e 120 AC (TPAHO2B, TGOP_AH25) weouentre
se nos graficos de densidade, que a curva associada a ST=1 (convergéncia) tende a ser mais
concentrada em faixas de temperatura intermediarias, enquanto ST=0 (ndo convergéncia)
possui maior dispersdo ou caudas mais alongadas, especiatmertdores extremoos
boxplots,osintervalosde temperatura evidenamrdaixas onde ocorrem diferencas significativas
entre ST=0 e ST=1; em particular, quando a temperatura se aproxsnentelvalcs
intermediari®, sugerese umamaior propensao a convergéncia (ST=1).

Na secdo de praquecimento apds a dessalgadoragetroleo, ja dessalgado, passa por
trocadores de calor para atingir condicOes ideais antes de seguir para o forno e a destilacao
atmosférica Assim, na FiguraOb, temos variaveis de fluxodos fluidos de aquecimento e
fluxos retorno/reciclo de outras etapasemperaturado petrolegp que objetivam o controle
térmicodessa se¢d@e maneira geral, as analises de densidéde@otsmostram que faixas
intermediarias de temperatura (TPAHO7BA, TPBAD e vazdo (FGOP_RAT_AHO8AB,
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FGOP_RAT_AHO08CD) favorecem a convergéncia (ST=1), enquanto valores muito baixos ou
muito altos aumentam a ocorréncia de ST=0. As categorias dos boxplots, em particular,
evidenciam pontos de operacéo fora do regime ideal por meio de outliers, indicand@jsote
problemas de operagamedicdes atipicasu variagbes no balango térmic®ob o ponto de
vista de processo, manter esses parametros em valores adequados ap0s a dessalgadora é
essencial para minimizar instabilidadis etapas posteriorésrno e tore de destilacédo

Nas etapas que compreendrre a vacuo e atmosférica, apresentadas na HiQura
d, temos variaveis de temperatura e vazaoaftlapesada, gasoéleo frioda sedo de radiago.
Um ponto de destaque /12 _SUPERAQ_BO02Bque exibe uma distribuicdmmodal na
convergéncia (ST=1), sugerindo a existéncidale regimes operacionais distintapazes de
sustentar a estabilidade do processo. Jdboxglots fica evidente a presenca oletlierstanto
em ST=0 quanto em ST=1, o que indica oscila¢gées pontuais ou condi¢cbes de processo fora do
padrdo. Observae, por exemplo, quEMAX RAD_B02B e TNFPAH19B tém categorias
onde o nivel de convergénaa destaca maisnquant-NPAH20Be TGOL_FRIO_AH28AB
apresentam variagdes mais amplas, sugerindo maior complexidade na estabilidade térmica e no
controle de vaz&o. Em termos de processo, esses achasiitanes importanciam evitar
regimes muito frios ou sobreaquecimemrtae manter o fracionamento dentro de faixas ideais
para a eficiéncia do refino

Em relacdo a FigurkOe, apesar das variaveis se destacarem na aerétiisticanio foi
possivel identifié-las no P&D em relacdo a secdo/etapa pertencedfméretanto,em linhas
gerais em todas as variaveiglores intermediariosostumam se associar a maior frequéncia
de ST=1, enquanto faixas muito baixas ou muito altas, além de outliers, tendem a apresentar
ST=0.Algumas distribuicbescomo TGOL_GOP_GOR_PARMAZnostrampicos multiplos
para a convergéncia, indicando quele havediferentes modos ou condi¢gées operacionais
igualmente favoraveis a ST= importante salientar que bexplots confirmam a importancia
de categorizar as variaveis em intervalos adequados, pois muitas vezes é nessas faixas

especificas que gercebe o contraste marcante entre ST=0 e ST=1

6.31 Andlise ndo supervisionada

Conforme descrito no item 5.2.2 da metodologia, os resultados a seguir se referem

respectivamente as etapas | e Il.
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6.3.17 Agrupamentos dos dadogitilizando o pacoteReval

Tendo em vista grande disponibilidadeée técnicagpara agrupamentdoi utilizado o
pacoteem pythorReval para determinay nimerode clusters/agrupamenteslgoritmomais
apropriadgaraa estrutura e padroes disdos Os resultads sdoapresentadsnas Figurasll,
12e 13e Tabela 5

Figura 117 Escolha do melhor nimero de cluster utilizanddgoritmoK-means

Reval | Kmeans Clustering

—=-= training set
0.030 —+— validation set

0.025
0.020
0.015

0.010

Estabilidade (normalizada)

0.005

0.000 - --

Numero de clusters

Fonte Autor

Figura 127 Escolha do melhor nimero de cluster utilizand&odo hierarquico

Reval | Agglomerative Clustering

——- training set
—}— validation set

0.030 -

0.025 -

0.020 -

0.015 -

Estabilidade (normalizada)

0.010 -
0.005

0.000 ooyl s A L i e e i AL il e e e (e B A L Sl L R

Numero de clusters

Fonte Autor

Figura 1371 Escolha do melhor nimero deister utilizando o algoritmbbscan
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Reval | Dbscan Clustering

08 training set
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=
o

o
=

Estabilidade (normalizada)

o
[N

0.0

2 Numero de clusters 3

Fonte Autor

Tabela51 Resumo das métricas obtidas pelos diferentes algoritmos de agrupamento

KMEANS HIERARQUICO/AGLOMERATIVO | DBSCAN

n° de clusters 3 2 3
Adjusted mutual info sco@&MI) 0.007 0.0007 0.0
Stability validation 0.001 0.005 0.7
Acuracia(ACC) 0.33 0.53 0.65
F1Score 0.23 0.64 0.39
Precsao 0.28 0.64 0.32
Recall 0.19 0.65 0.5

Silhouette score 0.3 0.26 -

Fonte Autor

Considerando que a proposta da bibliot&esval € transformar um algoritmo de
agrupamento em um problema de classificagdmselecionar o nimero ideal de clusters que
leve ao menor erro de classificagBlmrmalized stability)constatotse, a partir das Figurag,

12 e 13e da Tabelab, que o método hierarquico apresentou as melhores métricas em
comparacao aos outros algoritmos avaliados.

De forma coincidente, o niumero de clusters sugeridos € semelhante ao alvo real binario
(converge e ndo converge, 1 eldp entanto, ao comparar os rotulos obtidos pela clusterizacéo
com o rotulo real, observeae, por meio da matriz de confusao, uma quantidade maior de falsos
positivos em relacdo aos verdadeiros positivos e verdadeiros negiteésmmo com a etapa
supervisionada para definir o nimero 6timo de clusters (minimizando o erro de classificacdo),
as fronteiras ainda sao criadas a partir de uroegssn fundamentalmente n&o supervisionado
0 quepodeexplica o porqué elas ndo se alinham perfeitamente com a realidade do processo
(converge/ndo converge)Além do fato que pode exisém variaveis quenao sejam
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discriminativas o suficiente, pode haveuita sobreposicdo entre 0s grupos (converge/nao
converge) como indicam analises ja abordadas anteriormerteglgoritmo de clusterizacdo
dificilmenteira criarfronteiras nitidas que coincidam com a divisdo. reaksaltese que, na

Tabela 5, os indicadores de desempenhcui@cia, F1Score, Precisdo Recal) foram
calculados a partir de uma matriz de confusdo constogitsiderando o status ‘converge' do

RTO como classe positiva (rétulo 1), o que permite avaliar a aderéncia dos agrupamentos nao

supervisionados em relagdo a classificacao real supervisionada do processo.
6.3.27 Agrupamentos dos dados (nao converge)

Tendo em vistgue o0 agrupamento hierarquic@o apresentoaassertividadelesejada
ou sejapsgruposformados apesar dserem 2dois),ndo foram representativosscriminativos
em relacaca variavel respostastatus do RTOcpnverge ou nao convergeDessaforma,
analisouse conjunto de dadosaplicando novamente agrupamentdierarquico entretanto,
delimitandoa variavel resposta@penaso cenaricem que os dados sélassificadoxomonéo
converge Os resultados as melhores scorede validacao internaS{lhouette scorekao

apresentados nabela6.

Tabela 6 Escolha do numero de clustecenforme a métric&ilhouette score
AGRUPAMENTO HIERARQUICO

n° declusters Silhouette score
2 0.26
3 0.30
4 0.27
5 0.26
6 0.27

Fonte Autor.

Osresultadogla Tabeleé mostaramquepara omelhorSilhouettescore 0 nimero de grupos
adequados sé&cés paraalgoritmo hierarquicoO score d&ilhouette mais préximo a 1& um

bom indicativo de que as observacigsgrupogpodem estar similares entre si e dissimilares
do ponto de vistantergrupo A representacao grafica do resultado proposto glgloritmo
hierarquicoe apresentadaa Figural4 a partir de uma reducéo de dimensionalidaadizada

com PCA Na Figura b, sdo apresentadas distribuicdes dos agrupamentos formado®oe
elesse relacionam e por fim, na Tabelauma caracterizacdo estatistica dos agrupamentos,

tendo em vista o perfil da variavel quando a solugéo converge.
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Figura 1471 Utilizacdo do PCA para visualizacdo dos agrupamergnsas amostras em que o RTO

Nao convergiu.
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Figura 157 Comparativo da distribuicdo de cagaiavel porclusteragrupamentgpor variavel x
di stribui-«o0o de cadandomnvéerggveb &®TIOo Status ® igua
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Tabela 77 Comparativo da descritivas basicas de cada variavelysierde amostras que ndo

convergiramversusestatisticas das mesmas varigggndos t at us do R®UQAO® Aconver

= Converge
N&o converge (status RTO) (status RTO)
L estatisticas sem
Variaveis descritivas cluster 0 cluster 1 cluster 2 agrupamento
média 1988,0 3680,3 2945,4 2901,3

FGOP_RAT_HO8A
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3,0
0,2
2123
59
24446
416,9
51,4
2,8
99,9
4,8

813,2
3262,9
518,8
207,8
6,6
9,3
0,4
110,9
10,5
13,1
0,4
40,1
13
3870,1
379,3
99,7
5,2
305,6
3,0
160,6
4,0
4319,4
1743,5
284.,8
13,2
5149,9
723,7
254,0
5,6
3,1
0,2
1915
6,8
2780,9
559,4
45,0
1,6
94,1
3,4

50

952,5
3037,0
595,1
228,7
12,8
8,4
0,9
115,0
16,8
12,9
0,4
39,5
3,7
3843,6
582,5
100,9
7,9
303,1
3,3
175,1
16,9
3624,3
1245,5
279,4
12,5
4719,0
1143,4
259,0
7,0
3,1
0,2
209,7
11,5
2590,4
509,4
50,4
50
98,5
6,1
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média 80,8 96,8 71,1 82,8
TDLEV_AHO03B desvlo 72 65 26 95
padréo
média 75,4 76,2 75,3 74,8
TCOND_AH41 desvlo 38 21 28 31
padréo
média 18664,5 28073,7 38197,0 28754,9
FGAS_RESID_FO1 HEgio 12446,6 11249,1 174787 17496,0
padréo
média 756,5 712,7 756,5 744,3
TMAX_RAD_B02B desvio 19,0 13.3 158 221
padréo
média 90,6 57,1 96,1 76,0
TGOL_FRIO_AH28AB desvlo 20,5 20,4 14.6 20.8
padréo
média 46,0 54,7 36,4 46,4
TGOL_GOP_GOR_PARMAZ desvio 117 159 8.4 125
padrao
média 65,6 66,5 43,7 62,8
TNFLAH13D desvlo 12.1 5.4 16 12.8
padrao
média 333,9 334,1 327,3 331,3
TRETIR_DP desvlo 3.1 3,7 53 4,6
padrédo
média 356,0 360,8 357,4 355,4
TCHAM_BO01 desvlo 53 103 106 85
padrédo
média 299,4 297,3 299,2 299,0
TTOPO_CONVEC 03B desvlo 3.0 26 6.4 32
padrédo

Fonte Autor.

Ao realizar a reducdo de dimensionalidade com o P&phesentado na Figurad,l
observouse quetrés agrupamentos distinfagpresentando pouca ou nenhuma sobreposicao
entre eles. No entanto, ao analisar os histogramas da Hi§ufai possivel examinar o
comportamento de cada cluster, destaca®doas variaveis FGOP_RAT_HO08A,
TRCIAH31AB, TPAHO7BA e TNFLAH13D. Cada uma dessas variaveiexceto a
FGOP_RAT_HO08Ase relaciona pontos de controle de temperatera diferentes fluxos ou
equipamentos (trocadores, refluxos, correntes de nafta) fundamentais pteaonteianco

térmico e a estabilidade da unidade de destilacédo

Em relacéo a variavel FGOP_RAT_HO8A, foi observado que ela possui comportamentos
distintos nos clusters 0 e ihdicando que ha um patamar/regime operacionatondi¢cao de
algum equipamento, nesse caso € o trocador de ga®imviabilizaencontrar a solucdo 6tima,
e, portantoJevando a um cenéario aéio convergéncia. No caso da variavel TRCIAH31AB, os
valores extremos nos clusters 0 e 2 também se destacam. J& a variavel TPAHO7BA possui um

comportamento especifico no cluster 2, caracterizado pelo ®euwalo minimo. Por fim, a
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variavel TNFLAH13D apresenta um comportamento exclusivo no cluster 2, sem intersecéo

com o cluster 1, mas com o cluster 0, especialmente nos valores minimos.

Além disso,é importanteressaltarque existe uma grande similaridade na forma dos
grupos que convergem e ndo converglmavaliacdo das estatisticas descritivas de cada grupo
apresentadas na Tabela mostrou algumas distingbes pontuadgstacadas com um
preenchiment@zul claro,0 quetrazatonaa questdesobreruidos de medicao e incertezas
como as mesmasontribuem para que regides de valores se sobreponham estatisticamente
Entretanto isso steforca a necessidade deétodos multivariados mais avanca@tiado ao
conhecimento de processo para identificar as verdadeiras causas que determinam a

convergéncia ou néo.
6.3.31 Identificacdo de anomalias com Isolation Forest

Ainda na perspectivade diagnosticar possiveis falhas na solucdo de otimizacdo
decorrentes das variaveis de procegsqjtilizado o modelolsolation Forest como ferramenta
investigativa. Para isso, compareel a variavel resposta real (status do Rd@verge e &0
converge com as predi¢cdes fornecidas pelo modelo, tratando o estado de ndo convergéncia
como uma anomalia. Dessa forma, avabeua capacidade do Isolation Forest em identificar

cenarios em que o processo tende a falbaresultados sdo apresentadad abel.

Tabela 8 Métricas de desempenho do Isolation Forest

Modelo Target | Acuracia| Precisdo| Recall | F1 Score Quantidade da
amostra de teste
Isolation nao 58% 3% 37 38% 1109
Forest converge
converge 67% 69% 68% 2099

Fonte: Autor

Tabela 9 Matriz deconfusagara Isolation Forest

PREDITO
REAL NC C
NC 409 700
C 650 1449

Fonte: Autor

A partir daTabela 8 e 9percebetse que 0 modelo apresentbesempenho razoavel em

identificar o status convergentretanto, para o status ndo converge o desempaniom,
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uma vez que para a precisao, recall e f1 score, a performance néo supera ne/mdgadto
gue hamuitos falsos positivos e pouca cobeatrgcall (muitos falsos negativos¥obre esse
tipo de situagéo (n&o converge)

Além disso,0bservase queparadeteccao de casos nao convergentesdelcapreserdu
performance limitadaA matriz de confusdo, apresentada na TabelaQifica o baixo
desempenho do modelo quando se compara com o numero real de cada classe presente no
conjunto de dadog\lém disso, ha um aspecto a ser levando em eointzestigadpa natureza
do evento de ndo convergéncia, davez ndao seja uma anomalia tdo rara no contexto
operacionglcenario pode dificultar o ajuste do algoritmo de deteccdo de anoruatiasjez
gue o isolamento de instancias incomuns tende a funcionar melhor quando ha um padrdo

claramente distinto

6.47 Andlise supervisionada

Conforme descrito no item5.2.22 da metodologia, os resultados a seguir se referem

respectivamente as etaglssmodelagem supervisionada.
6.4.17 Modelagemconforme diferentes algoritmos

Foram testados trés algoritmos com caracteristicas e pressupostos distintos, o que pode
influenciar seus resultados de maneira diferente, dependendo das caracteristicas do conjunto de
dados e das condicGes de cada cenBlids Tabelas 10 e 1ddo0 apresentados os resultados
relacionados a performance e posteriormastémplicacfes para o diagndstico do porqué o

status do RTO nédo converge.

TabelalOi Métricas dos modelos utilizados na modelageem otimizacdo ddsiper parametrgs

Modelos Target Acurécia | Precisdo | Recall | F1 Score Amostras de teste

XGBOOST nao 47% 30% 44% 35% 318
converge

converge 64% 4% 55% 645

RANDOM nao 55% 37 52% 43% 318
FOREST converge

converge 70% 57% 63% 645

REGRESSAO nao 67% 56% 6% 11% 318
LOGISTICA converge

converge 68% 98% 80% 645

Fonte: Autor
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Tabelalli Métricasdos modelos utilizados na modelagem (apés otimizag&do dos hiper parametros)

Modelos Target Acurédcia | Precisdo | Recall | F1 Score Amostras de teste
XGBOOST néo 60% 40% 43% 41% 318
converge
converge 71% 68% 69% 645
RANDOM néo 66% 4% 37% 42% 318
FOREST converge
converge 2% 81% 76% 645

Fonte: Autor

Os resultados apresentadosTadelalO, contemparammeétricas de acuracia, precisao,
recall e Fiscore em configuracdemive sem ajustes deiper parametrodNesse cenario, a
Regresséo Logisticexibiu a maior acurécia geral, embora a Random Forest e 0 XGBoost
tenham apresentado melhor equilibrio de precisao, recalsedcdbr e em r el a- «o0
convergeo. Esse aspecto ressalta a relevOnc
acuracia sobretudo em problemas cujo foco seja a identificacdo correta de cenérios criticos,
como a nao convergéncia.

Em seguida, promovese a otimizacdo diper parametrositilizando a biblioteca
Hyperopt visando melhorar a capacidade preditiva dos modelos e mitigar falhas de
generalizagaoolerfitting ou underfitting, conforme apresentado na Tabgla Observotse
um aumento consistente nas m®tricas relacio
di scrimina-«o de verdadeiros positivos. Ent
algumas métricas tenham melhorado, outras permaneceram aquésejdvalEspecalmente
o recall, critico para identificar cenarios de nao convergéncia, regs@dpara 37%i)o caso
da Random Foresé\lém disso, unrecall baixo sugere que muitos casos de ndo convergéncia
poderiam passar despercebidos, comprometendo a confiabilidade da SIXgBoost, em
particular,apresentoumétricas promissoraagp0s a otimizacao deper parametrganclusive
para a classe fin«ko convergeo, ressaltando o

na solucéo de problemas complexos.

Porém, é valido ressaltque parte das limitacoes dos modelos supervisionadosgavde
associadaas mudangas operacionais que ndotsémmentecapturadas pelos dados historicos
utilizados no treinamento. Essas situagd@dem dificultara correta identificagdo de padroes
gue levam a nao convergéncia do RTO. Assim, mesmo modelos com bom desempenho geral
podem apresentar limitagbes quando confrontados com condigcbes operacionais nao

previamente observasla
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Embora ainda existam oportunidades de melhoria (por exemplo, na elevacao do recall
precisagpara cenarios de ndo convergéncia), o desempenho geral do XGBoost foi satisfatorio
e ilustra a capacidade desses algoritmos de capturar padrdes sutis nos dados delggsocesso.
reforca a pertinéncia de aplicanachine learningcomo ferramenta de investigagéo,
contribuindo para um diagndéstico mais efetivo das condi¢cdes de convergéncia e otimizando a

tomada de decisbes em tempo real.

6.4.21 ExplainableAl

A ExplainableAl (Inteligéncia Artificial Explicavel) desempenha um papel fundamental
na analise e interpretacdo dos resultados obtidos por modeh@stme learningNesta secao
€ apresentado o SHAfcnica especifica dentro do campd=tplainableAl, quepropdeuma
forma sistemética de medir a importancia das variaveis de entrada em relacédo as previsdes do
modela Na Figural5 saocapresentadoresultads do SHAP para XGboostotimizadq uma

vez que apresentaum modelo com métricas mais promissoras

Figura 161 Impacto das variaveis utilizando o SHAP no modéBboost

| Alto
TRCIAH31AB . —-—-——-—’—-
PPRAT0S_EO2 -%—-
FGAS_RESID_F01 . -——“—-
TRETIR_DP --—“n-- .
FV12_SATUR_PBO3A ‘- —-‘”-.-.

FGOP_RAT_AHOSAB -..“..,_. i
FGOP_RAT_CO8B -—“.—-
PCRU_PVAP_PEO1 - _*._ 3 a
TCHAM_BO3A ol e é
TCHAM_BO1 o o -—*-—- g
‘ 3
TGOL_GOP_GOR_PARMAZ . -—*—-—. Saivni e 5
FV4_PB02A e L= <
TCOND_AH41 o .*_.-
TPAHO7BA . o __.*. 2
FCARGA_E02 -+—-
PV12_SATUR_F24 _*.._. o
TRCIH31AB -._.*._
TGOL_FRIO_AH28AB - +.
TMAX_RAD_B02B  += -.-_.__+.. .o
TDLEV_AHO3B _’.—..
‘ Baixo

0.4 0.2 0.0 0.2 0.4
valor SHAP (impacto na saida do modelo)

Fonte Autor
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A andlise do impacto das variaveis no mode{dBoost utilizando SHAP $hapley
Additive Explanations fornece uma visao detalhada sobre quais fatores mais influenciam a
previsdo da convergéncia ou ndo convergéncia do otimizador em tempo real (RTO). O gréafico
apresentado nigural5 destaca as variaveis com maior impacto no modes, também o
sentidodele na variavel respostéconverge ou nao conveiggermitindo um diagnostico
guantitativo das condi¢cdes operacionais que favorecem ou dificultam a estabilidade do
processo.

Conforme a analise de SHAP exibida na Fidiias variaveis mais influentes no modelo
refletem diferentes setores da unidade de destilacdo de petrdleo, abrangendo desde o pré
aguecimento e os fornos de carga até medi¢cBes nas torres de destilacdo atmosférica, vacuo e
préfracionadora. Trés varidveism alto impacto no modelo incluem a temperatura do refluxo
da torre préracionada (TRCIAH31AB), a pressdao no prato da torre estabilizadora
(PPRATO5_EO02) e a vazdo de gas residual no vaso topo da torfeacuwéadora
(FGAS_RESID_FO01), cada uma desempenhando um papel fundamental na estabilidade do
processo e na convergéncia da solucao de otimizacéo.

Em relacao a temperatura do refluxo da torreffa&onada (TRCIAH31AB), a direcéo
do impacto faz sentido dentro da operacdo, pois valores elevados podem indicar um
desequilibrio térmico, levando a variacdes na composicdo dos produtos e, consequentemente,
instabilidades que dificultam a convergéncia da solucdo do RTO. Essa variavel apresenta uma
separacao bem definida nos valores de SHAP, sugerindo um padréo claro no impacto sobre a
saida do modelo.

Quanto a pressdao no prato da torre estabilizadora (PPRATO05 EO02), seu efeito é
diretamente relacionado ao ponto de ebulicdo das misturas e a separacdo de componentes
volateis. Se a pressao for muito alta, a separacdo pode ser comprometida, dificultando a
remocao adequada dos compostos mais leves. Por outro lado, se for muito baixa, pode ocorrer
perda de componentes desejaveis para o gas residual, além de tornar a operacdo da torre
instavel. O ideal, portanto, € manter essa variavel em um nivel intermeg&sdofindo um
equilibrio adequado no fracionamento. O comportamento capturado pelo SHAP indica uma
separacdo bem homogénea, sugerindo que o modelo aprendeu um padrdo consistente, mas ndo
necessariamente de forma precisa para todos 0s cenarios operacionais

J& a vazéo de gas residual no vaso topo da tonfegoiénadora (FGAS_RESID_F01)
esta diretamente ligada a eficiéncia da separacdo e ao balanco de massa do sistema.
Diferentemente da variavel PPRATO05_EO02, o gréafico de SHAP apresenta uma distribuicdo

maisdispersa, sem uma clara separagao entre valores altos e baixos, o que indica que a relagéo



57

entre essa variavel e a convergéncia ndo segue um padrao rigido. Esse resultado faz sentido do
ponto de vista operacional, pois um controle adequado dessa vagdtando valores
excessivamente altos ou baixo® fundamental para manter o balanco de amastavel e
favorecer a convergéncia do RTO. Além disso, a variacao nos padrfes capturados pelo modelo
indica que algumas variaveis possuem efeitos mais diretos e bem definidos, enquanto outras
podem ter um comportamento mais dinamico, influenciado portiptadl condicbes
operacionais

De maneira geral lém dastrés variaveis de mais impaawidenciadaa analise SHAP
mostrouque a convergéncia do RTO depende fortemente de variaveis ligadedango
térmico e de pressdo da unidadspecialmente em torres, fornos e fluxos de repata os
trocadores de caloEssa abordagealiada ao conhecimento de procegsmao SHAP uma
ferramenta valiosa pardiagnéstico de falhas e confiabilidade operaciaralunidade de

destilacao
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CONSIDERACOES FINAIS
7.1 Conclusbes

O RTO (Real Time Optimizatior§ um sistema complexo e multifacetado, composto por
diversas varidveis interconectadas e influenciadas por fatores externos. A compreenséo
completa de todas as nuances e interacdes pode ser desafiadora, e nem sempre é possivel
capturar todos os aspectadevantes para explicar as falhas do sistdb@gamaneira geral,
sistemas de otimizacdo baseados em modelos tedricos frequentemente assumem condicdes
ideais que podem néo refletir a complexidade do processo real. Quando a solu¢do do RTO falha,
ha um desafisignificativo na identificacdo das causas e na tomada de decisfes corretivas.

Nessa perspectiyaste trabalho propds o uso de métodos baseados em aprendizado de
magquina como ferramenta para o diagnoéstico de falhas e confiabilgadacional,uma
abordagenque busca complementar conhecimento especialista do processm anélises
baseadas em dados reais do progessilizando algoritmos ndo supervisionads,
supervisionadqggécnicas explicativas como SHAP e métricas de desempamnaadentificar
padréeu condicbesssociadsa ndo convergénci@do RTQ

Da andlise ndo supervisionada, foi utilizaddblioteca Reval para investigar a formacéo
de padrdes nos dados sem o uso de rétulos predefinidos. Os resultados indicaram que 0 método
hierarquico apresentou as melhores métricas de agrupamento, coincidindo com a estrutura
binaria do problema (convergendo converge). No entanto, obsergeugue a separacao entre
grupos nao foi tdo nitida, o que pode ser explicado pela sobreposicdo de variaveis e pela
natureza do préprio procesgm queas condi¢cdes operacionais podem nao ser completamente
separaveisEssa dificuldade também foi reforcada pela analise estatistica dos clusters, que
revelou uma significativa similaridade entre os grupos formados e o perfil de variaveis no
cenario de convergéncigesses achados destacam a necessidade de abord@&gens
supervisionadasiais sofisticadas para lidar com a complexidade desse probtamantirque
estejam alinhadas ao conhecimento do processo para uma melhor identificagdo das causas da
nao convergéncia.

Além disso, a detec¢do de anomalias foi explorada por meio do modelo Isolation Forest,

buscando identificar padrbes de falha de forma independente dos rotulos. No entanto, os
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resultados indicaram um desempenho limitado na identificacdo de cenarios de néo
convergéncia, apresentando uma alta taxa de falsos positivos e recall abaixo do desejado para
essa classe. Esse comportamento pode estar relacionado a natureza do evento de nao
convergéncia, que pode ndo ser uma anomalia rara no contexto operacional, tornando a
aplicacao de modelos baseados exclusivamente em deteccédo de anomalias menos eficaz.
Complementarmente, foi realizada uma andlise supervisiamadaliferentes tipos
de modelos Foi demonstrado que BGBoost,apds otimizagdo de hiperparametros,
apresentou desempenpi@missoma previsao da convergéncia da solugao, destacando seu
potencial como ferramenta preditiva para identificacdo de fdthpsra as falhas de ndo
convergéncia, os melhores modelos forRandom Foressem otimizacdo dos hiper
parametros XGBoostcom otimizacdo dos hiper parametrd#m disso, a aplicacao do
SHAP permitiu uma interpretacdo detalhada dos fatores que mais influenciam a
convergéncia, revelando que variaveis relacionadas aonduaiérmico, controle de presséo

e fluxos internos da unidade de destilacdo sdo determinantes para a estabilidade do processo.

Assim, a integragdo entre modelos supervisionados e ndo supervisionados, aliada a
técnicas explicativas como SHAP, mosts®iuma abordagem mais adequada para capturar
padrdes operacionais relevantes e oferecer suporte para a tomada de decisdes.

Os resultados deste estudo demonstram que métodos baseados em aprendizado de
méaquina podem complementar abordagens tradicionais de otimizagdo em tempo real,
fornecendo um diagndstico mais preciso das condi¢cdes que levam a falha da otimizacédo e
permitindo gustes operacionais mais assertivos. A proposta se destaca como uma ferramenta
promissora para confiabilidade operacional, permitindo que sistemas de RTO sejam
aprimorados com base em dados reais do processo.

Vale ressaltar, entretanto, que o desempenho dos modelnsaatene learningesta
intrinsecamente limitado a representatividade dos dados operacionais disponiveis. Mudancas
no processo, como grandes variacdes na composicao da carga ou alteracées na configuracdo da
bateria de prédquecimento devido a retirada e retorno de trocadtgealor para manutencao,
podem néo ser adequadamente refletidas nos dados histéricos. Essas situagdes criam cenarios
inéditos para os modelos, dificultando a correta identificacdo das causas de ndo convergéncia
do RTO. Portanto, € fundamental a atugi#acontinua dos dados e dos modelos, bem como o
desenvolvimento de estratégias que permitam capturar essas mudancas operacionais de forma

mais efetiva
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7.2 Sugestdes para trabalhos futuros

1 Nova coleta de dados camaior periodaleamostragem, paratilizar abordagens mais
avancadasdentro da area de Deep Learnewgaisrobustas a ruidoslém da inclusao
de variaveis econbmicas e ndo apenas as de procegam melhor clareza e
entendimento de alguns cenaripge podem impactama ndo convergéncia da solugéo
otimg

1 A partir dos métodos de machine learning propostos para cdiaggr a falha
desenvolver um sistema de monitorameataonfiabilidade operacionatjue pode
oferecer uma visdo ainda mais precisa sobre a evolugdo das variaveis do processo ao
longo do tempae em tempo reatornando o diagnostico de falhas mais dinamico e
adaptado a realidade operaciobélizacdo deTransformersDiferente de modelos
tradicionais de séries temporais, como ARIMA ou LSTMs, os transformers capturam
dependéncias de longo prazo sem a necessidade de recorrer a memaria rddorrente.
Transformer treinado para prever a convergéncia futura do Bd€ip funcionar como

um sistema de alerta antecipado, sugerindo acdes preventivas antes que a falha ocorra;
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