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Resumo da Dissertação apresentada à UFBA como parte dos requisitos necessários

para a obtenção do grau de Mestre em Ciências (M.Sc.)

Estimar parâmetros envolve ajustar determinados parâmetros de um modelo até

atingir o valor mínimo de uma métrica de distância entre os dados experimentais

e a predição. Neste procedimento, a incerteza presente nos dados experimentais é

propagada para os parâmetros e, portanto, não deve ser desconsiderada. Então, com

base em diferentes hipóteses, é possível obter como resultado de um procedimento de

estimação: a estimativa para os parâmetros, sua matriz de covariância e sua região

de abrangência. Neste contexto de estatística clássica, esta dissertação centra-se

em analisar criticamente o procedimento de estimação de parâmetros através do en-

xame de partículas. O foco do trabalho é avaliar o uso e interpretação da região de

abrangência dos parâmetros estimados. Um objetivo secundário é apresentar como a

representação gráfica da função objetivo, gerada na etapa de resolução do problema

de otimização, pode auxiliar na busca pelo ponto ótimo. Quatro diferentes versões

do algoritmo heurístico de enxame de partículas foram avaliadas em termos de de-

terminar o ponto ótimo e representar graficamente a função objetivo. Concluiu-se

que cada algoritmo possui um comportamento diferente e, portanto, as vantagens

de cada um podem ser exploradas em etapas distintas da estimação. Para destacar

o uso das regiões de abrangência e da função objetivo, estudos de caso foram realiza-

dos sobre a estimação dos parâmetros de interação binária do modelo UNIQUAC na

descrição do equilíbrio líquido-vapor de nove misturas binárias em diferentes tempe-

raturas. A região de abrangência e a representação gráfica da função objetivo foram

utilizadas para determinar a vizinhança do ponto ótimo. Um aspecto explorado foi

o uso da região de abrangência para inferir sobre a correlação dos parâmetros com

a temperatura. Neste caso, visando a evitar resultados equivocados, um algoritmo,

proposto neste trabalho, foi executado para definir os contornos de tal região.

Palavras-chave. Região de abrangência, representação da função objetivo, incer-

teza, parâmetros de interação do UNIQUAC, enxame de partículas
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Abstract of Dissertation presented to PEI/UFBA as a partial fulfillment of the

requirements for the degree of Master of Science (M.Sc.)

Parameter estimation involves the adjustment of parameters in a model until a min-

imum distance between experimental data and model prediction is reached. In such

procedure the experimental uncertainty is propagated to the parameters and there-

fore should not be neglected. For this reason, based on some hypothesis, the results

of a parameter estimation procedure are: parameters estimates, their covariance

matrix and their coverage region. In this classical statistics background, this thesis

aims to critically investigate the parameter estimation procedure through particle

swarm optimization, specially evaluating the use and interpretation of the coverage

region of the parameters. A secondary objective is to present how the graphical

representation of the objective function, created on the optimization step, can be

helpful on finding the optimum point. Four different versions of the particle swarm

optimization algorithm were assessed, focused on finding the optimum point and

graphically representing the objective function. It was found that each algorithm

has a different behaviour and so they could be useful in different applications dur-

ing the estimation. In order to highlight the use of coverage regions and objective

functions, a case study was presented. In this study the binary interaction param-

eters of the UNIQUAC model were estimated for nine binary mixtures in different

temperatures. A key issue investigated was the use of the coverage region to make

statistical inference about the correlation between the parameters and temperature.

But, in order to avoid misleading conclusions, an algorithm, proposed in this work,

was executed to define the contour of such region.

Keywords. Coverage Region, objective function representation, uncertainty, UNI-

QUAC interaction parameters, particle swarm optimization
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Capítulo 1

Introdução

1.1 Motivação e justificativa

A estimação de parâmetros está presente em diversas áreas do conhecimento. Na

área de confiabilidade de sistemas ela é utilizada para determinar os parâmetros

de distribuições de probabilidade dos dados de tempo de falha, como por exemplo

em Ahmed, Volodin e Hussein (2005). Em termodinâmica, um dos problemas de

estimação é o ajuste de modelos de equilíbrio de fases, como no trabalho de Hajipour

e Satyro (2011). Na área de processos ela pode ser utilizada para ajustar parâmetros

de modelos cinéticos, conforme apresenta Schwaab (2005).

Um conjunto de dados experimentais precisa ser utilizado durante o procedi-

mento de estimação de parâmetros. Estes dados estão sujeitos a diferentes fontes de

incerteza e que, a priori, precisam ser avaliadas para quantificar a “dúvida” presente

no resultado da medição. As fontes de incerteza envolvidas em uma medida experi-

mental podem ser provenientes da definição do mensurando, variações das condições

ambientais, aleatoriedade do mensurando, princípio de medição, operadores, carac-

terísticas do instrumento, entre outras. As normas reconhecidas internacionalmente

para avaliar e expressar a incerteza em estado estacionário são BIPM et al. (2008a)

e BIPM et al. (2008b), para sistemas MISO (do inglês, Multiple Input Single Out-

put); e BIPM et al. (2011), para sistemas MIMO (do inglês, Multiple Input Multiple

Output); além do vocabulário metrológico (BIPM et al., 2012).

A incerteza presente nas variáveis observadas é propagada dos dados medidos

para os parâmetros ajustados do modelo. Então, além da estimativa dos parâme-

tros, sua matriz de covariância deve ser avaliada. Conforme indica o BIPM et al.

(2011), a diagonal principal desta matriz é constituída das variâncias e o restante
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dos elementos das covariâncias. No entanto, é comum em trabalhos de literatura

ou em softwares a omissão das covariâncias, apresentando, quando muito, apenas a

variância de cada parâmetro separadamente. Esta simplificação gera intervalos de

abrangência desassociados. Conforme apresenta as linhas tracejadas da Figura 1.1,

a região do espaço no plano dos parâmetros descrita por estes intervalos, com certa

probabilidade de abrangência, será forçadamente um hiper-retângulo. Esta região é

conhecida como região de abrangência.

Entretanto, a região de abrangência é uma projeção da PDF, do inglês Proba-

bility Density Function, conjunta dos parâmetros e a sua incorreta representação

irá dificultar a análise estatística. A linha contínua da Figura 1.1 apresenta esta

região assumindo uma PDF normal multivariada. É visível que, nestas condições, a

forma retangular não descreve bem a região de abrangência dos parâmetros, princi-

palmente, quando há uma covariância significativa (Figura 1.1b).

Figura 1.1: Comparação entre a região elíptica e a retangular.

(a) Esboço de uma região com parâ-
metros pouco correlacionados. Linha
cheia: região elíptica. Linha tracejada:
região retangular.

(b) Esboço de uma região com parâme-
tros com alta correlação. Linha cheia:
região elíptica. Linha tracejada: região
retangular.

Fonte: Próprio autor.

Logo, a criação de uma região de abrangência consistente é uma etapa crucial

do processo de estimação de parâmetros. Estas regiões são: a elíptica e a de ve-

rossimilhança. A primeira está fortemente ligada à hipótese de normalidade dos

parâmetros, enquanto a segunda baseia-se em uma hipótese que recai sobre a fun-

ção objetivo. Neste trabalho, as regiões de abrangência serão utilizadas no processo

de estimação de parâmetros para determinar a vizinhança do ponto ótimo e balizar

interpretações com base estatística para o conjunto de parâmetros estimado.

A criação desta região de abrangência de verossimilhança necessita de muitas
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avaliações da função objetivo e, dessa forma, algoritmos de otimização heurísticos

são utilizados. No entanto, utilizar somente o histórico da otimização pode não ser

suficiente para definir claramente os contornos desta região. Assim, é proposto um

algoritmo, baseado no enxame de partículas, cujo objetivo é melhorar os referidos

contornos.

Outra representação gráfica com potencial para fornecer mais informações sobre o

problema de otimização, a exemplo da vizinhança do ponto ótimo, é a representação

da função objetivo. Esta pode ser gerada utilizando o histórico do algoritmo de

otimização.

Nos processos de ajustes de modelos termodinâmicos, a avaliação estatística da

região de abrangência possui um destaque. Conforme aponta Vasquez e Whiting

(1998), a precisão destes modelos são, geralmente, supervalorizadas em simuladores

de processo. Isto indica que as estimativas obtidas para propriedades termodinâmi-

cas, para composições no equilíbrio de fases, entre outros resultados, são assumidas

como “perfeitas”, sem avaliação da incerteza associada às mesmas. Portanto, faz-se

necessário avaliar as incertezas dos parâmetros e das predições nestes modelos, como

uma forma de inferir sobre a qualidade do resultado obtido, tornando a interpretação

dos resultados mais assertiva.

1.2 Objetivos

1.2.1 Objetivo geral

Analisar criticamente o procedimento de inferência estatística clássica com enxame

de partículas, com foco no uso e interpretação da região de abrangência.

1.2.2 Objetivos específicos

• Avaliar como a região de abrangência dos parâmetros é uma etapa crucial para

interpretação dos resultados do procedimento de estimação de parâmetros.

• Desenvolver um algoritmo para graficamente definir os contornos da região de

verossimilhança dos parâmetros.
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• Apresentar o gráfico da função objetivo como uma ferramenta auxiliar durante

o procedimento de estimação de parâmetros.

• Realizar estudos de caso para comparar os parâmetros do modelo UNIQUAC,

obtidos em diferentes temperaturas, na descrição do equilíbrio líquido-vapor

de misturas binárias.

1.3 Estrutura da dissertação

A dissertação está estruturada em cinco capítulos e sete apêndices.

O Capítulo 1 trata da motivação e objetivos deste trabalho.

O Capítulo 2 traz uma fundamentação teórica para avaliação da incerteza, es-

timação de parâmetros, criação da região de abrangência e otimização com base

no algoritmo de enxame de partículas. Este capítulo é complementado por três

Apêndices: o Apêndice A, na dedução da função objetivo utilizada neste trabalho,

através do método da máxima verossimilhança; o Apêndice B, na dedução do cál-

culo da matriz de covariância dos parâmetros; e o Apêndice C, no detalhamento de

um procedimento para cálculo de derivadas analíticas envolvendo escalares, vetores

e matrizes.

O Capítulo 3 apresenta os materiais e métodos, desde o detalhamento do procedi-

mento de estimação de parâmetros até os principais equacionamentos sobre equilíbrio

de fases para realização do estudo de caso. Este é complementado pelo Apêndice

D, o qual detalha as equações, modelos e procedimentos de cálculo necessários para

realização deste estudo de caso.

O Capítulo 4 apresenta os principais resultados desta dissertação: (i) avaliação

da capacidade de diferentes algoritmos de enxame de partículas em representar gra-

ficamente uma função objetivo, visando a destacar as diferentes características de

tais algoritmos de otimização; e (ii) o estudo de caso sobre equilíbrio de fases para

uma mistura binária. Três Apêndices complementam este capítulo: o Apêndice E,

na discussão sobre representações gráficas de funções objetivo de benchmark atra-

vés do enxame de partículas; o Apêndice F, na discussão sobre indicadores para

avaliar o desempenho dos algoritmos de enxame de partículas; e o Apêndice G, na

apresentação das representações gráficas das funções objetivo do estudo de caso.
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O Capítulo 5 esboça as conclusões e sugestões para trabalhos futuros.
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Capítulo 2

Fundamentação teórica

2.1 Incerteza de medição

O GUM, Guide to the expression of uncertainty in measurement (BIPM et al.,

2008a), padroniza as principais etapas para avaliação da incerteza em medidas di-

retas e em medidas indiretas. As medidas diretas são aquelas provenientes de ex-

perimentação e as indiretas são obtidas de outras medidas através de um modelo.

O guia aponta que, quando o resultado de medição é expresso, faz-se obrigatório a

existência de alguma quantidade que indique a qualidade deste resultado, ou seja,

que seja avaliada e apresentada sua incerteza. Apenas na presença da incerteza

diferentes resultados podem ser comparados.

Durante a experimentação, o GUM indica que mesmo sendo avaliadas e corri-

gidas todas as componentes conhecidas ou suspeitas de gerarem aleatoriedades ou

tendências na medição, ainda haverá uma incerteza em relação ao estado do re-

sultado. Esta incerteza se refere a quão bem a medida representa a grandeza em

questão. A definição formal de incerteza é expressa pelo VIM, Vocabulário Inter-

nacional de Metrologia (BIPM et al., 2012), como "parâmetro não negativo que

caracteriza a dispersão dos valores atribuídos a um mensurando com base nas infor-

mações utilizadas".

2.1.1 Modelagem do experimento

Segundo o GUM, geralmente um mensurando y não é medido diretamente, mas

determinado como uma função de outras grandezas x1, x2, x3...xNX

. Pode-se, então,

6



definir a função de medição:

y = g (x1,x2,...,xNX

) , (2.1)

em que, y representa o mensurando que se deseja conhecer através das grandezas x,

relacionadas pelo modelo g. As grandezas x podem ser vistas como mensurandos e,

consequentemente, funções de outras grandezas que possuirão incertezas-padrão.

No caso particular em que x é obtido de medidas diretas, o modelo g terá como

parcelas: a própria medida, a correção sistemática, a resolução do instrumento, entre

outras parcelas que caracterizam fatores impactantes no resultado da medição.

2.1.2 Avaliação do Tipo A da incerteza de medição

O GUM aponta que, na maioria dos casos, a melhor estimativa disponível do valor

esperado de uma medida x que varia aleatoriamente, observada NE vezes de maneira

independente e sob as mesmas condições de medição, é sua média aritmética (BIPM

et al., 2008a):

E [x] = x̂ =

1

NE

NE

X

j=1

x

j

, (2.2)

em que x̂ é a melhor estimativa para x (esperança), x
j

são medidas e NE é o número

total de medidas.

As observações individuais da grandeza x irão flutuar aleatoriamente devido a

influência de condições ambientais que sofrem variações imprevisíveis e estocásticas.

A variância experimental das observações (s
xx

) caracteriza a dispersão de x em torno

de x̂ e pode ser dada por:

s

xx

=

1

NE � 1

NE

X

j=1

(x

j

� x̂)

2
. (2.3)

É importante destacar que para x̂ ser uma estimativa confiável para a média da

população da variável x é necessário: (i) o uso de uma amostra representativa da

população; e (ii) a repetição das medições em número suficiente para garantir suas

propriedades estatísticas. Além dessas condições, a variável deve estar no estado

estacionário para que s

xx

seja um estimador não tendencioso para a variância da

população de x. Assumindo válida essas três condições, a avaliação da incerteza-
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padrão do Tipo A (u
x

) é a raiz quadrada da variância da média (BIPM et al., 2008a):

u

x

=

r

s

xx

NE

. (2.4)

2.1.3 Avaliação do Tipo B da incerteza de medição

Segundo o GUM, a avaliação do Tipo B da incerteza é baseada em tratamento

qualitativo, suportado pelas informações disponíveis sobre a variabilidade dos valores

observados, como por exemplo (BIPM et al., 2008a):

• histórico de medições;

• experiência sobre o comportamento e propriedades dos materiais e instrumen-

tos envolvidos no processo de medição;

• especificações do fabricante dos instrumentos;

• relatórios de calibração de instrumentos e outros certificados;

• incertezas relacionados a dados obtidos de handbooks.

2.1.4 Lei de propagação de incertezas

Modelos MISO

Para modelos MISO (do inglês, Multiple Input Single Output), o GUM aponta que

a maneira apropriada de avaliar a incerteza-padrão combinada (u
y

) da variável y é:

u

yy

= u

2
y

=

NX

X

j=1

NX

X

m=1

✓

@g

@x

m

◆

·
✓

@g

@x

j

◆

· u
xmxj , (2.5)

em que u
y

é a incerteza-padrão combinada de y, u
xmxj é a covariância entre x

m

e x
j

e

NX é o número de grandezas de entrada. Para este equacionamento são assumidas

as seguintes hipóteses: (i) a média das grandezas de entrada é representativa, (ii) a

incerteza definicional é desprezível, e (iii) o sistema está em estado estacionário.

A Equação (2.5) caracteriza a propagação das incertezas das variáveis x para y.

No entanto, tal método é baseado numa aproximação linear para a função de me-

dição g, através de uma Série de Taylor truncada nos termos de primeira derivada.
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Dessa forma, não deveria ser utilizada para sistemas nos quais as não-linearidades

são significativas, conforme indica Martins, Requião e Kalid (2011). Nestes casos,

os autores sugerem o truncamento da Série de Taylor em termos de ordens superi-

ores a um. Além disso, propõem uma formulação para propagação de incertezas,

aproximando a função de medição g por uma Série de Taylor truncada nos termos

de segunda e de terceira ordem.

Por outro lado, o BIPM et al. (2008b), ou GUM-S1, ao invés de propagar a

matriz de covariância das observações, propaga as funções de densidade de proba-

bilidade das grandezas de entrada envolvidas por meio de um método de Monte

Carlo. A Figura 2.1 apresenta um exemplo deste método para três grandezas de

entrada independentes. Neste caso, a propagação pode ser realizada pelo seguinte

procedimento: (i) amostragem de valores que seguem as distribuições das grandezas

de entrada; (ii) resolução do modelo para esta amostra, obtendo um valor para a

grandeza de saída; e (iii) repetição até a obtenção de uma PDF empírica para essa

grandeza de saída.

Figura 2.1: Exemplo de propagação das PDF de três grandezas de entrada independentes para
uma grandeza de saída.

Fonte: adaptado de BIPM et al. (2008b).

Dada esta característica, é um método utilizado como referência, pois pode ser

aplicado a sistemas não-lineares, gaussianos e não-gaussianos desde que sejam co-

nhecidas as PDF’s das grandezas de entrada. A sua desvantagem é o alto custo

computacional, devido a necessidade de se executar várias iterações.

Modelos MIMO

Em problemas de engenharia é comum a ocorrência de modelos MIMO, do inglês,

Multiple Input Mulitple Output. Neste caso, o suplemento 2 do GUM, ou GUM-
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S2 (BIPM et al., 2011), apresenta duas formulações para avaliação da incerteza de

saída de modelos: (i) a partir de uma generalização do método presente no GUM

(BIPM et al., 2008a) (intitulada, MLPU, do inglês, Multivariate Law of Propagation

of Uncertainties) e (ii) a partir da propagação de PDFs (intitulada, MLPP, do inglês,

Multivariate Law of Propagation of Probability Density Functions).

Para uso do MLPU não é necessário o conhecimento da PDF das grandezas de

entrada, apenas seu vetor esperança e sua matriz de covariância. Contudo, como

este método utiliza uma aproximação de primeira ordem da Série de Taylor, sua

aplicação em modelos não lineares pode levar a resultados errôneos quando as não

linearidades são significativas. Além disso, assume a função de densidade de probabi-

lidade das variáveis de saída como gaussiana na construção dos intervalos individuais

de abrangência ou regiões de abrangência.

Diferente do MLPU, o MLPP fornece a função de densidade de probabilidade

conjunta das grandezas de saída. Este método, quando comparado ao anterior,

recorre a menos hipóteses na sua formulação e não se restringe à normalidade.

Neste trabalho a formulação do MLPU será apresentada, seguindo o direciona-

mento do trabalho de Martins e Kalid (2012). Considere que a função de medição,

para um sistema MIMO, pode ser expressa por um conjunto de equações implícitas,

reduzidas na forma matricial para:

g (y,x) = 0, (2.6)

em que y = (y1, . . . ,yNY

)

T representa o vetor das grandezas de saída, x = (x1, . . . ,xNX

)

T

representa o vetor das grandezas de entrada, e g = (g1 (y,x) , . . . ,gNY

(y,x))T o vetor

com as equações g que relacionam as grandezas de entrada e saída.

O vetor g é aproximado por uma série de Taylor truncada nos termos de primeira

derivada, com posterior isolamento do vetor contendo as grandezas de saída, y.

Assim,

g (y,x) =g (ŷ,x̂) + S
x

· (x� x̂) + S
y

· (y � ŷ) , (2.7)

y =� (S
y

)

�1 · S
x

· (x� x̂) + ŷ. (2.8)

As matrizes S são as transpostas das matrizes jacobianas do modelo de medição
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g:

S
y

=

✓

@g

@y

◆

T

=

0

B

B

B

B

@

@g1

@y1
. . .

@g1

@y

NY

... . . . ...
@g

NY

@y1
. . .

@g

NY

@y

NY

1

C

C

C

C

A

, (2.9)

S
x

=

✓

@g

@x

◆

T

=

0

B

B

B

B

@

@g1

@x1
. . .

@g1

@x

NX

... . . . ...
@g

NY

@x1
. . .

@g

NY

@x

NX

1

C

C

C

C

A

. (2.10)

Maiores detalhes sobre derivada de um vetor (g) em relação a outro vetor (y)

podem ser encontradas no Apêndice C.

A aplicação do operador variância em y, Equação (2.8), resulta na lei de propa-

gação:

U
yy

=A ·U
xx

·AT

, (2.11)

A =� (S
y

)

�1 · S
x

, (2.12)

sendo as matrizes de covariância expressas na forma matricial, por:

U
xx

=

0

B

B

B

@

u

x1x1 . . . u

x1xNX

... . . . ...

u

xNXx1 . . . u

xNXxNX

1

C

C

C

A

, (2.13)

U
yy

=

0

B

B

B

@

u

y1y1 . . . u

y1yNY

... . . . ...

u

yNY y1 . . . u

yNY yNY

1

C

C

C

A

, (2.14)

em que NY é o número de grandezas de saída, U
yy

a matriz de covariância de y,

U
xx

a matriz de covariância de x. Nestas matrizes, a diagonal principal contém o

quadrado das incertezas da variável indicada enquanto os outros elementos são as

covariâncias.

As matrizes de covariância U
yy

e U
xx

podem ser reescritas para gerar a matriz
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dos coeficientes de correlação linear:

⇢
yy

=

0

B

B

B

@

1 . . . ⇢

y1yNY

... . . . ...

⇢

yNY y1 . . . 1

1

C

C

C

A

, (2.15)

em que ⇢

ymyj é o coeficiente de correlação linear entre e y

m

e y

j

e pode ser expresso

por:

⇢

ymyj =

u

ymyj

u

ym · u
yj

, j,m = 1, . . . ,NY. (2.16)

A vantagem desta transformação é a limitação desse coeficiente de correlação

entre -1 e 1, diferentemente da covariância que não possui limites. Quanto mais

próximo dos limites, maior o entrelaçamento entre as variáveis y

m

e y

j

.

2.1.5 Intervalo e região de abrangência

O VIM define intervalo de abrangência como: o intervalo, baseado na informação

disponível, que contém o conjunto de possíveis valores que podem ser atribuídos ao

mensurando, dada uma probabilidade (BIPM et al., 2012). Conforme indicado no

GUM-S2, para o caso multivariado, a região de abrangência poderá ser representada

como um hiper-retângulo ou uma região elipsoidal centrados nas estimativas para as

grandezas de saída, ŷ . Entretanto, outras representações são possíveis, dependendo

da projeção da função de densidade de probabilidade das variáveis.

Região de abrangência como um hiper-retângulo

Para o primeiro caso, os comprimentos do hiper-retângulo serão os intervalos indivi-

duais de cada y

j

. O GUM-S2 afirma que a probabilidade de abrangência utilizada,

PA, deve ser avaliada como:

PA = 1� (1� PA

min

)

NY

, (2.17)

em que PA

min

é a probabilidade de abrangência mínima que o hiper-retângulo deve

cobrir.

12



Os intervalos de abrangência para cada grandeza de saída y

j

serão avaliados por:

I

j

=

⇥

y

j

� ⇡

PA

· u
yj ; yj + ⇡

PA

· u
yj

⇤

, (2.18)

em que ⇡

PA

é o fator de abrangência. O fator de abrangência deve ser avaliado para

a distribuição marginal de y

j

, obtida da distribuição conjunta de y (BIPM et al.,

2011). Para a distribuição gaussiana, ⇡
PA

será determinado por:

PA = Pr (|Z| 6 ⇡

PA

) , (2.19)

em que Z é a distribuição normal padrão.

Região de abrangência como um hiperelipsoide

Sendo a região de abrangência descrita pelo hiperelipsoide, a seguinte equação será

válida:

(y � ˆy)T ·U�1
yy

· (y � ˆy) = ⇡

2
PA

. (2.20)

Caso a grandeza de saída seja descrita por uma distribuição normal, a Equa-

ção (2.20) será a própria definição da distribuição �

2
NP

(JOHNSON; WICHERN,

2007). Então, conforme o GUM-S2:

PA = Pr
�

�

2
NY

6 ⇡

PA

�

, (2.21)

em que �

2
NY

representa a distribuição chi quadrado com NY graus de liberdade.

Os eixos do elipsoide estarão na direção dos autovetores de U�1
yy e seu compri-

mento será proporcional à raiz quadrada dos autovalores desta matriz (JOHNSON;

WICHERN, 2007). Quanto maior a correlação entre as grandezas, maior a inclina-

ção da elipse em relação aos eixos.

A Figura 2.2 apresenta graficamente a função de densidade de probabilidade nor-

mal bivariada e sua região de abrangência para dois casos: (i) sem correlação entre

as variáveis, e (ii) com correlação entre as variáveis. É evidente que o formato elip-

soidal para a região de abrangência segue as curvas de nível da função de densidade

de probabilidade conjunta.

Neste contexto, assumir que a região de abrangência segue um hiper-retângulo,
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Figura 2.2: Exemplo de distribuições de probabilidade conjunta e suas respectivas regiões de
abrangência elípticas.
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com coeficiente de correlação 0,36.

Fonte: próprio autor.

levaria a perdas da interrelação entre as variáveis, pois a covariância não seria uti-

lizada. Uma comparação entre as regiões elipsoidal e retangular é apresentada pela

Figura 2.3. É notável que quanto maior a correlação, maior é a diferença entre estas

duas representações.

Além disto, Draper e Guttman (1995) discutem sobre a dificuldade de compa-

ração entre essas duas regiões. Os autores afirmam que, para comparação destas

abordagens, as probabilidades de abrangência escolhidas em cada uma devem buscar

regiões retangulares e elípticas de mesmo volume. Além disso, concluem que a raiz

quadrada do determinante da matriz dos coeficientes de correlação, Equação (2.15),

é uma medida da discrepância entre as duas abordagens.

No entanto, se a distribuição conjunta das variáveis não seguir a forma de uma

distribuição normal multivariada, as curvas de nível poderão não ter o formato de
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Figura 2.3: Exemplo de regiões de abrangência retangular e elíptica para o caso bivariado.

(a) variáveis y1 e y2 independentes.
Linha tracejada indica a região re-
tangular e linha contínua a elíptica.

(b) variáveis y1 e y2 correlacionados.
Linha tracejada indica a região re-
tangular e linha contínua a elíptica.

Fonte: adaptado de BIPM et al. (2011).

um hiperelipsoide. Portanto, possivelmente, as abordagens apresentadas anterior-

mente não seriam coerentes. Um exemplo deste comportamento é apresentado na

Figura 2.4 para a distribuição de Behrens-Fishers. Neste caso, uma das soluções se-

ria o uso de métodos baseados em simulações de Monte Carlo para estimar a função

densidade de probabilidade das grandezas de saída, mais detalhes deste procedi-

mento é apresentado por Martins e Kalid (2012).

Figura 2.4: Região de abrangência para a distribuição de Behrens–Fisher.

Fonte: (GIRÓN; CASTILLO, 2010).
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2.2 Estimação de parâmetros

2.2.1 Introdução

Estimar parâmetros é usar um modelo como referência e variar os

parâmetros até que as predições do modelo passem o mais próximo

possível dos dados experimentais, respeitadas as incertezas carac-

terísticas da medição. (SCHWAAB; PINTO, 2007, p. 227)

Bard (1974) define dois procedimentos comuns de estimação de parâmetros: (i)

ajuste de curvas (curve fitting); e (ii) ajuste de modelos (model estimation). No

primeiro, a classe de funções ajustadas é arbitrária, consequentemente, é uma ferra-

menta para “resumir” e interpolar dados, em que extrapolações devem ser cautelosas.

Enquanto, o segundo procedimento utiliza equações provenientes de desenvolvimen-

tos teóricos e os parâmetros têm significado, mas devido à natureza imprecisa dos

experimentos não é esperado determinar os valores verdadeiros dos parâmetros.

Num processo de estimação de parâmetros, faz-se necessário os seguintes resul-

tados provenientes do procedimento experimental:

1. vetores contendo os valores observados das grandezas de entrada xe e de saída

ye. As variáveis estão representadas por vetores, os quais contém os dados

experimentais tal que ye

= (y

e

11, . . . ,y
e

1NE

,y

e

21, . . . ,y
e

NY NE

)

T , em que NY re-

presenta o número de variáveis de saída e NE o número de experimentos

realizados ou observações; enquanto xe

= (x

e

11, . . . ,x
e

1NE

,x

e

21, . . . ,x
e

NXNE

)

T , em

que NX representa o número de variáveis de entrada.

2. a incerteza referente a cada valor incluído nos vetores ye e xe. Ela irá compor

a matriz covariância de y, U
yy

conforme Equação (2.14); a matriz covariância

de x, U
xx

conforme Equação (2.13); e a matriz covariância entre x e y, U
xy

.

Então, sendo conhecido dados experimentais para as grandezas de entrada e

saída, é possível estimar o vetor de parâmetros ✓ de um modelo g (x,y,✓) = 0. Para

isto, faz-se necessário definir uma métrica para avaliar “o quão próximo os dados

experimentais estão dos valores preditos pelo modelo, xm e ym”. Esta é a função

objetivo (�), cuja definição deve seguir quatro propriedades (SCHWAAB; PINTO,
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2007, p. 234): ser um número real estritamente positivo; ser igual a zero somente

no caso particular; ser uma transformação comutativa; e satisfazer a desigualdade

do triângulo. Alguns exemplos de funções objetivo são encontrados na literatura, a

exemplo:

• �1 =

NY

X

j

NE

X

m

�

y

e

jm

� y

m

jm

�2
= (ye � ym

)

T · (ye � ym

), conhecida como mínimos

quadrados (OLS, do inglês, Ordinary Least Squares). Uma das desvantagens

deste método é que as grandezas presentes em Y devem possuir a mesma

ordem de grandeza, visando a não predominância de parcelas (ye � y

m

)

2 sobre

outras. Segundo Bard (1974), caso uma parcela domine sobre a outra, poderá

haver perdas de informações.

Esta é uma função objetivo encontrada em trabalhos de literatura na área da

termodinâmica, como Coutinho, Kontogeorgis e Stenby (1994) que estimam

os parâmetros da equação de estado de Peng-Robinson (PENG; ROBINSON,

1976) para um sistema com dióxido de carbono e hidrocarbonetos. Enquanto

Costa, Silva e Pessoa (2000) estimam parâmetros desta mesma equação na

descrição do equilíbrio sólido-líquido com dióxido de carbono supercrítico. Na-

rasigadu et al. (2013) estimam os parâmetros de outro modelo termodinâmico,

o NRTL (RENON; PRAUSNITZ, 1968), na descrição do equilíbrio de siste-

mas polares. Sanjari (2013) também utiliza esta função objetivo para estimar

os parâmetros de uma nova proposta de correlação para pressão de vapor de

substâncias puras;

• �2 =

NY

X

j

NE

X

m

�

y

e

jm

� y

m

jm

�2 · w
jm

= (ye � ym

)

T · W · (ye � ym

) , (w
jm

> 0),

conhecida como mínimos quadrados ponderados (WLS, do inglês, Weighted

Least Squares). Esta é uma das funções objetivo que podem agregar valor

estatístico ao procedimento de estimação de parâmetros, através da correta

definição da matriz W, conforme será discutido na seção 2.2.2.

Esta métrica é utilizada por Soave, Gamba e Pellegrini (2010) na determinação

dos parâmetros da equação de estado de Soave–Redlich–Kwong (REDLICH;

KWONG, 1949) em sistemas de hidrocarbonetos, os pesos são atribuídos como

uma distância entre os dados experimentais e um modelo teórico.
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Um dos primeiros trabalhos a explorar a interpretação estatística desta equa-

ção para modelos termodinâmicos implícitos é aquele proposto por Anderson,

Abrams e Grens (1978). Os autores estimam os parâmetros do modelo de Van

Laar para uma mistura de acetona e metanol, definindo a matriz de pesos

W como o inverso da matriz de covariância experimental. A interpretação

estatística, neste artigo, reside na avaliação da matriz de covariância dos parâ-

metros e construção da região de abrangência. Nesta mesma linha de trabalho,

Hajipour e Satyro (2011) estimam os parâmetros de correlações para pressão

crítica, temperatura crítica e fator acêntrico de algumas especies de hidrocar-

bonetos, seguidos da avaliação da matriz de covariância destes parâmetros;

• �3 =

NY

X

j

NE

X

m

�

y

e

jm

� y

m

jm

�2

y

e

jm

. Esta foi uma das propostas avaliadas por López,

Trejos e Cardona (2006) na estimação de parâmetros para a equação de Peng-

Robinson (PENG; ROBINSON, 1976) na descrição do equilíbrio líquido-vapor

de misturas a altas pressões;

• �4 =

NY

X

j

v

u

u

t

1

NE

·
NE

X

m

�

y

e

jm

� y

m

jm

�2. Esta função objetivo é utilizada por

Ruivo, Couto e Simões (2007) para estimar os parâmetros de interação bi-

nária da equação de estado de Peng-Robinson (PENG; ROBINSON, 1976)

para o equilíbrio de misturas ternárias a altas pressões;

• �5 =

NY

X

j

NE

X

m

�

�

y

e

jm

� y

m

jm

�

�

NE

. Esta é a função objetivo utilizada por Pellegrini et

al. (2012) na estimação dos coeficientes de interação binária das equações de

estado de Peng-Robinson (PENG; ROBINSON, 1976) e Soave–Redlich–Kwong

(REDLICH; KWONG, 1949) na descrição do equilíbrio líquido-vapor de mis-

turas de hidrocarbonetos com gases ácidos;

• �6 =

NY

X

j

NE

X

m

�

�

y

e

jm

� y

m

jm

�

�

y

e

jm

. Wenying, Jinyu e Wen (2004) utilizam esta função

objetivo para estimar os parâmetros de contribuição de grupo no ajuste dos

modelos de entalpia de vaporização e de temperatura de ebulição;

• �7 =

100

2 ·NE

·
NY

X

j

NE

X

m

�

�

�

�

y

e

jm

� y

m

jm

y

e

jm

�

�

�

�

. Esta é utilizada por Chen et al. (2010)

na estimação dos coeficientes dos modelos de Wilson (WILSON, 1964), NRTL
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(RENON; PRAUSNITZ, 1968) e UNIQUAC (ABRAMS; PRAUSNITZ, 1975)

na descrição do equilíbrio líquido-vapor de misturas de compostos de cadeia

fechada.

Qualquer função destacada anteriormente pode ser utilizada como métrica de

distância entre os dados experimentais (ye) e os valores preditos pelo modelo (ym).

Todas estão baseadas no resíduos de regressão, ou seja, na diferença entre ye � ym.

A resolução do problema de estimação de parâmetros envolve minimizar a função

objetivo proposta, na busca de uma estimativa para os parâmetros. Isto caracteriza

um problema de otimização, no qual a restrição será g (xm

,ym

,✓) = 0 e a variável

de decisão o vetor de parâmetros ✓:

min

✓
� (✓,y,x) (2.22)

sujeito a:

g (x,y,✓) = 0.

De maneira geral, a solução deste problema de otimização é obtida com uso de

algoritmos, os quais podem ser divididos em duas classes: métodos baseados em

derivadas; e métodos heurísticos.

• métodos baseados em derivadas: são métodos que utilizam informações

da primeira e/ou segunda derivada para determinação do ponto ótimo. Des-

tes se destacam, conforme Schwaab e Pinto (2007): método de Newton, mé-

todo de Gauss-Newton, método gradiente com controle do passo, método de

Levenberg-Marquart, métodos de Quasi-Newton;

• métodos heurísticos: são métodos que não utilizam derivadas na busca do

ponto ótimo. Schwaab e Pinto (2007) destacam alguns deles: Monte Carlo,

Algoritmo genético, recozimento simulado, enxame de partículas e colônias de

formigas.

O uso de funções objetivo arbitrárias pode não agregar valor estatístico à estima-

ção de parâmetros, visto que, usualmente, desconsideram a incerteza das observações

das variáveis envolvidas no problema. Estas informações são importantes quando é

necessário fornecer juízo de valor sobre o procedimento estimação. Segundo Schwaab
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(2005) uma forma de introduzir uma interpretação estatística rigorosa na estimação

de parâmetros é através da função objetivo de máxima verossimilhança.

2.2.2 A função objetivo WLS

O método da máxima verossimilhança (MLE, do inglês, Maximum Likelihood Esti-

mation) consiste na maximização da distribuição conjunta das observações (BARD,

1974). Este pode ser utilizado para o desenvolvimento de funções objetivo com base

não somente em distância, mas com interpretação estatística associada à mesma.

Isto possibilita avaliar a matriz de covariância dos parâmetros, região de abrangên-

cia dos parâmetros e intervalo de abrangência das predições do modelo.

O MLE pode ser reduzido à função objetivo WLS, conforme aponta os Apêndices

A, quando assumidas as hipóteses de:

• modelo perfeito;

• experimento bem-feito conduzido sob controle e monitoramento adequados;

• conhecimento da matriz de covariância experimental;

• covariância entre as medições das grandezas de entrada e saída desprezível;

• distribuição normal para as grandezas de entrada e saída.

O problema de otimização é, então, descrito por:

min

✓
(xe � xm

)

T ·U�1
xx

· (xe � xm

) + (ye � ym

)

T ·U�1
yy

· (ye � ym

)

sujeito a: (2.23)

g (xm

,ym

,✓) = 0.

A formulação apresentada considera que as incertezas das grandezas de entrada e

saída são relevantes. No entanto, durante a experimentação, as grandezas de entrada

podem ser muito bem controladas, apresentando uma baixa dispersão, e, consequen-

temente as incertezas do Tipo A serão pequenas. Com os instrumentos calibrados

e com método de medição apropriados, é factível assumir também pequenas as in-

certezas do Tipo B. Dessa forma, é possível assumir como hipótese adicional que
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u

xx

⌧ u

yy

. Logo, a Equação (2.23) torna-se:

min

✓
(ye � ym

)

T ·U�1
yy

· (ye � ym

)

sujeito a: (2.24)

g (xe

,ym

,✓) = 0.

A Equação (2.24) utiliza o inverso da matriz de covariância como uma matriz de

pesos. Por isso, pontos experimentais com menor incerteza irão possuir um maior

peso no procedimento de estimação, forçando a predição do modelo a estar mais

próxima a estes.

Este procedimento considera que parâmetros adicionais do modelo, não estima-

dos, são conhecidos com pequena incerteza e, por isso, não influenciam no procedi-

mento de estimação. Fadale, Nenarokomov e Emery (1995) propõem métrica para

considerar a incerteza desses parâmetros. Os autores sugerem uma modificação da

função objetivo, Equação (2.24), baseada na máxima verossimilhança:

� =

NY

X

i=1

ln

⇥

det
�

U ⇤
yiyi

�⇤

+ (ye � ym

)

T ·U ⇤
yy

· (ye � ym

) , (2.25)

U ⇤
yy

=

✓

@g

@⇠

◆

T

·U
⇠⇠

·
✓

@g

@⇠

◆

+U
yy

, (2.26)

em que, ⇠ são os parâmetros não estimados do modelo,
✓

@g

@⇠

◆

é a matriz de jacobiana

do modelo em relação ao vetor ⇠, U
⇠⇠

é a matriz de covariância dos parâmetros não

estimados, U ⇤
yy

é matriz de covariância dos resíduos de regressão considerando a

incerteza dos parâmetros não estimados, e U ⇤
yiyi

é matriz de covariância dos resíduos

de regressão para y

i

considerando a incerteza dos parâmetros estimados.

Nesta formulação, a matriz de covariância U ⇤
yy

precisa ser calculada para cada

estimativa do vetor de parâmetros ✓.

2.2.3 Matriz de covariância dos parâmetros

Dada uma estimativa ✓̂ para a Equação (2.24), pequenos os resíduos de regressão e

assumindo modelo explícito (ym

= g (xe

,✓)), a matriz covariância dos parâmetros,

conforme indicado no Apêndice B, é dada por:
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U
✓✓

⇡
⇣

Ŝ
T ·U�1

yy

· Ŝ
⌘�1

, (2.27)

ou,

U
✓✓

⇡2 · Ĥ�1
, (2.28)

em que Ŝ é a matriz de sensibilidade do modelo em relação aos parâmetros avaliada

no ponto ótimo,
@g (xe

,✓)

@✓

�

�

�

�

✓̂

, e ˆH representa a matriz Hessiana do modelo em relação

aos parâmetros também avaliada no ponto ótimo,
@

2
ˆ

�

@✓2 .

Há uma semelhança entre a forma da Equação (2.27) com a expressão para

propagação de incertezas Equação (2.11). Por analogia, pode-se interpretar a Equa-

ção (2.27) como a propagação da variância dos dados experimentais através do mo-

delo para os parâmetros.

A matriz de covariância dos parâmetros, U
✓✓

, contém na sua diagonal principal

a variância para cada elemento ˆ

✓

j

do vetor de parâmetros ✓̂, ao passo que os elemen-

tos remanescentes são as covariâncias entre os parâmetros. Devido à dificuldade de

interpretar a covariância, é comum o uso da matriz dos coeficientes de correlação,

conforme Equações (2.16) e (2.15). Valores elevados para os coeficientes de corre-

lação, segundo Schwaab e Pinto (2007), são indesejados, pois indicam uma grande

influência de um parâmetro sobre o outro, dificultando a identificação dos efeitos

individuais de cada um no modelo.

2.2.4 Região de abrangência dos parâmetros

A região de abrangência dos parâmetros é aquela que contém os conjuntos solução

para os parâmetros, dada uma probabilidade de abrangência. Como discutido na

seção 2.1.5, a região de abrangência deve seguir a forma das curvas de nível da PDF

conjunta das variáveis, neste caso, dos parâmetros.

Existem diferentes métodos para avaliação desta região, dentre eles a linearização

e verossimilhança, conforme indicam Schwaab (2005) e Donaldson e Schnabel (1987

apud SCHWAAB, 2005, p. 30).
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Método da linearização

A função objetivo, numa vizinhança do ponto ótimo, pode ser aproximada por uma

Série de Taylor truncada no termo de segunda derivada (SCHWAAB; PINTO, 2007):

� (✓) = ˆ

�+

⇣

✓ � ✓̂
⌘

T

· @
ˆ

�

@✓
+

1

2

·
⇣

✓ � ✓̂
⌘

T

· Ĥ ·
⇣

✓ � ✓̂
⌘

, (2.29)

em que ˆ

� representa a função objetivo avaliada no ponto ótimo, �(ˆ✓).

Sendo
@

ˆ

�

@✓
a primeira derivada da função objetivo avaliada num ponto ótimo

irrestrito, ela é igual a zero. Portanto, a Equação (2.29) pode ser alterada para:

�� ˆ

� =

1

2

·
⇣

✓ � ✓̂
⌘

T

· Ĥ ·
⇣

✓ � ✓̂
⌘

. (2.30)

Utilizando a relação da Equação (2.28), tem-se:

�� ˆ

� =

⇣

✓ � ✓̂
⌘

T

·U�1
✓✓ ·

⇣

✓ � ✓̂
⌘

. (2.31)

Assumindo que ✓ segue uma distribuição normal multivariada com média ✓̂

e matriz de covariância U
✓✓

, a expressão
⇣

✓ � ✓̂
⌘

T

· U�1
✓✓ ·

⇣

✓ � ✓̂
⌘

seguirá, por

definição, uma distribuição �

2, cujo grau de liberdade é o número de parâmetros,

�

2
NP

, conforme aponta Schwaab e Pinto (2007) e Johnson e Wichern (2007).

Portanto, uma das definições para a região de abrangência é:

⇣

✓ � ✓̂
⌘

T

·U�1
✓✓ ·

⇣

✓ � ✓̂
⌘

6 �

2
NP

(PA). (2.32)

Esta definição restringe a região de abrangência ao formato de um elipsoide,

conforme discutido na seção 2.1.5.

A Equação (2.32) está baseada num teste envolvendo a distribuição �

2 e é apenas

necessário um único grau de liberdade para a construção da região de abrangência.

No entanto, conforme aponta Schwaab e Pinto (2007), as incertezas experimentais

não são completamente conhecidas e, portanto, é interessante tratar este problema

utilizando a distribuição F de Fisher. Esta considera um grau de liberdade adici-

onal: o número de dados das grandezas de saída menos o número de parâmetros

(NE ·NY �NP ). Para isto, o Schwaab e Pinto (2007) sugerem dividir a Equa-

23



ção (2.31) pelo valor da função objetivo no ponto ótimo:

�� ˆ

�

ˆ

�

=

⇣

✓ � ✓̂
⌘

T

·U�1
✓✓ ·

⇣

✓ � ✓̂
⌘

ˆ

�

. (2.33)

Como �, Equação (2.24), é uma soma quadrática de variáveis com distribui-

ção normal ponderada pela variância, ela seguirá assintoticamente, por definição,

uma distribuição �

2
NE·NY�NP

. A distribuição da função objetivo só seguirá uma �

2

quando o modelo for linear (LEE et al., 2010). Dessa forma, a Equação (2.33) é

uma relação entre duas distribuições �

2: (i) �

2
NP

e (ii) �

2
NE·NY�NP

.

Por definição, a distribuição F é a relação entre duas distribuições �

2 indepen-

dentes divididas pelos seus respectivos graus de liberdade (MONTGOMERY; RUN-

GER, 2003). Assim, as seguintes expressões para obtenção da região de abrangência

pelo método da linearização são válidas:

�
✓ � ✓̂

�T ·U�1
✓✓ ·

�
✓ � ✓̂

�
/NP

�̂
/(NE ·NY �NP )

6F

NP,NE·NY�NP

(PA) , (2.34)
⇣

✓ � ✓̂
⌘

T

·U�1
✓✓ ·

⇣

✓ � ✓̂
⌘

6ˆ

� · NP

NE ·NY �NP

· F
NP,NE·NY�NP

(PA) . (2.35)

Método da verossimilhança

As regiões de abrangência dos parâmetros descritas pelas Equações (2.32) e (2.35)

estão restritas à forma de um elipsoide. Além de estarem fortemente ligadas às

hipóteses: (i) de normalidade para a PDF conjunta dos parâmetros, (ii) do modelo

perfeito, e (iii) do experimento bem-feito.

Entretanto, é possível obter regiões mais próximas da estatística real, chamadas

de Regiões de Verossimilhança (SCHWAAB; PINTO, 2007). Das Equações (2.33) e

(2.34) pode-se obter:

�
�� �̂

�
/NP

�̂
/(NE ·NY �NP )

6 F

NP,NE·NY�NP

(PA) , (2.36)

� 6 ˆ

� ·
✓

1 +

NP

NE ·NY �NP

· F
NP,NE·NY�NP

(PA)

◆

. (2.37)

Os conjuntos de parâmetros, cujas avaliações da função objetivo satisfaçam a

Equação (2.37), estarão contidos na região de abrangência. A vantagem da equação
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Equação (2.37) é a não restrição da forma elisoidal. Neste equacionamento a região

seguirá a forma das curvas de nível da função objetivo (SCHWAAB et al., 2008).

Todavia, isto cria a dificuldade computacional de inúmeras avaliações da função

objetivo para elaboração da representação gráfica desta região de abrangência. Esta

característica torna vantajoso o uso de métodos de otimização heurísticos, dada

a possibilidade de utilizar o histórico de avaliação da função objetivo durante a

minimização (SCHWAAB, 2005). Este autor testou a capacidade dos algoritmos de

Monte Carlo, Algoritmo genético, Recozimento Simulado e Enxame de Partículas

de avaliar a região de abrangência dos parâmetros. Conclui-se que o enxame de

partículas melhor descreve tais regiões. A Figura 2.5 apresenta exemplos de regiões

de abrangência obtidas pela avaliação da Equação (2.37) pelo algoritmo de enxame

de partículas, comparando-as com a elíptica, Equação (2.35).

Figura 2.5: Exemplo de regiões de abrangência obtidas utilizando a razão de verossimilhança
acoplada com o algoritmo de enxame de partículas.

(a) Regiões de abrangência para o
modelo linear: y = ✓1 · x + ✓2. A
região elíptica é indicada pela linha
tracejada, enquanto os pontos repre-
sentam pares de parâmetros ✓1 e ✓2

pertencentes à região de verossimi-
lhança.

(b) Regiões de abrangência
para o modelo não-linear:
y = ✓1 · (1� exp (�✓2 · x)). A
região elíptica é indicada pela
linha tracejada, enquanto os sinais
representam pares de parâmetros
✓1 e ✓2 pertencentes à região de
verossimilhança.

Fonte: (SCHWAAB, 2005).

Para o exemplo apresentado pela Figura 2.5a é possível inferir que a região de

abrangência de verossimilhança possui um formato de um elipsoide. Isto permite

afirmar que não se pode rejeitar a hipótese de normalidade dos parâmetros.

No entanto, para Figura 2.5b o cenário é outro, os pontos pertencentes à região de

verossimilhança demonstram um formato diferente do elipsoide. Não sendo possível

confirmar a validade da hipótese de distribuição gaussiana para os parâmetros. Para

este caso, é sugerido realizar modificações no modelo, como substituição de variáveis
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e mudança na relação entre elas, e os parâmetros re-estimados, visando à obtenção

de um conjunto de parâmetros que seguem às hipóteses assumidas no procedimento

de estimação.

2.2.5 Matriz de covariância das predições do modelo

Além de avaliar a matriz de covariância dos parâmetros e sua região de abrangência,

faz-se necessário determinar as incertezas presentes na predição y

m do modelo. Uma

formulação é apresentada por Schwaab e Pinto (2007):

U
y

m
y

m
= Ŝ ·U

✓✓

· ST � S ·U
yy

·
⇣

2 · ŜT ·U�1
yy

⌘

T

· Ĥ�1
+

�
✓

U
yy

·
⇣

2 · ŜT ·U�1
yy

⌘

T

· Ĥ�1
◆

T

· ST

+U
yy

(2.38)

2.2.6 Adequação do procedimento de estimação

O significado estatístico da função objetivo descrita pela Equação (2.24) está con-

dicionado à validade das hipóteses utilizadas no seu desenvolvimento (MONTGO-

MERY; RUNGER, 2003). Ainda assume-se que os resíduos de regressão possuem

média zero, variância constante e distribuição normal. Para verificar o atendimento

à estas condições é realizada a análise de resíduos:

• verificação visual se os resíduos estão aleatoriamente distribuídos em torno do

zero. Caso exista alguma tendência, é um indicativo de que o modelo proposto

não consegue descrever plenamente o comportamento dos dados;

• teste de hipóteses para avaliar se a média do resíduo é zero;

• teste de hipótese para verificar se não é possível rejeitar a hipótese sobre a

distribuição normal dos resíduos.

Esta ferramenta também é útil na verificação de outliers, pontos que não seguem

o mesmo comportamento da massa de dados.

Outra medida comum para avaliar a qualidade da estimação é o coeficiente de

determinação R

2. Ele é definido em Montgomery e Runger (2003) como:

R

2
= 1� SS

E

SS

T

, (2.39)
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em que SS

E

é o somatório quadrático dos resíduos (
NE

X

i=1

(y

e

i

� y

m

i

)

2) e SS

T

é a soma

dos quadrados totais corrigida (
NE

X

i=1

(y

e

i

� y)

2). Para modelos com mais de uma

variável de saída é calculado um R

2 para cada uma delas.

O uso de R

2 deve ser cauteloso, pois quanto maior o número de parâmetros,

menor o SS

E

e, consequentemente, maior o R

2. Conforme afirma Montgomery e

Runger (2003) é difícil avaliar, a partir do R

2, quando a adição de parâmetros inclui

uma informação útil no modelo. Por isso, é preferível o uso do R

2
ajustado

:

R

2
ajustado

= 1� SS

E

/ (NE �NP )

SS

T

/ (NE � 1)

, (2.40)

Neste caso, apesar do SS

E

ser reduzido com a adição de parâmetros, o termo

(NE �NP ) também diminui. Assim, para haver um aumento no valor do R

2
ajustado

o parâmetro adicionado precisa reduzir o SS

E

significativamente, de forma a reduzir

o valor do termo SS

E

/ (NE �NP ).

É importante destacar que valores elevados deste coeficiente não implicam em

um melhor modelo, principalmente em modelos não lineares.

Também é recomendado utilizar a região de abrangência gerada pela Equa-

ção (2.37) como critério para avaliar a adequabilidade da estimação. Uma com-

paração entre a região elíptica, definida pela Equação (2.35), e a região de verossi-

milhança também deve sempre ser executada. Um indicativo de que os parâmetros

não seguem uma distribuição normal, é quando a região de verossimilhança tem uma

forma diferente da elíptica.

Schwaab e Pinto (2007) indicam outras métricas para avaliar a qualidade do

ajuste. Para a função objetivo WLS, Equações (2.23) e (2.24), é possível executar um

teste baseado na distribuição �

2, no qual o valor da função objetivo deve estar entre

os limites máximo e mínimo da mesma, dado uma probabilidade de abrangência.

Neste ponto, caso o valor da função objetivo seja maior do que o limite máximo,

o modelo não é capaz de explicar os dados experimentais (incerteza na predição

são significativamente maiores), caso contrário, o modelo reproduz os dados muito

melhor do que o esperado - sendo um cenário incompatível, visto que o modelo não

pode ser melhor do que os dados utilizados.
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Outra ferramenta é a observação do gráfico da grandeza de saída calculada em

função da grandeza de saída experimental, incluindo o intervalo de abrangência de

cada ponto (SCHWAAB; PINTO, 2007). É esperado que o gráfico siga a forma de

uma linha reta com inclinação de 45 graus.

2.3 Enxame de partículas

2.3.1 Algoritmos

Segundo Khare e Rangnekar (2013) o enxame de partículas (PSO, do inglês Parti-

cle Swarm Optimization) é um importante algoritmo para solução de problemas de

otimização em diversas áreas, desde a medicina à engenharia, devido à sua adapta-

bilidade. É um algoritmo capaz de resolver um problema de otimização com mais

de uma função objetivo, com restrição, entre outros. Este método foi inicialmente

proposto por Kennedy e Eberhart (1995), cuja proposta era simular um comporta-

mento social simplificado, descrevendo graficamente a coreografia de um bando de

pássaros.

Quando utilizado como um algoritmo de otimização, ele é baseado em partículas

(i) caracterizadas pela sua posição ({) (possíveis valores para as variáveis de deci-

são) e velocidade1 (⌫) . Cada variável de decisão é entendida como uma dimensão

(d) do problema de otimização. O primeiro algoritmo de PSO proposto seguia as

seguintes equações para atualização da posição e velocidade ao longo das iterações

(k) (KENNEDY; EBERHART, 1995):

{k

i,d

={k�1
i,d

+ ⌫

k

i,d

, (2.41)

⌫

k

i,d

=⌫

k�1
i,d

+ c1 · r1 ·
�

pbest

i,d

� {k�1
i,d

�

+ c2 · r2 ·
�

gbest

d

� {k�1
i,d

�

, (2.42)

em que {k

i,d

representa a posição da partícula i na dimensão d na iteração k; ⌫

k

i,d

representa a velocidade da partícula i na dimensão d na iteração k; c1 e c2 são coefi-

cientes de aceleração associados ao componente cognitivo e social, respectivamente;

r1 e r2 representam diferentes números aleatórios entre 0 e 1; pbest
i,d

é posição que
1o termo velocidade foi utilizado por comumente estar presente na literatura. Este pode ser

entendido como uma variação na posição da partícula ao longo das iterações/gerações.
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possui o menor valor da função objetivo (fitness2) para a partícula i na dimensão

d; e gbest

d

é a posição que possui o menor valor da função objetivo dentre todas as

partículas do enxame na dimensão d.

Ratnaweera, Halgamuge e Watson (2004) afirmam que o primeiro termo da Equa-

ção (2.42) fornece momentum às partículas. Enquanto o segundo é um termo de

cognição e o terceiro o social, pois pbest

i,d

é de “conhecimento” restrito à partícula

i e gbest

d

é conhecido por todo o enxame (KENNEDY, 1997).

Exclusivo ao conceito de PSO é o potencial de “voar” sobre possíveis soluções

no espaço d-dimensional em busca de melhores soluções (KENNEDY; EBERHART,

1995). O algoritmo está respaldado em cinco princípios básicos da inteligência do en-

xame propostos por Millonas (1994 apud KENNEDY; EBERHART, 1995, p. 1946):

1. princípio da proximidade: a população deve ser capaz de executar cálculos

simples no espaço e no tempo;

2. princípio da qualidade: a população deve ser capaz de responder a fatores de

qualidade do ambiente;

3. princípio da resposta diversa: a população não deve executar atividades em

faixas de busca estreitas;

4. princípio da estabilidade: a população não deve mudar seu comportamento a

cada mudança do ambiente;

5. princípio da adaptabilidade: a população deve ser capaz de modificar seu

comportamento, quando o custo computacional é válido.

Conforme indica Kennedy e Eberhart (1995) o enxame atende a todos estes

princípios, visto que a população responde aos fatores de qualidade pbest e gbest.

A alocação dos mesmos garante a resposta diversa. A estabilidade e adaptabilidade

são garantidas dado a mudança do comportamento da população apenas quando

gbest se altera.

Posteriormente, Eberhart e Kennedy (1995) comentam sobre a necessidade de

limitar a velocidade das partículas para algum valor máximo, V

max

. Enquanto,
2é comum em trabalhos o uso do termo fitness para se referir ao valor da função objetivo
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Shi e Eberhart (1998) modificam a expressão da velocidade, Equação (2.42), para

introduzir o peso de inércia w, então:

⌫

k

i,d

=w · ⌫k�1
i,d

+ c1 · r1 ·
�

pbest

i,d

� {k�1
i,d

�

+ c2 · r2 ·
�

gbest

d

� {k�1
i,d

�

. (2.43)

O peso de inércia w realiza um balanço entre a habilidade de busca local e global

do algoritmo (SHI; EBERHART, 1998). Para estes autores, este peso pode ser uma

constante positiva ou uma função positiva das iterações, seja ela linear ou não-linear.

Uma função linear para descrever w é dada por:

w = (w

inicial

� w

final

) · maxiter � i

maxiter

+ w

final

, (2.44)

em que w

inicial

e w

final

são os valores inicial e final do peso de inércia e maxiter é

o número máximo de iterações. O algoritmo deve iniciar com valores altos para

w, visando a uma busca global no início das iterações, e ao final valores menores,

forçando o algoritmo a uma busca local.

Por outra linha, Clerc (1999) propõe o uso do constriction factor para garantir

a convergência do algoritmo. Este método envolve a multiplicação da velocidade

das partículas, Equação (2.42), por uma constante , função dos coeficientes de

aceleração:

⌫

k

i,d

= ·
⇥

⌫

k�1
i,d

+ c1 · r1 ·
�

pbest

i,d

� {k�1
i,d

�

+ c2 · r2 ·
�

gbest

d

� {k�1
i,d

�⇤

, (2.45)

 =

2

�

�

�

2� ��
p

�

2 � 4 · �
�

�

�

, � = c1 + c2, � > 4. (2.46)

Entretanto, este método pode ser entendido como um caso especial do algoritmo

com peso de inércia w (EBERHART; SHI, 2000).

Eberhart e Shi (2001) propõem uma variação aleatória do peso de inércia na

aplicação a sistemas dinâmicos, pois não é possível prever quando será necessário

uma busca global ou uma busca local. A variação de w será dada por:

w = 0,5 +

r3

2,0

, (2.47)

em que r3 é um número aleatório entre 0 e 1.
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Um algoritmo generalizado para o PSO é apresentado pela Figura 2.6. O uso

deste algoritmo genérico associado aos diferentes equacionamentos geram diferentes

versões do PSO, por exemplo:

• SPSO (do inglês, Standard Particle Swarm Optimizer): acoplamento das Equa-

ções (2.41) e (2.42). Uso fator de inércia constante e igual a 1 e constantes de

aceleração fixas;

• PSO-WL (do inglês, Linear Time-Varying inercia Weight Particle Swarm Op-

timizer): acoplamento das Equações (2.41), (2.43) e (2.44). Uso de constantes

de aceleração fixas;

• PSO-WR (do inglês, Random Time-Varying Inertia Weight Particle Swarm

Optimizer): acoplamento das Equações (2.41), (2.43) e (2.47).

As versões do algoritmo supracitadas, baseadas em pbest

i,d

(responsável pela

busca local) e gbest

d

(responsável pela busca global), são intituladas como GBEST

por Eberhart e Kennedy (1995). Os autores também propõem um algoritmo no

qual as partículas teriam conhecimento apenas sobre seus vizinhos mais próximos,

chamada de versão LBEST. Esta versão é mais resistente a mínimos locais, devido

a um maior espalhamento de grupos de partículas, as quais exploram diferentes

regiões. No entanto, a versão GBEST necessita de um menor número de iterações

para convergir. Neste trabalho será utilizado a versão GBEST.

O equacionamento dos algoritmos de PSO apresentados possuem duas caracte-

rísticas: (i) a habilidade de encontrar o ponto ótimo é fraca, quando comparado a

outros algoritmos evolucionários, devido a falta de diversidade ao final da busca; (ii)

a seleção dos parâmetros do algoritmo é um ponto-chave para determinar a solu-

ção ótima precisa e efetiva. Com base nestes argumentos, Ratnaweera, Halgamuge

e Watson (2004) propõem alterar o tratamento dos coeficientes de aceleração na

equação da velocidade:

c1 = (c1final

� c1inicial

) · i

maxiter

+ c1inicial

, (2.48)

c2 = (c2final

� c2inicial

) · i

maxiter

+ c2inicial

. (2.49)

em que c1inicial

e c1final

são os valores inicial e final do coeficiente de aceleração asso-
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Figura 2.6: Fluxograma de algoritmo genérico para o enxame de partículas.
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Fonte: Adaptado de Eberhart e Kennedy (1995) e Ratnaweera, Halgamuge e Watson (2004).

ciado ao termo cognitivo; e c2inicial

e c2final

são os valores inicial e final do coeficiente

de aceleração associado ao termo social.

Segundo os autores, em métodos de otimização baseados em população é dese-

jável que os indivíduos, neste caso as partículas, vasculhem todo o espaço de busca,

sem aglomerar-se ao redor do ponto ótimo. No entanto, durante as últimas iterações

é muito importante garantir a convergência para o ponto ótimo. Dessa forma, c1
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é reduzido e c2 é acrescido, visando a reduzir o componente cognitivo e aumentar

o componente social. É sugerido o uso deste método com o PSO-WL, formando

o PSO-WL-CL (do inglês, Linear Time-Varying Inercia Weight with Time-Varying

Acceleration Coefficients Particle Swarm Optimizer).

Xu (2013), também buscando um balanço entre a busca global e local do al-

goritmo, propõe um método de ajuste dinâmico do fator de inércia. Este objetiva

ao controle do perfil de velocidade média do enxame a um comportamento ideal,

Figura 2.7.

Figura 2.7: Diagrama esquemático da velocidade ideal das partículas.

Fim da busca

iterações

velocidade ideal

Fonte: adaptado de Xu (2013).

Neste algoritmo, a velocidade ideal (⌫
ideal

) é dada por:

⌫

k

ideal

=⌫

inicio

·
1 + cos

⇣

k·3,14
k

end

⌘

2

, (2.50)

⌫

inicio

=

({
max

� {
min

)

2

, (2.51)

k

end

=0,95 ·maxiter, (2.52)

em que ⌫

k

ideal

é a velocidade média ideal para o enxame, ⌫
inicio

é a velocidade mé-

dia ideal de início do algoritmo, k

end

corresponde a 95% do número máximo de

interações, {
max

e {
min

são os limites máximo e mínimo de busca.

O fator de inércia (w) é atualizado seguindo:

w

k+1
=max

�

w

k ��w,w

min

�

, (2.53)

ou
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w

k+1
=min

�

w

k

+�w,w

max

�

, (2.54)

em que w
min

e w
max

são os limites inferior e superior para o peso de inércia. A Equa-

ção (2.53) é utilizada quando a velocidade média do exame é superior à velocidade

ideal (⌫k

media

> ⌫

k+1
ideal

), caso contrário faz-se uso da Equação (2.54).

Ao acoplamento das Equações (2.41), (2.43), (2.53) e (2.54) com o algoritmo

descrito pela Figura 2.6, impondo fixas as constantes de aceleração, dará-se nome

de PSO-WA (do inglês, Adaptive Time-Varying Inertia Weight Particle Swarm Op-

timizer).

Ratnaweera, Halgamuge e Watson (2004) propõem outra estrutura para o algo-

ritmo de PSO, intitulado de Self-Organizing Particle Swarm Optimizer ou HPSO.

Este algoritmo modificado fornece momentum às partículas sem a presença do pri-

meiro termo na Equação (2.43). A equação da velocidade proposta é:

⌫

k

i,d

= c1 · r1 ·
�

pbest

i,d

� {k�1
i,d

�

+ c2 · r2 ·
�

gbest

d

� {k�1
i,d

�

(2.55)

Haverá mudanças no loop interno da Figura 2.6, após definição de gbest. O HPSO

está focado no comportamento da partícula, e a nova estrutura é apresentada pela

Figura 2.8. Para compensar a retirada da inércia das partículas, o algoritmo reinicia

suas velocidades, através de V

reinit

, quando esta atinge o zero.

Acoplando a este algoritmo a variação linear dos coeficientes de aceleração, dará-

se o nome de HPSO-CL (do inglês, Linear Time-Varying Acceleration Coefficients

Self-Organizing Particle Swarm Optimizer). Os autores concluem que este método

é superior ao PSO-WL e PSO-WR, na obtenção do ponto ótimo, para as funções de

benchmark avaliadas.

Em desenvolvimento mais recente, Li et al. (2014) propõe um termo adicional,

além de pbest e gbest, para determinar o movimento das partículas: uma posição

ponderada pelas melhores posições encontradas pelo algoritmo. Este termo adicio-

nal, guiará as partículas em melhores direções na busca do ponto ótimo.

Conforme aponta Khare e Rangnekar (2013), o PSO possui a desvantagem de

possuir convergência prematura, as partículas dependem umas das outras para de-

terminar o ponto ótimo. Muitos desenvolvimentos são feitos para combinar o PSO

com outros algoritmos. Um exemplo de trabalho nesta linha é Liu, Yan e Wang
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Figura 2.8: Loop interno do algoritmo HPSO para o enxame de partículasa.
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aEste diagrama substitui aquele da Figura 2.6, no que tange ao cálculo das características das
partículas após a definição de gbest.
Fonte: Adaptado de Ratnaweera, Halgamuge e Watson (2004).

(2014), os quais propõem a inclusão do algoritmo Simplex modificado, baseado em

Nelder e Mead (1965), nas etapas finas do algoritmo de enxame de partículas.

2.3.2 Seleção de parâmetros do algoritmo

Zhang et al. (2009) afirmam que muitos fatores influenciam na performance do PSO,

como: tamanho da população, restrição de velocidade (V
max

), peso de inércia (w),

coeficientes de aceleração (c1 e c2), entre outros. Além disso, afirma que a maioria

dos estudos envolvendo PSO são empíricos.

Em relação ao tamanho do enxame, Eberhart (2001) afirma ser dependente do

problema e aponta o uso entre 20 e 50 partículas.

Shi e Eberhart (1998) apontam que o fator de inércia no SPSO terá mais chances

de encontrar o ponto ótimo se 0,9 6 w 6 1,2. Para valores altos de w, o algoritmo

realiza um busca mais global sendo menos dependente da população inicial (busca

novas áreas), enquanto para valores pequenos, realiza uma busca local. Os coeficien-
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tes de aceleração são sintonizados para 2, visando ao balanceamento entre os termos

cognitivo e social para o mesmo peso 1 (KENNEDY; EBERHART, 1995). Eberhart

(2001) comenta que a velocidade máxima das partículas é um importante fator no

algoritmo e, como regra de ouro, ela pode ser mantida no limite máximo para cada

dimensão d. Além disto, afirma que, caso o constriction factor seja utilizado, e 

possuir valor de 0,729, os coeficientes de aceleração c1 e c2 serão 1,49.

No PSO-WA, Xu (2013) utiliza como parâmetros: w
max

de 0,9, w
min

de 0,3, �w

de 0,1, c1 e c2 iguais a 1,49.

Para a variação linear dos coeficientes de aceleração, Ratnaweera, Halgamuge e

Watson (2004) sugerem o uso de c1inicial

de 2,5 e c1final

de 0,5, enquanto c2inicial

será

0,5 e c2final

2,5. Estes autores indicam que, se o HPSO for utilizado, a velocidade de

reinício (V
reinit

) pode ser ajustada para decrescer linearmente durante as iterações

de V

max

até 10% deste valor.
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Capítulo 3

Materiais e métodos

Este capítulo trata sobre a apresentação dos métodos utilizados no procedimento de

estimação de parâmetros, na criação da região de abrangência e no estudo de caso

sobre equilíbrio líquido-vapor. Neste contexto, este capítulo é dividido em quatro

macro etapas:

1. desenvolvimento de uma rotina computacional, em linguagem Pythonr, para

estimação de parâmetros com o uso da função objetivo WLS, representada

pela Equação (2.24);

2. criação de um algoritmo para definição clara dos contornos da região de abran-

gência dos parâmetros, através de uma adaptação do algoritmo de PSO;

3. implementação de um procedimento para estimação de parâmetros focado na

construção mais detalhada da região de abrangência;

4. realização de estudo de caso: avaliação das regiões de abrangência para os

parâmetros de interação do modelo UNIQUAC (PRAUSNITZ et al., 1980) na

descrição do equilíbrio líquido-vapor de diferentes misturas.

3.1 Etapa 1: desenvolvimento de algoritmo para es-

timação de parâmetros em Pythonr

No Capítulo 2, a função objetivo WLS foi apresentada como um método estatisti-

camente consistente para determinar uma estimativa para os parâmetros, além de

sua matriz de covariância e região de abrangência.
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O algoritmo implementado em Pythonr foi dividido em etapas distintas e inter-

dependentes, visando a abranger desde a obtenção do ponto ótimo até a avaliação

da adequabilidade da estimação. As etapas estão descritas como segue:

1. resolução do problema de otimização: solução do problema de otimização

apresentado pela Equação (2.24), obtendo como solução ✓̂. O tratamento desta

etapa possui as seguintes características:

(a) uso do PSO, em diferentes versões, como método de solução do problema

de otimização. O Quadro 3.1 apresenta as versões deste algoritmo de

otimização;

Quadro 3.1: Versões do algoritmo de enxame de partículas.

Sigla Equações Algoritmo Referência

SPSO (2.41), (2.43), com w,
c1 e c2 constantes Figura 2.6 (SHI; EBERHART,

1998)

PSO-WL-CL (2.41), (2.43), (2.47),
(2.48) e (2.49) Figura 2.6

(RATNAWEERA; HAL-
GAMUGE; WATSON,
2004)

PSO-WA
(2.41), (2.43), (2.53),
(2.54), com c1 e c2

constantes
Figura 2.6 (XU, 2013)

HPSO-CL (2.55), (2.48) e (2.49) Figuras 2.6
e 2.8

(RATNAWEERA; HAL-
GAMUGE; WATSON,
2004)

Fonte: próprio autor.

(b) desenvolvimento de uma estrutura, para algoritmo de PSO, capaz de exe-

cutar os cálculos em paralelo. Esta necessidade surge do alto número de

avaliações da função objetivo e, consequentemente, do modelo, conforme

aponta Schwaab (2005).

O framework de Thread do Pythonr e programação orientada a objetos

foram as principais ferramentas para construção desta estrutura. A prin-

cipal característica alcançada é a execução simultânea de cada partícula

do algoritmo (loop interno da Figura 2.6), a cada iteração.

(c) manutenção dos históricos das posições e das avaliações da função obje-

tivo (fitness) de todas as partículas em todas as iterações, visando tanto

a criação da região de abrangência dos parâmetros como a representação

gráfica da função objetivo;
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(d) criação da representação gráfica tridimensional da função objetivo em

função dos parâmetros, utilizando o histórico das posições e da função

objetivo de todas as partículas.

2. avaliação da matriz de covariância dos parâmetros: uso da Equa-

ção (2.27) para criação da matriz de covariância dos parâmetros.

3. criação da região de abrangência dos parâmetros: representação gráfica

dos conjuntos de parâmetros que atendem ao critério da Equação (2.37). Esta

é a região de verossimilhança.

A região elíptica é também representada, conforme Equação (2.35), fazendo

uso da matriz de covariância dos parâmetros.

4. análise da adequação da estimação de parâmetros: implementação de

indicadores para avaliar a qualidade do procedimento de estimação de parâ-

metros utilizado. Dentre eles: a análise de resíduos, gráfico das variáveis expe-

rimentais em função das calculadas e interpretação da região de abrangência

dos parâmetros.

A Figura 3.1 apresenta um diagrama detalhando as interdependências entre as

etapas descritas anteriormente.

3.2 Etapa 2: algoritmo para definição dos contornos

da região de abrangência

O algoritmo de PSO, geralmente, concentra as posições das partículas (valores dos

parâmetros) em vizinhanças próximas ao ponto ótimo (gbest). Portanto, os locais

mais afastados podem não ser completamente preenchidos por pontos, dificultando

a visualização dos contornos da região de abrangência.

O algoritmo proposto envolve executar o PSO ao redor das posições ({) contidas

na região de abrangência, se a distância relativa de alguma dimensão (d) da mesma

ao ponto ótimo esteja acima de um certo limite (tol
dist,d

). Esta posição será definida

como o gbest fixo durante a re-execução do algoritmo de PSO.
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Figura 3.1: Diagrama de blocos do algoritmo de estimação de parâmetros proposto.
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Fonte: próprio autor.
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A Figura 3.2 apresenta o diagrama de blocos contendo o algoritmo proposto.

É importante salientar que este algoritmo é uma etapa adicional do procedimento

de estimação (Figura 3.1), caso a região de abrangência não possua contornos bem

definidos.

3.3 Etapa 3: procedimento para estimação de pa-

râmetros com foco na construção da região de

abrangência

Um procedimento para estimação de parâmetros, focado na construção da região de

abrangência com contornos bem definidos, é destacado abaixo:

1. obter os dados experimentais, com suas respectivas incertezas e correlações. É

comum considerar a covariância entre as grandezas X e Y zero (U
xy

= 0);

2. definir o modelo relacionando as grandezas;

3. definir os limites iniciais de busca dos parâmetros do modelo, com base em

conhecimento prévio do problema. Estes limites podem atuar, ou não, como

restrições do tipo caixa para o problema de otimização. Em alguns casos,

parâmetros fora destes limites são inviáveis e, portanto, esta restrição deve

estar ativa;

4. executar o algoritmo definido na Figura 3.1 da seção 3.1;

5. repetir o item 4 para diferentes algoritmos de PSO, a exemplo daqueles des-

critos pelo Quadro 3.1. Deve haver a seleção dos parâmetros dos algoritmos,

a exemplo do peso de inércia, constantes de aceleração e velocidade máxima;

objetivando a uma resposta repetitiva;

6. os limites de busca definidos inicialmente podem estar afastados do ponto

ótimo e de sua região de abrangência. Portanto para reduzir estes limites,

é sugerido utilizar a informação presente na representação gráfica da função

objetivo e da região de abrangência, visando a concentrar mais pontos em uma
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Figura 3.2: Diagrama de blocos do algoritmo para definição dos contornos da região de abrangência.
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Fonte: próprio autor.
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menor região e melhor descrevê-la (apresentar uma região com contornos bem

definidos). Repetir a partir do item 4 até os resultados estarem coerentes;

7. caso a região de abrangência não possua contornos bem definidos, faz-se neces-

sário utilizar o algoritmo para melhoria deste contorno descrito na Figura 3.2

(seção 3.2);

8. realizar análise para verificar a adequabilidade do procedimento de estimação,

conforme detalhado na seção 2.2.6.

3.4 Estudo de caso: equilíbrio líquido-vapor

3.4.1 Modelagem

O estudo de caso a ser avaliado será a estimação dos parâmetros de interação binária

✓12 e ✓21 do modelo UNIQUAC (PRAUSNITZ et al., 1980), na descrição do equi-

líbrio líquido-vapor de misturas, utilizando a abordagem � � �. Nesta abordagem,

o coeficiente de atividade (�) será calculado pelo referido modelo UNIQUAC e o

coeficiente de fugacidade da fase vapor (�V ) pela equação do VIRIAL, associada à

correlação de Hayden e O’Connell (1975).

O modelo UNIQUAC é descrito pelo seguinte conjunto de equações (PRAUS-

NITZ et al., 1980):
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UNIQUAC e ✓

ij

são os parâmetros de interação binária dos componentes i e j na

mistura.

Assume-se que todos os ✓

ii

são zero, consequentemente, para misturas binárias

há dois parâmetros de interação binária a serem estimados: ✓12 e ✓21. O restante

dos parâmetros do UNIQUAC foram obtidos de Prausnitz et al. (1980).

O conjunto de equações do VIRIAL é detalhado no Apêndice D.

Por fim, o equilíbrio líquido-vapor deve satisfazer a:

f
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= f
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(3.2)
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em que f

V

i

e f

L

i

é a fugacidade do componente i na fase vapor e líquida; y

compi

é a composição do componente i na fase vapor; �

V

i

é o coeficiente de fugacidade

do componente i na fase vapor; �sat

i

é o coeficiente de fugacidade nas condições de

saturação; P é a pressão total do sistema; P sat

i

é a pressão de vapor (função somente

da temperatura T ).

Foi assumido que o fator de correção de point é aproximadamente 1 e não irá

influenciar significantemente os resultados, dado que as pressões aqui utilizadas são

baixas a moderadas (SMITH; NESS; ABBOTT, 2004).

O Apêndice D detalhará o equacionamento do equilíbrio líquido-vapor e os algo-

ritmos para cálculo do ponto de bolha e orvalho.

3.4.2 Dados experimentais

As referências utilizadas para obtenção dos dados experimentais e as temperaturas

utilizadas neste estudo são apresentados pela Tabela 3.1.

3.4.3 Método

Um algoritmo de Bolha P foi utilizado como “modelo” para realizar a estimação.

Neste, as grandezas de entrada (x) foram: a temperatura da mistura e a composição

da fase líquida; e as grandezas de saída (y) foram: a pressão total do sistema e a

composição da fase vapor. O procedimento para estimação foi aquele apresentado

pela seção 3.3, utilizando como função objetivo a WLS, Equação (2.24).
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Tabela 3.1: Banco de dados experimentais.

N. Componente 1 Componente 2 Referências Temperaturaa

/ K

Quan-
tidade

de dados

Misturas apolar-polar

1 Benzeno n-Propanol
(KURIHARA;
UCHIYAMA;
KOJIMA, 1997)

323,15
333,15

26
34

2 Ciclohexano n-Propanol
(KURIHARA;
UCHIYAMA;
KOJIMA, 1997)

323,15
333,15

26
30

3 n-Butano Metanol (COURTIAL et al.,
2009)

323,22
373,19
403.13

11
13
11

Misturas polar-polar

4 Etanol 2-Butanona (NARASIGADU et
al., 2013)

383,3
398,1
413,2

9
8

11

5 Etanol Acetona
(CAMPBELL;
WILSAK; THO-
DOS, 1987)

372,7
397,7
422,6

9
11
10

6 Metanol 2-Butanona (NARASIGADU et
al., 2013)

383,3
398,1
413,2

10
7
9

7 Metanol Acetona
(WILSAK; CAMP-
BELL; THODOS,
1986)

372,8
397,7
422,6

12
9

10
Misturas apolar-apolar

8 Benzeno Ciclohexano
(KURIHARA;
UCHIYAMA;
KOJIMA, 1997)

323,15
333,15

35
36

9 Propano isoButano
(KAYUKAWA;
FUJII; HIGASHI,
2005)

280,0
300,0

5
7

a respeita-se a quantidade de casas decimais de cada referência.
Fonte: próprio autor.

Para validação dos parâmetros obtidos, além dos gráficos comuns em estimação,

foi realizado um cálculo de Orvalho P. Esta etapa visa a avaliar se o conjunto de

parâmetros estimados, baseado no ponto de bolha, é capaz de descrever o ponto de

orvalho.
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3.5 Materiais

Para o desenvolvimento deste trabalho os seguintes materiais foram necessários:

• acesso ao Portal Periódico da Capes para obtenção das referências, sendo pos-

sível através da Universidade Federal da Bahia (www.periodicos.capes.gov.

br);

• computador Intelr Xeonr com 2,40 GHz e 4Gb de memória RAM, disponi-

bilizado pelo GI-UFBA (Grupo de Pesquisa em Incerteza da UFBA, www.gi.

ufba.br);

• versão 2.7 do software Pythonr (disponível em www.python.org), associado

aos módulos Scipy (JONES et al., 2001) e Matplotlib (HUNTER, 2007).
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Capítulo 4

Resultados e discussão

Os resultados estão divididos em três conjuntos:

1. descrição da função Rosenbrook pelo enxame de partículas: esta seção

visa a discutir sobre a capacidade de diferentes algoritmos de PSO de criar

representação gráfica da função de Rosenbrook;

2. estimação de parâmetros do modelo UNIQUAC: seção voltada a apre-

sentação dos resultados do estudo de caso, envolvendo as regiões de abran-

gência e representação gráfica da função objetivo dos parâmetros de interação

binária do modelo UNIQUAC;

3. exame de partículas em Pythonr: seção voltada a apresentação do pro-

grama de PSO em Pythonr utilizado neste trabalho;

4.1 Descrição da função Rosenbrook pelo enxame

de partículas

Esta seção apresenta a descrição gráfica da função de Rosenbrook, detalhada pelo

Quadro 4.1, realizada pelos diferentes algoritmos de PSO, presentes no Quadro 3.1,

para um sistema bidimensional (número de dimensões D, igual a dois). Esta função

foi escolhida pois demonstra as características de cada algoritmo, tornando possível

inferir sobre seus comportamentos individuais.

Outros exemplos de funções de benchmark e suas respectivas representações grá-

ficas estão detalhadas no Apêndice E.

Os algoritmos de PSO são sensíveis à sua configuração. Dessa forma, a seleção

dos parâmetros para os mesmos foi realizada com base em seleções conhecidas da lite-
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Quadro 4.1: Função Rosenbrook.

Equação Espaço de busca Mínimo
Unimodal

f3 (x) =
D�1
X

d=1

h

100 ·
�

x

d+1 � x

2
d

�2
+ (x

d

� 1)

2
i

[�10, 10]

D

f (1) = 0

Fonte: adaptado de Zhang, Yu e Hu (2005) e Xu (2013).

ratura, ressalvando-se alguns ajustes finos, conforme Tabela 4.1. Além disso, foram

utilizados 30 partículas, 1000 iterações e as restrições para a velocidade máxima e

velocidade de reinicialização do HPSO foram assumidas como o limite superior para

cada dimensão.

Tabela 4.1: Parâmetros selecionados para os algoritmos de PSO, na avaliação da função Rosen-
brook.

Algoritmo w

inicial

w

final

c1inicial

c1final

c2inicial

c2final

SPSO 0,9 0,9 2,00 2,00 2,00 2,00
PSO-WL-CL 0,9 0,3 2,00 2,00 2,00 2,00

PSO-WA 1,1 0,2 1.49 1.49 1.49 1.49
HPSO-CL N/A N/A 2.50 0.50 0.50 2.50

Fonte: Próprio autor.

A partir das configurações supracitadas, o ponto ótimo obtido por cada algoritmo

é apresentado na Tabela 4.2. Todos os algoritmos convergiram para pontos próximos

àquele esperado, o [1,00; 1,00] (Quadro 4.1). O PSO-WL-CL, PSO-WA e HPSO-CL

obtiveram um desempenho similar, dado que os pontos de mínimo avaliados estão

próximos do esperado, o zero. No entanto, o SPSO obteve um desempenho inferior,

o menor valor da função possui uma ordem de grandeza muito superior quando

comparado aos demais.

Um melhor detalhamento sobre os diferentes indicadores de desempenho para

algoritmos de PSO estão detalhados no Apêndice F.

Tabela 4.2: Pontos ótimos avaliados para a função Rosenbrook.

Algoritmo Função objetivo Ponto ótimo
SPSO 2,21 · 10�2

[1,02; 1,05]

PSO-WL-CL 0,00 · 100 [1,00; 1,00]

PSO-WA 1,62 · 10�12
[1,00; 1,00]

HPSO-CL 8,70 · 10�15
[1,00; 1,00]

Fonte: Próprio autor.

A Figura 4.1 apresenta as representações gráficas da função de Rosenbrook. É
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notável que as partículas dos algoritmos SPSO e PSO-WA percorrem uma maior re-

gião do espaço avaliado, sendo possível determinar claramente o formato da função

através das Figuras 4.1a e 4.1c. Diferente dos anteriores, o HPSO-CL concentrou

as partículas ao redor de uma vizinhança próxima ao ponto ótimo, conforme Fi-

gura 4.1d, na qual não é possível determinar um formato para esta função.

A diferença do HPSO-CL para os demais algoritmos se deve ao fato deste não

possuir o peso de inércia w. Isto força uma rápida convergência das partículas

para gbest e o algoritmo reinicia suas velocidades continuamente, quando necessário,

durante o decorrer das iterações.

O PSO-WL-CL demonstrou um comportamento intermediário entre o HPSO e

PSO-WA, pois apesar das partículas estarem concentradas ao redor do ponto ótimo,

ainda é possível identificar uma forma para a função na Figura 4.1b.

Uma discussão mais detalhada sobre os comportamentos de cada algoritmo estão

presentes nos Apêndices E e F.

Figura 4.1: Representação gráfica da função de Rosenbrook.

(a) Representação através do SPSO. (b) Representação através do PSO-
WL-CL.

(c) Representação através do PSO-
WA.

(d) Representação através do
HPSO-CL.

Fonte: Próprio autor.
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4.1.1 Aplicação para estimação de parâmetros

Utilizar a técnica aqui descrita para criar a representação gráfica da função objetivo

agrega valor ao procedimento de estimação. Através da avaliação visual deste grá-

fico é possível identificar a presença de mínimos locais e combinações inviáveis de

parâmetros (associadas a valores elevados da função objetivo). Sendo úteis para a

redução do intervalo de busca dos parâmetros em uma vizinhança próxima ao ponto

ótimo.

Como diferentes algoritmos de PSO possuem diferentes comportamentos, cada

um será útil em diferentes etapas do procedimento de estimação de parâmetros,

descrito pela seção 3.3. Por exemplo, o PSO-WA e PSO-WL-CL, por percorrerem

melhor a função a ser minimizada, podem ser utilizados para gerar a região de abran-

gência. Em contrapartida, se necessário, o HPSO-CL é adequado para o algoritmo

de definição dos contornos desta região, seção 3.2, visto que ele concentra os pontos

ao redor de uma vizinhança de gbest.

4.2 Estimação de parâmetros do modelo UNIQUAC

Inicialmente, será destacada a mistura etanol-acetona, para os dados descritos na

Tabela 3.1, visando ao detalhamento do método de estimação de parâmetros associ-

ado ao uso da função objetivo e região de abrangência. Em sequência, os resultados

para todas as misturas da Tabela 3.1 serão apresentados, com o objetivo de destacar

a interpretação estatística da região de abrangência.

4.2.1 Mistura etanol-acetona

Os parâmetros de interação binária ✓12 e ✓21 serão estimados para cada temperatura

(372,7 K, 397,7 K e 422,6 K) do conjunto de dados, apresentado na Tabela 3.1. Para

exemplificação do método, será utilizada a temperatura de 372,7 K.

Temperatura de 372,7 K: exemplificação do procedimento de estimação

Como o conhecimento sobre este sistema é limitado, foi definido um amplo limite de

busca inicial dos parâmetros de [-2000 K; 2000 K]2, os quais abrangem os parâmetros
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estimados para outras temperaturas disponibilizados em Prausnitz et al. (1980),

apresentados na Tabela 4.3.

Tabela 4.3: Parâmetros de interação de referência para a mistura etanol e acetona do modelo
UNIQUAC.

Temperatura / K ✓ / K
305 [�119,36; 414,46]

313 [�122,61; 398,80]

321 [�131,25; 404,49]

Fonte: adaptado de Prausnitz et al. (1980).

Foram utilizados 500 iterações com os algoritmos de PSO definidos pelo Qua-

dro 3.1, com os mesmos parâmetros selecionados na Tabela 4.1. O ponto ótimo,

avaliado por cada versão do algoritmo de PSO, é mostrado pela Tabela 4.4.

É notável que o PSO-WL-CL, PSO-WA e HPSO convergem para o mesmo ponto

ótimo, sendo o SPSO o algoritmo de pior resultado. Os valores obtidos apresentam

um comportamento similar àqueles de referência, Tabela 4.3, o parâmetro ✓12 é

negativo e o ✓21 é positivo.

Tabela 4.4: Ponto ótimo para a mistura etanol e acetona, para temperatura 372,7 K e limite de
busca [-2000 K; 2000 K]2.

Algoritmo Função objetivo / adm Ponto ótimo / K
SPSO 72,32 [�134,50; 336,16]

PSO-WL-CL 70,75 [�127,74; 325,37]

PSO-WA 70,75 [�127,74; 325,37]

HPSO-CL 70,75 [�127,74; 325,37]

Fonte: Próprio autor.

Do ponto de vista da estimação, é importante avaliar a representação gráfica da

função objetivo e dos pontos pertencentes a mesma1. O PSO-WA foi escolhido para

gerar estas representações, exibidas na Figura 4.2, pois distribui os pontos no espaço

de busca, definindo os formatos destas representações, conforme discutido na seção

4.1.

Através das Figuras 4.2a e 4.2b é possível identificar que um valor positivo para

ambos os parâmetros não é viável, devido ao aumento acentuado no valor da função

objetivo nesta área. Além disso, é visível que o algoritmo percorreu toda a extensão
1Nesta etapa, não será criada a “região de abrangência”, mas um gráfico com os pontos perten-

centes à mesma. Isto porque é necessário garantir a completa definição dos contornos da região
formada para caracterizá-la como uma projeção da função de densidade de probabilidade dos pa-
râmetros.
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da função objetivo, fornecendo confiança para avaliar pontos pertencentes à região

de abrangência na Figura 4.2c. Esta evidencia que tais pontos estão contidos em uma

região muito menor do que os limites de busca definidos, para uma probabilidade de

abrangência de 95%, além de não haver outros pontos de mínimo além do destacado

pela Tabela 4.4. Estes resultados são indícios da necessidade de redução dos limites

de busca para uma área mais próxima ao ponto ótimo, com melhor detalhamento

dos pontos pertencentes à região de abrangência.

Figura 4.2: Representações gráficas da função objetivo, dos pontos pertencentes à região de abran-
gência de verossimilhança e região de abrangência elíptica para os parâmetros da mistura etanol e
acetona, na temperatura de 372,7 K e limite de busca [-2000 K; 2000 K]2. Algoritmo PSO-WA.

(a) Representação gráfica da função ob-
jetivo, PSO-WA, primeira visão.

(b) Representação gráfica da função ob-
jetivo, PSO-WA, segunda visão.

(c) Pontos pertencentes à região de
abrangência de verossimilhança (em
azul) e elíptica (em vermelho), PA =

95%, PSO-WA. Escala mantida nos li-
mites de busca.

Fonte: próprio autor.

A representação gráfica da função objetivo não é influenciada pelo ponto ótimo

encontrado, mas pelo tipo de algoritmo de PSO. No entanto, a representação gráfica

dos pontos pertencentes à região de abrangência depende da posição do ponto ótimo,

conforme indica a Equação (2.37). Portanto, foi utilizado neste trabalho estas duas

representações para balizar a redução do limite de busca, visando trabalhar em uma

52



faixa com valores mais razoáveis para o problema.

O procedimento foi repetido até a redução do limite de busca de ✓12 para o in-

tervalo [-200 K; 0 K] e ✓21 para o intervalo [100 K; 500 K]. Neste cenário, foram

realizadas 500 iterações com diferentes versões do algoritmo de PSO com os parâ-

metros selecionados conforme Tabela 4.1, exceto o peso de inércia do SPSO. Este

foi reduzido de 0,9 para 0,5, visando a evitar o flyover das partículas (sobrevoo do

ponto ótimo). A Figura 4.3 contém uma representação gráfica da função objetivo

gerada pelo algoritmo nesta condição, sobre a qual não é possível visualizar uma

forma bem definida. O ponto ótimo avaliado pelo algoritmo de PSO com este baixo

desempenho pode não ser confiável, visto que a função objetivo não teve uma grande

extensão percorrida.

Figura 4.3: Exemplo da função objetivo gerada pelo SPSO em condições de flyover.

Fonte: próprio autor.

Todos os algoritmos convergem para o ponto ótimo [-127,74 K; 325,37 K], com

fitness de 70,75, indicando que este é o ponto ótimo da função objetivo com uma

boa confiabilidade. É importante destacar que o algoritmo de SPSO em flyover não

convergiu para este ponto ótimo, ratificando a necessidade de modificar os parâme-

tros selecionados deste algoritmo. A Figura 4.4 apresenta a representação gráfica da

função objetivo e dos pontos pertencentes à região de abrangência.

As Figuras 4.4a e 4.4b mostram uma boa varredura da função objetivo pelo

algoritmo de PSO, nestes limites de busca. A Figura 4.4c indica que os limites de

busca de [-200 K; 0 K], para ✓12, e [100 K; 500 K], para ✓12, são razoáveis para este

problema, pois, diferentemente da Figura 4.2c, as escalas entre estes e a vizinhança

do ponto ótimo, avaliada pela Equação (2.37), são compatíveis .

53



Figura 4.4: Representações gráficas da função objetivo, dos pontos pertencentes à região de abran-
gência de verossimilhança e região de abrangência elíptica para os parâmetros da mistura etanol e
acetona, na temperatura de 372,7 K e limites de busca [-200 K; 0 K], [100 K; 500 K]. Algoritmo
PSO-WA.

(a) Representação gráfica da função ob-
jetivo, PSO-WA, primeira visão.

(b) Representação gráfica da função ob-
jetivo, PSO-WA, segunda visão.

(c) Pontos pertencentes à região de
abrangência de verossimilhança (em
azul) e elítica (em vermelho), PA =

95%, PSO-WA. Escala mantida nos li-
mites de busca.

(d) Pontos pertencentes à região de
abrangência de verossimilhança (em
azul) e elítica (em vermelho), PA =

95%, PSO-WA. Escala alterada para
explicitar a não definição clara dos con-
tornos.

Fonte: próprio autor.

Pela Figura 4.4d é possível identificar que apesar do PSO-WA descrever adequa-

damente a função objetivo, os contornos da região de abrangência de verossimilhança

não estão bem definidos com este número de iterações. O PSO-WA consegue descre-

ver bem o entorno do ponto ótimo, mas os trechos mais afastados contém uma menor

densidade de pontos. Portanto, visando à obtenção desta região com contornos bem

definidos, o algoritmo de definição destes contornos descrito na seção 3.2 foi utili-

zado. Na sua execução, um algoritmo de PSO é forçado a avaliar a função objetivo

em torno de um ponto fixo (gbest). Como a densidade de pontos é menor à medida

que se afasta do ponto ótimo, o valor de tol

dist,d

foi escolhido 0,5, ou seja, todo par

(✓12, ✓21), cujo elemento na dimensão d esteja a meia distância entre a dimensão d

do ponto ótimo e o ponto mais afastado, será utilizado como o gbest fixo. A vizi-
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nhança deste gbest deve ser avaliada para obter mais pontos pertencentes à região

de abrangência e, devido à esta característica, o algoritmo de HPSO foi escolhido,

pois conforme indica a Seção 4.1 e Apêndices E e F, ele concentra as partículas no

entorno deste gbest. O número de iterações avaliado foi de 20 iterações para cada

ponto satisfazendo o critério de distância.

Após melhoria dos contornos, a região de abrangência, então, é representada pela

Figura 4.5.

Figura 4.5: Região de abrangência para a mistura etanol e acetona, na temperatura de 372,7 K,
PA = 95%. Algoritmo de melhoria baseado no HPSO com 20 iterações de 30 partículas.

(a) Escala do gráfico mantida nos limi-
tes de busca.

(b) Escala do gráfico alterada para me-
lhor visualização.

Fonte: próprio autor.

Pela forma da região de abrangência é possível inferir que os parâmetros pos-

suem uma alta correlação, ou seja, existe uma dificuldade de diferir as contribuições

individuais para o modelo final (SCHWAAB; PINTO, 2007). A matriz de covari-

ância e o coeficiente de correlação, apresentados pela Tabela 4.5, confirmam a alta

correlação.

Tabela 4.5: Matriz de covariância e coeficiente de correlação para mistura etanol e acetona, tem-
peratura 372,7 K.

Matriz de covariância / K2 Coeficiente de correlação


5,0 · 101 �8,7 · 101
�8,7 · 101 1,5 · 102

�

-0,99

Fonte: próprio autor.

A qualidade do ajuste pode ser avaliada através dos gráficos da variável de saída

em função das variáveis de entrada, Figura 4.6. Esta análise foi realizada em duas

condições: (i) utilizando o modelo de ponto de bolha (o mesmo utilizado na estima-

ção dos parâmetros) e (ii) utilizando o modelo de ponto de orvalho.
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Figura 4.6: Variáveis calculadas em função das experimentais para a mistura etanol e acetona, na
temperatura 372,7 K.

(a) Pressão calculada pelo algoritmo de
ponto de bolha.

(b) Composição de etanol na fase va-
por calculada pelo algoritmo de ponto
de bolha.

(c) Pressão calculada pelo algoritmo de
ponto de orvalho.

(d) Composição de etanol na fase lí-
quida calculada pelo algoritmo de ponto
de orvalho.

Fonte: próprio autor.

Na primeira condição, apresentada pelas Figuras 4.6a e 4.6b, nota-se que houve

uma adequação dos valores preditos aos dados experimentais, visto que o compor-

tamento dos pontos se aproxima de uma reta com inclinação de 45�. Nestas figuras,

apesar do sistema ser multivariável foi utilizado a abordagem do tipo caixa para

descrição dos intervalos de abrangência das variáveis de saída, por questões de vi-

sualização. Estes intervalos foram construídos com um fator de abrangência de 2,

conforme recomendado pelo BIPM et al. (2008a).

Na segunda abordagem, o modelo utilizado é diferente daquele da estimação e,

mesmo assim, conforme Figuras 4.6c e 4.6d, houve uma boa aproximação entre o

modelo e os dados experimentais. Associado a isto, o procedimento resultou em uma

região de abrangência para os parâmetros compatível com a hipótese de normalidade,

assumida no desenvolvimento da função objetivo. Este conjunto de fatores indicam

que os parâmetros estimados são estatisticamente consistentes e, portanto, é possível
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comparar conjuntos de parâmetros obtidos em outras temperaturas.

Temperaturas de 397,7 K e 422,6 K: interpretação dos resultados

O procedimento de estimação, detalhado anteriormente, foi repetido para as tempe-

raturas de 397,7 K e 422,6 K, indicadas na Tabela 3.1. O algoritmo de otimização

utilizado foi o PSO-WA com 500 iterações 30 partículas, com limite de busca inicial

de [-2 000 K; 2 000 K] reduzido gradativamente. O algoritmo utilizado na defini-

ção dos contornos da região de abrangência foi o HPSO-CL com 30 partículas e 20

iterações.

A Figura 4.7 apresenta o resultado obtido para as regiões de abrangência, neste

é possível identificar três condições:

• para esta mistura, o procedimento utilizado é coerente, visto que os parâmetros

apresentaram uma região de abrangência próxima a do elipsoide para todas

as temperaturas avaliadas. Dessa forma, não se pode descartar a hipótese de

que a distribuição dos parâmetros seja normal;

• através da avaliação conjunta das regiões de verossimilhança não se pode des-

cartar a hipótese de que os parâmetros são estatisticamente correlacionados

com a temperatura, visto que suas regiões de abrangência não se sobrepõem,

para uma probabilidade de abrangência de 95%;

• as regiões apresentam os parâmetros com altos coeficientes correlação, de-

monstrado pela inclinação dos elipsoides em relação aos eixos. A Tabela 4.6

apresenta a matriz de covariância e coeficientes de correlação para os parâme-

tros nas temperaturas de 397,7 K e 422,6 K.

Um importante aspecto é que os intervalos de abrangência dos parâmetros, proje-

ções das regiões de abrangência nos eixos coordenados, se sobrepõem na Figura 4.7.

No entanto, como ✓12 e ✓21 possuem uma correlação alta para todas as temperaturas

(maiores do que 0,99, em módulo, conforme Tabelas 4.5 e 4.6) não se pode distin-

guir claramente o impacto de cada parâmetro separadamente no modelo e, portanto,

deve-se avaliar sua região de abrangência e não seus intervalos separadamente.

A comparação da predição do modelo em relação ao dados experimentais é rea-

lizada na seção 4.2.3.
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Figura 4.7: Regiões de abrangência dos parâmetros para a mistura etanol e acetona, temperaturas
de 372,7 K, 397,7 K e 422,6 K, PA = 95%. Algoritmo de otimização utilizado PSO-WA e algoritmo
para definição dos contornos HPSO-CL.

Fonte: próprio autor.

Tabela 4.6: Matriz de covariância e coeficiente de correlação para mistura etanol e acetona, tem-
peraturas de 397,7 K e 422,6 K.

Temperatura / K Matriz de covariância / K2 Coeficiente de correlação

397,7


3,1 · 101 �4,7 · 101
�4,7 · 101 7,4 · 101

�

-1,00

422,6


2,6 · 101 �3,7 · 101
�3,7 · 101 5,3 · 101

�

-1,00

Fonte: próprio autor.

4.2.2 Outras misturas

Para melhor visualização dos resultados, as misturas binárias da Tabela 3.1 foram

divididas em três categorias: apolar-polar (números 1, 2 e 3); polar-polar (números

4, 6 e 7) e apolar-apolar (números 8 e 9). A mistura de número 5, etanol e acetona,

foi tratada anteriormente.

Representação gráfica da função objetivo

Os parâmetros de cada mistura em cada temperatura foram avaliados através do

procedimento descrito pela seção 3.3 e exemplificado anteriormente na seção 4.2.1:

1. inicialmente, foi utilizando um limite de busca amplo [-2 000 K; 2 000 K]2.

Diferentes algoritmos de PSO foram executados com 30 partículas e 500 ite-

rações, exceto para a mistura 4 (etanol-2butanona), na qual foram necessárias

600 iterações. O limite de busca foi reduzido gradualmente até que os pontos

pertencentes à região de abrangência fossem claramente visíveis;
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2. para aquelas representações nas quais os pontos pertencentes à região de abran-

gência ainda não formaram um contorno definido, a exemplo da Figura 4.4d,

o algoritmo de para definição destes contornos, seção 3.2, foi utilizado baseado

em um HPSO com 20 iterações.

As representações gráficas das funções objetivo (WLS) para a primeira tempera-

tura de cada mistura, presentes na Tabela 3.1, estão apresentadas nas Figuras 4.8,

4.9 e 4.10. Estas representações foram avaliadas com o algoritmo de PSO-WA e

o ponto ótimo está destacado com uma seta vermelha. As representações para as

outras temperaturas estão disponibilizadas no Apêndice G.

É importante notar que o comportamento da função objetivo é similar para as

misturas: valores positivos para ambos os parâmetros leva a função a um ponto

de máximo. Além disso, o algoritmo de PSO-WA utilizado na etapa de otimização

percorreu toda a extensão da função objetivo, o que indica um bom desempenho.
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Figura 4.8: Representações gráficas das funções objetivo para misturas apolar-polar para as pri-
meiras temperaturas e limite de busca [-2000 K; 2000 K]2. Algoritmo PSO-WA.

(a) Mistura benzeno-npropanol, tem-
peratura 323,15 K, primeira visão.

(b) Mistura benzeno-npropanol, tem-
peratura 323,15 K, segunda visão.

(c) Mistura ciclohexano-npropanol,
temperatura 323,15 K, primeira visão.

(d) Mistura ciclohexano-npropanol,
temperatura 323,22 K, segunda visão.

(e) Mistura nbutano-metanol, tempe-
ratura 323,22 K, primeira visão.

(f) Mistura nbutano-metanol, tempera-
tura 323,22 K, segunda visão.

Fonte: próprio autor.
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Figura 4.9: Representações gráficas das funções objetivo para misturas polar-polar para as primei-
ras temperaturas e limite de busca [-2000 K; 2000 K]2. Algoritmo PSO-WA.

(a) Mistura etanol-2butanona, tempe-
ratura 383,3 K, primeira visão.

(b) Mistura etanol-2butanona, tempe-
ratura 383,3 K, segunda visão.

(c) Mistura metanol-2butanona, tem-
peratura 383,3 K, primeira visão.

(d) Mistura metanol-2butanona, tem-
peratura 383,3 K, segunda visão.

(e) Mistura metanol-acetona, tempera-
tura 372,8 K, primeira visão.

(f) Mistura metanol-acetona, tempera-
tura 372,8 K, segunda visão.

Fonte: próprio autor.
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Figura 4.10: Representações gráficas das funções objetivo para misturas apolar-apolar para as
primeiras temperaturas e limite de busca [-2000 K; 2000 K]2. Algoritmo PSO-WA.

(a) Mistura benzeno-ciclohexano, tem-
peratura 323,15 K, primeira visão.

(b) Mistura benzeno-ciclohexano, tem-
peratura 323,15 K, segunda visão.

(c) Mistura propano-isobutano, tempe-
ratura 280,0 K, primeira visão.

(d) Mistura propano-isobutano, tempe-
ratura 280,0 K, segunda visão.

Fonte: próprio autor.
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Regiões de abrangência e matriz de covariância dos parâmetros

As regiões de abrangência para cada tipo de mistura são apresentadas pelas Figuras

4.11, 4.12 e 4.13. Nestas representações os pontos coloridos são aqueles pertencentes

à região de verossimilhança, avaliada com a Equação (2.37); a elipse vermelha é a

região linearizada, avaliada com a Equação (2.35); e a indicação vermelha destaca o

ponto ótimo.

Para misturas apolar-polar, Figura 4.11, o comportamento das regiões de abran-

gência de verossimilhança é compatível com a região elíptica, ou seja, não se pode

rejeitar visualmente a hipótese de normalidade dos parâmetros. Além disso, para

95% de probabilidade de abrangência, não se pode rejeitar a hipótese de que os pa-

râmetros são dependentes da temperatura, afinal não há sobreposição destas regiões.

A Tabela 4.7 apresenta a matriz de covariância e coeficiente de correlação (⇢) para

estas misturas.

As misturas polar-polar, Figura 4.12, apresentam um comportamento similar ao

das misturas apolar-polar. No entanto, os parâmetros estão mais correlacionados,

dada a maior inclinação da região de abrangência em relação aos eixos. A compa-

ração entre os coeficiente de correlação das tabelas Tabela 4.7 e Tabela 4.8 também

indica esta maior correlação.

A mistura metanol-2-butanona apresenta um comportamento distinto. Os pa-

râmetros estimados para as temperaturas de 398,1 K e 383,3 K, para 95% de pro-

babilidade de abrangência, não podem ser considerados distintos, pois há uma so-

breposição das regiões de abrangência. Este comportamento pode ser resultado das

incertezas experimentais, responsáveis pelo comprimento das elipses, e do procedi-

mento de estimação utilizado, o qual determina a função objetivo e modelos a serem

utilizados.

Por fim, as misturas apolar-apolar mostraram dois comportamento distintos. A

mistura benzeno-ciclohexano, Figura 4.13a, apresentou resultados similares àque-

les de outras misturas tratadas anteriormente. No entanto, na mistura propano-

isobutano, Figura 4.13b, a forma da região de abrangência se distancia da elíptica,

sendo possível assumir visualmente rejeição da hipótese de normalidade para 95%

de probabilidade de abrangência. Novamente, os parâmetros mostram-se com alta

correlação, conforme indica a Tabela 4.9

63



Figura 4.11: Regiões de abrangência para misturas apolar-polar.

(a) Mistura benzeno-n-propanol. (b) Mistura ciclohexano-n-propanol.

(c) Mistura n-butano-metanol.

Fonte: próprio autor.
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Figura 4.12: Região de abrangência para misturas polar-polar.

(a) Mistura etanol-2-butanona. (b) Mistura metanol-2-butanona.

(c) Mistura metanol-acetona.

Fonte: próprio autor.

Figura 4.13: Região de abrangência de misturas apolar-apolar.

(a) Mistura benzeno-ciclohexano. (b) Mistura propano-isobutano.

Fonte: próprio autor.

Este último resultado com um comportamento diferente do comportamento de

uma PDF normal multivariada indica que ou modelo, ou procedimento de estimação,

ou conjunto de dados utilizados, podem ser inadequados para a mistura avaliada.

Em relação ao procedimento de estimação e modelo, uma proposta de melhoria

seria utilizar reconciliação de dados, Equação (2.23), fazendo-se uso dos cálculos

de ponto de bolha e orvalho simultaneamente. Em relação ao conjunto de dados
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experimentais, é possível que ele não siga uma distribuição normal multivariada,

entretanto, a pouca quantidade de pontos dificulta o teste estatístico para valida-

ção desta hipótese. Como ela foi assumida no desenvolvimento da função objetivo

WLS, Equação (2.24), faz-se necessário, para manter a coerência estatística, o de-

senvolvimento do MLE para outras hipóteses, culminando em outra função objetivo

e reinício do procedimento de estimação. Um outra alternativa é a obtenção de

novas amostras para o conjunto de dados em questão e reinício do procedimento de

estimação.

Tabela 4.7: Matriz de covariância e coeficiente de correlação para misturas apolar-polar.

Misturaa Temperatura / K Matriz de covariância / K2

Coeficiente
de correlação

1
323,15



2,5 · 100 �3,9 · 10�1

�3,9 · 10�1
7,6 · 10�2

�

-0,88

333,15


9,4 · 10�1 �1,7 · 10�1

�1,7 · 10�1
3,9 · 10�2

�

-0,91

2
323,15



6,0 · 100 �3,9 · 10�1

�3,9 · 10�1
3,7 · 10�2

�

-0,83

333,15


1,8 · 100 �1,4 · 10�1

�1,4 · 10�1
1,6 · 10�2

�

-0,86

323,22


7,8 · 102 �3,7 · 101
�3,7 · 10�1

3,7 · 100
�

-0,68

3 373,19


3,0 · 101 �3,7 · 100
�3,7 · 100 6,9 · 10�1

�

-0,79

403,13


7,4 · 100 �1,3 · 100
�1,3 · 100 3,6 · 10�1

�

-0,83

a Numeração conforme Tabela 3.1.
Fonte: próprio autor.

4.2.3 Comparação entre os dados experimentais e calculados

A comparação entre os dados experimentais e calculados pelos modelos de ponto de

bolha e ponto de orvalho, para as misturas apolar-polar, polar-polar e apolar-apolar,

é apresentada respectivamente nas Tabelas 4.10, 4.11 e 4.12. Os valores preditos pelo

modelo de ponto de bolha são consistentes com os dados experimentais para todas

as misturas avaliadas, visto que os desvios para pressão e composição do vapor são

pequenos.

Este mesmo resultado é observado para o modelo de ponto de orvalho, utili-
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Tabela 4.8: Matriz de covariância e coeficiente de correlação para misturas polar-polar.

Misturaa,bTemperatura / K Matriz de covariância / K2

Coeficiente
de correlação

383,3


4,6 · 100 �10 · 100
�10 · 100 2,4 · 101

�

-0,99

4 398,1


3,0 · 100 �6,5 · 100
�6,5 · 100 1,4 · 101

�

-1,00

413,2


1,9 · 100 �3,8 · 100
�3,8 · 100 7,4 · 100

�

-0,99

383,3


2,8 · 100 �5,8 · 100
�5,8 · 100 1,2 · 101

�

-0,99

6 398,1


2,0 · 100 �4,0 · 100
�4,0 · 100 8,1 · 100

�

-0,99

413,2


7,5 · 10�1 �1,5 · 100
�1,5 · 100 3,0 · 100

�

-0,99

372,8


8,3 · 100 �1,5 · 101
�1,5 · 10�1

2,6 · 101
�

-0,99

7 397,7


3,8 · 100 �6,5 · 100
�6,5 · 100 1,1 · 101

�

-0,99

422,6


1,3 · 100 �2,2 · 100
�2,2 · 100 3,8 · 100

�

-1,00

a Numeração conforme Tabela 3.1.
b A mistura de número 5 foi tratada na seção 4.2.1.

Fonte: próprio autor.

Tabela 4.9: Matriz de covariância e coeficiente de correlação para misturas apolar-apolar.

Misturaa Temperatura / K Matriz de covariância / K2

Coeficiente
de correlação

8
323,15



3,8 · 100 �4,1 · 100
�4,1 · 100 4,5 · 100

�

-1,00

333,15


2,7 · 100 �3,1 · 100
�3,1 · 100 3,4 · 100

�

-1,00

9
280,0



1,1 · 100 �3,2 · 100
�3,2 · 100 7,5 · 100

�

-1,00

300,0


8,6 · 10�1 �2,2 · 100
�2,2 · 100 5,8 · 100

�

-0,99

a Numeração conforme Tabela 3.1.
Fonte: próprio autor.
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zado para validação do ponto ótimo conforme procedimento apresentado pela seção

3.4.3. A mistura n-butano-metanol apresenta um comportamento peculiar para a

temperatura de 322,2 K, pois houve uma grande variação entre o valor calculado e o

experimental. Isto foi devido a alguns pontos experimentais não seguirem a tendên-

cia da massa de dados. No entanto, estes foram mantidos dada a pouca quantidade

de pontos experimentais.

A partir desta análise comparativa, as estimativas obtidas para o vetor de parâ-

metros [✓12, ✓21]T são estatisticamente consistentes, dado que suas regiões de abran-

gência de verossimilhança são próximas ao elipsoide e as predições obtidas com eles

oferecem pequenos desvios dos dados experimentais. As exceções são: a mistura

propano-isobutano e a mistura n-butano-metanol na temperatura de 322,2 K. Nes-

tes casos, as estimativas para os parâmetros não são confiáveis, sendo necessário uma

reavaliação do modelo, procedimento de estimação e dados experimentais. A estima-

ção de parâmetros pode ser realizado para um novo conjunto de dados, fazendo-se

uso de um procedimento de reconciliação de dados.

Tabela 4.10: Desvio relativo médio absoluto entre os dados experimentais e aqueles calculados pelo
modelo para misturas apolar-polar.

N. Temperatura
/ K Ponto de Bolha Ponto de Orvalho

1
323,15 �P :

�y

comp

:
0,55 %
0,44 %

�P :
�y

comp

:
0,54 %
1,6 %

333,15 �P :
�y

comp

:
0,21 %
0,28 %

�P :
�y

comp

:
0,17 %
0,79 %

2
323,15 �P :

�y

comp

:
0,30 %
0,82 %

�P :%
�y

comp

:
0,70 %
5,7 %

333,15 �P :
�y

comp

:
0,35 %
0,57 %

�P :
�y

comp

:
0,29 %
2,9 %

3

323,22 �P :
�y

comp

:
0,19 %
0,64 %

�P :
�y

comp

:
1,5 %
35 %

373,19 �P :
�y

comp

:
0,5 %
1,4 %

�P :
�y

comp

:
1,9 %
15%

403,13 �P :
�y

comp

:
1,0 %
2,6 %

�P :
�y

comp

:
1,4 %
5,0 %

Fonte: (SANTANA; KALID; COSTA, 2014).
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Tabela 4.11: Desvio relativo médio absoluto entre os dados experimentais e aqueles calculados pelo
modelo para misturas polar-polar.

N. Temperatura
/ K Ponto de Bolha Ponto de Orvalho

4

383,3 �P :
�y

comp

:
0,23 %
0,96 %

�P :
�y

comp

:
0,28 %
1,3 %

398,1 �P :
�y

comp

:
0,21 %
1,0 %

�P :
�y

comp

:
0,34 %
1,43 %

413,2 �P :
�y

comp

:
0,41 %
0,75 %

�P :
�y

comp

:
0,46 %
1,0 %

5

372,7 �P :
�y

comp

:
0,33 %
2,1 %

�P :
�y

comp

:
0,62 %
2,0 %

397,7 �P :
�y

comp

:
0,20 %
2,9 %

�P :
�y

comp

:
0,29 %
3,0 %

422,6 �P :
�y

comp

:
0,23 %
1,2 %

�P :
�y

comp

:
0,19 %
1,2 %

6

383,3 �P :
�y

comp

:
0,30 %
1,2 %

�P :
�y

comp

:
0,42 %
1,7 %

398,1 �P :
�y

comp

:
0,13 %
1,6 %

�P :
�y

comp

:
0,84 %
3,0 %

413,2 �P :
�y

comp

:
0,25 %
1,1 %

�P :
�y

comp

:
0,46 %
1,7 %

7

372,8 �P :
�y

comp

:
0,18 %
1,9 %

�P :
�y

comp

:
0,21 %
2,2 %

397,7 �P :
�y

comp

:
0,10 %
2,3 %

�P :
�y

comp

:
0,23 %
2,4 %

422,6 �P :
�y

comp

:
0,19 %
1,6 %

�P :
�y

comp

:
0,23 %
1,8 %

Fonte: (SANTANA; KALID; COSTA, 2014).

Tabela 4.12: Desvio relativo médio absoluto entre os dados experimentais e aqueles calculados pelo
modelo para misturas apolar-apolar.

N. Temperatura
/ K Ponto de Bolha Ponto de Orvalho

8
323,15 �P :

�y

comp

:
0,07 %
0,20 %

�P :
�y

comp

:
0,07 %
0,23 %

333,15 �P :
�y

comp

:
0,08 %
0,26 %

�P :
�y

comp

:
0,08 %
0,30 %

9
280,0 �P :

�y

comp

:
1,54 %
1,29 %

�P :
�y

comp

:
2,36 %
2,16 %

300,0 �P :
�y

comp

:
0,69 %
1,07 %

�P :
�y

comp

:
0,69 %
1,89 %

Fonte: (SANTANA; KALID; COSTA, 2014).
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4.3 Exame de partículas em Pythonr

O programa de enxame de partículas desenvolvido em Pythonr, com suporte ao

processamento paralelo, está disponível em github.com/ddss/PSO.
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Capítulo 5

Conclusões e sugestões de

continuidade da pesquisa

5.1 Contribuições da dissertação

A principal contribuição deste trabalho está focalizada sobre uma análise do pro-

cedimento clássico de estimação de parâmetros utilizando o enxame de partículas.

Neste contexto, a região de abrangência destaca-se como uma ferramenta para a

redução dos limites de busca dos parâmetros e como um indicador para auxiliar

na avaliação da qualidade do procedimento de estimação. Assim, ela é uma etapa

integrante da resolução do problema de otimização e da interpretação estatística

dos resultados. Além da região de abrangência, o algoritmo para melhor determinar

os seus contornos e a representação gráfica da função objetivo foram apresentados

como ferramentas complementares.

As representações gráficas das funções objetivo foram criadas a partir do algo-

ritmo de PSO, com base no histórico das partículas ao longo das iterações. Cada

versão avaliada deste algoritmo apresentou diferentes capacidades de criar esta re-

presentação. O SPSO, PSO-WL-CL e PSO-WA apresentaram bom desempenho

para descrever a função de benchmark de Rosenbrook, apesar do SPSO apresen-

tar um desempenho inferior em termos de obter o ponto ótimo. A outra versão, o

HPSO-CL, apresentou um desempenho inferior nesta descrição devido à sua carac-

terística de manter as partículas agrupadas próximas ao ponto ótimo ao longo das

iterações. O PSO-WA foi utilizado no estudo de caso e as funções objetivo mostra-

ram que o algoritmo percorreu uma grande extensão das mesmas, fornecendo boa

confiabilidade ao ponto ótimo encontrado. É importante destacar que a execução do
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PSO foi realizada com uso do processamento em paralelo, visando a reduzir o tempo

necessário para resolução do problema de otimização. O código-fonte em Pythonr

foi disponibilizado para a comunidade acadêmica.

Além de ser uma medida de desempenho do algoritmo de PSO, representar a

função objetivo graficamente agrega valor ao procedimento de estimação. Através

desta é visualmente possível identificar alguns comportamentos dos parâmetros a

serem avaliados, por exemplo, nos estudos de caso, valores positivos para os parâ-

metros de interação binária não são possíveis simultaneamente. Outra vantagem é

a definição visual do melhor limite de busca para os parâmetros em torno de uma

vizinhança do ponto ótimo.

O histórico das posições das partículas foi utilizado também para obter a região

de abrangência dos parâmetros. Na etapa de resolução do problema de otimização,

esta foi utilizada para redução dos limites de busca dos parâmetros para uma vizi-

nhança próxima a do ponto ótimo, visando a melhor determinar o ponto de mínimo

da função objetivo. Na etapa de interpretação estatística, é importante definir esta

região como uma projeção da PDF conjunta dos parâmetros e, portanto, a definição

dos seus contornos é importante. Foi identificado que o histórico das partículas,

após a otimização, pode não ser suficiente para definir tais contornos, sendo neces-

sária a execução de um algoritmo auxiliar para claramente defini-los. O principal

objetivo deste algoritmo é incluir conjuntos de parâmetros pertencentes à região

de abrangência de verossimilhança não avaliados durante a resolução do problema

de otimização. Assim, com base no comportamento social do PSO, um enxame

é forçado a avaliar a função objetivo em torno de pontos pertencentes à região de

abrangência, mas a uma certa distância do ponto ótimo. Diferentemente da etapa de

otimização, a busca neste algoritmo de melhoria deve ter caráter mais local do que

global. Portanto, escolheu-se utilizar o algoritmo de HPSO-CL, pois, pela falta do

peso de inércia, ele tende a concentrar os pontos ao redor do ponto sendo avaliado.

O resultado obtido foram regiões de abrangência de verossimilhança com contornos

bem definidos.

A estimação dos parâmetros de interação binária no modelo UNIQUAC foi inves-

tigada neste trabalho. Neste contexto, tais parâmetros foram estimados para nove

diferentes misturas em diferentes temperaturas, totalizando vinte e três casos. Des-
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tes estudos de caso, apenas na mistura propano-isobutano as regiões de abrangência

não possuem forma próxima a um elipsoide, sendo possível, visualmente, rejeitar a

hipótese de normalidade para a distribuição conjunta dos parâmetros, com 95% de

probabilidade de abrangência. Isto pode ser um indicativo da necessidade de refina-

mento do procedimento de estimação utilizado, da alteração das variáveis utilizadas

na função objetivo, da realização da reconciliação de dados, de um novo conjunto

de dados experimentais, entre outros fatores.

A correlação dos parâmetros com a temperatura pôde ser avaliada através da

não sobreposição das regiões de abrangência. Sete misturas apresentaram regiões

não sobrepostas para todas as temperaturas avaliadas, indicado a correlação com

a temperatura para 95% de probabilidade de abrangência. Por outro lado, para

duas misturas, metanol-2-butanona e propano-isobutano, não houve diferença esta-

tística entre os parâmetros avaliados nas diferentes temperaturas. Este resultado

pode ser decorrente da incerteza presente nos dados experimentais, assim como do

procedimento de estimação, dado que ele determina a função objetivo, modelo e

equacionamento da região de abrangência utilizados.

O desenvolvimento desta dissertação gerou dois artigos em Congressos:

• KALID, R.; DINIZ, D.; MATOS, F.; NERY, G. Identificação e avaliação de

estados estacionários. 7 Congresso Brasileiro de Metrologia. Ouro Preto -

MG: [s.n.], 2013. p. 1–4.

• SANTANA, D. D.; KALID, R. A.; COSTA, G. M. N. Coverage regions of uni-

quac parameters by particle swarm optimization. 7 International Conference

on Production Research. [S.l.: s.n.], 2014.

5.2 Trabalhos futuros

Neste trabalho foi utilizada a função objetivo de mínimos quadrados ponderada

pelo inverso da variância, assumindo que a incerteza das grandezas de entrada é

muito menor do que a das grandezas saída. Em trabalhos futuros é sugerido que

seja utilizado a reconciliação de dados, a qual utiliza como variáveis de decisão do

problema de otimização tanto os parâmetros quando as grandezas de entrada.
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A inferência estatística clássica, presente no desenvolvimento do equacionamento

do problema de estimação de parâmetros, assume certas hipóteses para obtenção

dos seus resultados, a saber: (i) função objetivo segue uma distribuição �

2, (ii)

região de abrangência dos parâmetros deve ser um elipsoide. Uma forma de reduzir

essas restrições e hipóteses impostas é aplicar a inferência bayesiana ao problema de

estimação de parâmetros.

Nos estudos de caso, assumiu-se como modelo de equilíbrio a equação da iso-

fugacidade, no entanto, está é uma condição necessária mas não suficiente para o

equilíbrio de fases. Para misturas afastadas do ponto crítico, esta abordagem é acei-

tável, mas à medida que se aproxima do mesmo há dificuldades de convergência com

o uso desta técnica. Neste cenário, o modelo deve ser baseado na energia livre de

Gibbs.

Os métodos de otimização utilizados foram todos baseadas somente no enxame

de partículas que, apesar de sua característica estocástica, realiza eficientemente

tanto uma busca global quando local da função objetivo. Entretanto, sozinho, este

algoritmo não garante determinar o ponto ótimo global da função, por isso neste

trabalho diferentes versões foram utilizados na etapa de solução do problema de

otimização resultante. Para melhorar o balanceamento entre a busca local e global

do algoritmo de PSO, sugere-se o uso de algoritmos híbridos, a exemplo: PSO as-

sociado ao algoritmo de Nelder-Meld modificado (LIU; YAN; WANG, 2014); PSO

associado ao recozimento simulado (WANG; LI, 2004; SADATI; ZAMANI; MAH-

DAVIAN, 2006); PSO com mutação (RATNAWEERA; HALGAMUGE; WATSON,

2004), entre outros.
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Apêndice A

Método da máxima verossimilhança

A.1 Dedução da WLS

Bard (1974) afirma que a estimação por máxima verossilhança, do inglês maximum

likelihood estimation (MLE), de um determinado vetor de parâmetros (✓), são os

valores de ✓ para os quais a distribuição conjunta das observações em função destes

parâmetros alcança seu valor máximo, desde que atenda a todas as restrições. Esta

função é definida como a likelihood (L (✓)).

Durante o procedimento de experimentação, assume-se que as condições ambi-

entais são bem controladas; os instrumentos estão conservados, devidamente cali-

brados e são adequados para as variáveis observadas; as incertezas inerentes aos

instrumentos são conhecidas; e os métodos de experimentação são bem executados

pelos operadores. Estas condições permitem afirmar que as incertezas experimentais

são mínimas e passíveis de avaliação. Neste contexto, tem-se a hipótese do expe-

rimento bem feito, ou seja, a probabilidade de encontrar os dados experimentais é

máxima (SCHWAAB; PINTO, 2007).

O conjunto de variáveis experimentais será dado por ze

=

2

4

xe

ye

3

5 e sua matriz de

covariância por U
zz

=

2

4

U
xx

U
xy

U
yx

U
yy

3

5 (SCHWAAB; PINTO, 2007). Para a obtenção

da matriz de covariância U
zz

, as avaliações do Tipo A e do Tipo B da incerteza

devem ser realizadas conforme apresenta o BIPM et al. (2008a), BIPM et al. (2008b)

e BIPM et al. (2011).

O modelo utilizado na estimação será assumido perfeito, ou seja, conforme indi-

cado por Schwaab e Pinto (2007), ze flutua em torno de zm. Dessa forma, pode-se
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admitir que a esperança dos dados experimentais são os valores preditos pelo modelo

(E [ye

] = ym). Consequentemente, na função likelihood as medidas experimentais

estarão centradas nos valores do modelo. A função likelihood é, então, representada

por:

L (✓) = p (ze|zm

,U
zz

) , (A.1)

em que p (ze|zm

,U
zz

) representada a probabilidade conjunta de encontrar os dados

experimentais dado o modelo e a matriz de covariância experimental.

É assumido que as observações de xe não influenciam nas observações de ye.

Isto é possível dada a correta execução do experimento, através de técnicas de pla-

nejamento experimental. Então, os termos U
xy

e U
yx

tornam-se matrizes nulas e a

função likelihood é representada por:

L (✓) = p (xe|xm

,U
xx

) · p (ye|ym

,U
yy

) . (A.2)

As probabilidades mostradas pela Equação (A.2) podem ser descritas por qual-
quer distribuição de probabilidade multivariada. Pela sua simplicidade, geralmente,
a distribuição gaussiana é assumida:

p (x

e|xm

,U
xx

) =

1

(2 · ⇡)
NE·NX

2 · |U
xx

| 12
· exp



�1

2

· (xe � x

m

)

T ·U�1
xx

· (xe � x

m

)

�

, (A.3)

p (y

e|ym

,U
yy

) =

1

(2 · ⇡)
NE·NY

2 · |U
yy

| 12
· exp



�1

2

· (ye � y

m

)

T ·U�1
yy

· (ye � y

m

)

�

. (A.4)

Substituindo as Equações (A.3) e (A.4) em (A.2), obtém-se:

L (✓) =
1

(2 · ⇡)
NE·NX

2 · |U
xx

| 12
· exp



�1

2

· (xe � x

m

)

T ·U�1
xx

· (xe � x

m

)

�

·

1

(2 · ⇡)
NE·NY

2 · |U
yy

| 12
· exp



�1

2

· (ye � y

m

)

T ·U�1
yy

· (ye � y

m

)

�

. (A.5)

O MLE envolve obter os valores dos elementos do vetor ✓ que maximizam a

Equação (A.5). No entanto, uma conversão usual é utilizar o lnL (✓) ao invés de

L (✓). Usualmente, a construção logarítmica é mais simples de tratar e, como esta

é uma função monotônica crescente, o valor do ponto ótimo (✓̂) não é alterado

(BARD, 1974). Por isso, aplica-se o logaritmo natural na Equação (A.5):
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lnL (✓) = ln

(

1

(2 · ⇡)
NE·NX

2 · |U
xx

| 12
· exp



�1

2

· (xe � x

m

)

T ·U�1
xx

· (xe � x

m

)

�

)

+

ln

(

1

(2 · ⇡)
NE·NY

2 · |U
yy

| 12
· exp



�1

2

· (ye � y

m

)

T ·U�1
yy

· (ye � y

m

)

�

)

(A.6)

lnL (✓) = ln

(

1

(2 · ⇡)
NE·NX

2 · |U
xx

| 12

)

+ ln

⇢

exp



�1

2

· (xe � x

m

)

T ·U�1
xx

· (xe � x

m

)

��

+

ln

(

1

(2 · ⇡)
NE·NY

2 · |U
yy

| 12

)

+ ln

⇢

exp



�1

2

· (ye � y

m

)

T ·U�1
yy

· (ye � y

m

)

��

. (A.7)

Os termos constantes não influenciam o ponto ótimo de ✓, apenas transladam o

valor de L (✓). Assim, estes podem ser desconsiderados:

lnL (✓) = ln

⇢

exp



�1

2

· (xe � xm

)

T ·U�1
xx

· (xe � xm

)

��

+

ln

⇢

exp



�1

2

· (ye � ym

)

T ·U�1
yy

· (ye � ym

)

��

. (A.8)

Após simplificações, obtém-se:

lnL (✓) =



�1

2

· (xe � xm

)

T ·U�1
xx

· (xe � xm

)

�

+



�1

2

· (ye � ym

)

T ·U�1
yy

· (ye � ym

)

�

. (A.9)

Assim, o MLE envolve a maximização do lnL (✓) descrito pela Equação (A.9).

No entanto, é mais comum a minimização da função � lnL (✓), sendo o procedimento

de MLE resumido por:

min

✓
(xe � xm

)

T ·U�1
xx

· (xe � xm

) + (ye � ym

)

T ·U�1
yy

· (ye � ym

)

sujeito a: (A.10)

ym

= g (✓,xm

) .

Durante o procedimento experimental, as grandezas de entrada podem ser melhor

controladas e melhor conhecidas. Portanto, é possível assumir que a variância dos

pontos experimentais desta grandeza seja muito menor do que na grandeza de saída.
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Esta consideração simplifica a função objetivo a ser minimizada para:

min

✓
(ye � ym

)

T ·U�1
yy

· (ye � ym

)

sujeito a: (A.11)

ym

= g (✓,xe

) .

A.2 Solução para modelos lineares

Para modelos lineares é possível resolver a Equação (A.11) analiticamente, obtendo

uma expressão para o vetor de parâmetros. De maneira geral, modelos lineares

podem ser representados por:

y = X · ✓, (A.12)

em que y é um vetor contendo as variáveis dependentes, X é uma matriz das

variáveis independentes e ✓ o vetor de parâmetros.

Substituindo a Equação (A.12) na Equação (A.11), a função objetivo pode ser

reescrita como:

� (✓) = (ye �X · ✓)T ·U�1
yy

· (ye �X · ✓) ,

=

⇣

ye

T � ✓T ·XT

⌘

·U�1
yy

· (ye �X · ✓) ,

=

⇣

ye

T ·U�1
yy

� ✓T ·XT ·U�1
yy

⌘

· (ye �X · ✓) ,

=ye

T ·U�1
yy

· ye � ye

T ·U�1
yy

·X · ✓ � ✓T ·XT ·U�1
yy

· ye

+ ✓T ·XT ·U�1
yy

·X · ✓. (A.13)

No ponto ótimo da função objetivo, a sua primeira derivada é zero. Logo:

@�

@✓
=0�XT ·U�1

yy

· y �XT ·U�1
yy

· y + 2 ·XT ·U�1
yy

·X · ✓. (A.14)

Um detalhamento sobre derivada de escalares em relação a vetores está detalhada

no Apêndice C.
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Igualando a zero a Equação (A.14) e resolvendo para ✓:

✓̂ =

�

XT ·U�1
yy

·X
��1 ·XT ·U�1

yy

· y. (A.15)

Esta é a solução analítica da melhor estimativa dos parâmetros para modelos

lineares, utilizando como função objetivo a WLS.

A.3 Solução para modelos não lineares

A solução apresentada pela Equação (A.15) para a estimava dos parâmetros é válida

apenas para modelos lineares nos parâmetros. A solução para modelos não-lineares

deve utilizar um método de otimização para solução do problema de otimização

apresentado pelas Equações (A.10) ou (A.11).
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Apêndice B

Matriz de covariância dos parâmetros

B.1 Introdução

Bard (1974) apresenta um método para cálculo da matriz de covariância dos parâ-

metros, baseado em uma estimativa irrestrita ✓̂ para o ponto ótimo de uma função

objetivo �. Nesta seção esta função será representada como � (✓,y), visto que de-

pende do valor dos parâmetros assim como dos dados experimentais.

A minimização de uma função objetivo impõe que no ponto ótimo a relação seja

válida:
@�

⇣

✓̂,y
⌘

@✓
= 0. (B.1)

Supondo um pequena alteração nos dados y+�y, então a estimativa seria alterada

para ✓̂ + �✓̂. É possível assumir que a relação (B.1) ainda seja válida, visto que os

desvios impostos são pequenos, então:

@�

⇣

✓̂ + �✓̂,y + �y
⌘

@✓
= 0. (B.2)

Aproximando a Equação (B.2) por uma Série de Taylor truncada no termo de

primeira derivada:

@�

⇣

✓̂ + �✓̂,y + �y
⌘

@✓
⇡ @

ˆ

�

@✓
+

@

2
ˆ

�

@✓2 · �✓̂ +

@

2
ˆ

�

@✓@y
· �y ⇡ 0, (B.3)

em que ˆ

� representa �

⇣

✓̂,y
⌘

, ou seja, o valor da função objetivo no ponto ótimo,

para evitar excesso de notação.

De acordo com a Equação (B.1), o termo
@

ˆ

�

@✓
é um vetor nulo por representar
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o ponto ótimo da função objetivo. O termo
@

2
ˆ

�

@✓2 é a matriz simétrica Hessiana

avaliada no ponto ótimo, sendo representada por Ĥ . Então, é possível reescrever a

Equação (B.3) como:

Ĥ · �✓̂ +

@

2
ˆ

�

@✓@y
· �y ⇡ 0. (B.4)

Dessa forma, uma pequena variação do ponto ótimo, �✓̂, pode ser representada

por:

�✓̂ ⇡ �Ĥ
�1 · @

2
ˆ

�

@✓@y
· �y. (B.5)

Aplicando a Equação (B.5) na definição de variância, tem-se:

U
✓✓

=E
h

�✓̂ · �✓̂T

i

,

=E

2

4Ĥ
�1 · @

2
ˆ

�

@✓@y
· �y ·

 

Ĥ
�1 · @

2
ˆ

�

@✓@y
· �y

!

T

3

5

,

=E

2

4Ĥ
�1 · @

2
ˆ

�

@✓@y
· �y · �yT ·

 

@

2
ˆ

�

@✓@y

!

T

· Ĥ�1

3

5

,

=Ĥ
�1 ·

 

@

2
ˆ

�

@✓@y

!

· E
⇥

�y · �yT

⇤

·
 

@

2
ˆ

�

@✓@y

!

T

· Ĥ�1
,

=Ĥ
�1 ·

 

@

2
ˆ

�

@✓@y

!

·U
yy

·
 

@

2
ˆ

�

@✓@y

!

T

· Ĥ�1
. (B.6)

De acordo com Bard (1974) a Equação (B.6) é valida para qualquer função

objetivo, tendo ela base estatística ou não.

B.2 Matriz de covariância para a estimativa obtida

da WLS

Bard (1974) apresenta aproximações para a matriz Hessiana ( H ) e
@

2
�

@✓@Y
, válidas

para funções objetivo obtidas pelo MLE sob hipótese de normalidade e matriz de co-

variância dos dados experimentais (U
yy

) conhecida (a exemplo da Equação (A.11)):

H ⇡ 2 · ST ·U�1
yy

· S, (B.7)

@

2
�

@✓@Y
⇡ 2 · ST ·U�1

yy

, (B.8)
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em que ST é a matriz de sensibilidade do modelo em relação aos parâmetros.

É importante destacar que a Equação (B.8) é válida para modelos explícitos

(ym

= g (xe

,✓)) e que ST pode ser avaliada como
@g (xe

,✓)

@✓
, de forma similar às

Equações (2.9) e (2.10).

Schwaab e Pinto (2007) reforçam o uso destas equações quando os desvios entre

os dados experimentais e modelo são pequenos e flutuam aleatoriamente em torno

de zero.

Com as aproximações descritas pelas Equações (B.7) e (B.8), é possível reescrever

a Equação (B.6):

U
✓✓

⇡Ĥ
�1 ·

⇣

2 · ŜT ·U�1
yy

⌘

·U
yy

·
⇣

2 · ŜT ·U�1
yy

⌘

T

· Ĥ�1
,

⇡Ĥ
�1 ·

⇣

2 · ŜT ·U�1
yy

⌘

·U
yy

·U�1
yy

· Ŝ · 2 · Ĥ�1
,

⇡Ĥ
�1 · 4 · ŜT ·U�1

yy

· Ŝ · Ĥ�1
,

⇡Ĥ
�1 · 2 · Ĥ · Ĥ�1

,

⇡2 · Ĥ�1
. (B.9)

Substituindo a expressão para a matriz Hessiana, definida pela Equação (B.7),

em (B.9):

U
✓✓

⇡
⇣

Ŝ
T ·U�1

yy

· Ŝ
⌘�1

. (B.10)

B.2.1 Modelos lineares

Conforme apresentado pelo Apêndice A, a estimativa obtida pela Equação (A.15)

para os parâmetros proveniente da função WLS para modelo lineares é analítica.

É possível determinar a matriz de covariância dos parâmetros, considerando uma

perturbação no ponto ótimo:

�✓ = ✓1 � ✓2 =
�

XT ·U�1
yy

·X
��1 ·XT ·U�1

yy

· (y1 � y2) . (B.11)
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Aplicando o conceito de variância, tem-se:

U
✓✓

=E
⇥

�✓ ·�✓

T

⇤

,

=E
n

�

XT ·U�1
yy

·X
��1 ·XT ·U�1

yy

· (�y) ·
h

�

XT ·U�1
yy

·X
��1 ·XT ·U�1

yy

· (�y)
i

T

�

,

=

�

XT ·U�1
yy

·X
��1 ·XT ·U�1

yy

· E
n

(�y) · (�y)T
o

·
�

U�1
yy

�

T ·X ·
h

�

XT ·U�1
yy

·X
��1
i

T

,

=

�

XT ·U�1
yy

·X
��1 ·XT ·U�1

yy

·U
yy

·U�1
yy

·X ·
h

�

XT ·U�1
yy

·X
��1
i

T

,

=

�

XT ·U�1
yy

·X
��1 ·XT ·U�1

yy

·X ·
h

�

XT ·U�1
yy

·X
��1
i

T

,

=

�

XT ·U�1
yy

·X
��1

. (B.12)

Diferente da expressão para matriz de covariância obtida pela Equação (B.10),

a Equação (B.12) é obtida através de desenvolvimento analítico e, portanto, exata.
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Apêndice C

Derivada matricial

C.1 Introdução

A obtenção da expressão para a melhor estimativa dos parâmetros em modelos

lineares, Equação (A.15), necessita da derivada da função objetivo (um escalar) em

relação ao vetor de parâmetros. Um resumo sobre a derivada matricial é apresentado

no Quadro C.1.

Quadro C.1: Resumo sobre derivada matricial.

Expressão Tipo Característica Elementos
@↵

@a
Escalar em relação a vetor vetor

✓

@↵

@a

◆

i

=

@↵

@a

i

@↵

@A
Escalar em relação a matriz matriz

✓

@↵

@A

◆

ij

=

@↵

@A

ij

@a

@↵

Vetor em relação a escalar vetor
✓

@a

@↵

◆

i

=

@a

i

@↵

@a

@b
Vetor em relação a vetor matriz

✓

@a

@b

◆

ij

=

@a

i

@b

j

@a

@↵

Matriz em relação a escalar vetor
✓

@a

@↵

◆

i

=

@a

i

@↵

@A

@↵

Vetor em relação a vetor matriz
✓

@A

@↵

◆

ij

=

@A

i

@↵

Fonte: Adaptado de Bard (1974).

C.2 Método

Bard (1974) apresenta um método prático para o cálculo de derivadas matriciais,

descrito abaixo:

1. escrever a expressão a ser derivada em forma de somatório com índices k,l,m,n;
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2. remover o termo sendo derivado do somatório e substituir seus índices originais

por i, caso seja um vetor, ou i e j caso seja uma matriz. Esta expressão será

um elemento genérico da derivada;

3. organizar a expressão para que i esteja no primeiro termo e j no último termo;

4. verificar se o produto é conforme. Observar necessidade de matrizes ou vetores

transpostos (dependendo da posição dos índices).

C.3 Exemplo

Tomando, por exemplo, o desenvolvimento da expressão
@�

@✓
para modelos lineares,

a partir da Equação (A.13) para �:

� (✓) = ye

T ·U�1
yy

· ye

| {z }

⌧

�ye

T ·U�1
yy

·X · ✓
| {z }

↵

�✓T ·XT ·U�1
yy

· ye

| {z }

�

+✓T ·XT ·U�1
yy

·X · ✓
| {z }

�

(A.13)

@�

@✓
=

@⌧

@✓
� @↵

@✓
� @�

@✓
+

@�

@✓
(C.1)

• Para o primeiro termo (⌧ = ye

T ·U�1
yy

· ye) da Equação (C.1), tem-se:

@⌧

@✓
=

@ye

T ·U�1
yy

· ye

@✓
= 0. (C.2)

Dado que ⌧ é independente dos parâmetros, sua derivada em relação aos mes-

mos é zero.

• Para o segundo termo (↵ = ye

T ·U�1
yy

·X · ✓) da Equação (C.1), tem-se:

@↵

@✓
=

@

�

ye

T ·U�1
yy

·X · ✓
�

@✓
, (C.3)

– escrever a expressão sob a forma de somatório:

↵ =

X

m,n,l

y

e

m

· U�1
yy

m,n

·X
n,l

· ✓
l

, (C.4)
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– remover ✓

l

do somatório e substituir o índice l por i:

@↵

@✓

i

=

X

m,n,i

y

e

m

· U�1
yy

m,n

·X
n,i

, (C.5)

– organizar a expressão para levar o termo de índice i à primeira posição:

@↵

@✓

i

=

X

m,n,i

X

n,i

· ye

m

· U�1
yy

m,n

, (C.6)

– para o produto ser conforme a seguinte modificação deve ser realizada:

@↵

@✓

i

=

X

m,n,i

X

n,i

· U�1
yy

m,n

· ye

m

, (C.7)

Os índices de X estão invertidos, afinal o índice i deveria estar na primeira

posição, indicando que esta matriz está transposta. Além disso, a matriz

U

�1
yy

é simétrica, ou seja, U�1
yy

m,n

= U

�1
yy

n,m

. Portanto,

@↵

@✓
= XT ·U�1

yy

· ye

m

. (C.8)

• Para o terceiro termo (� = ✓T ·XT ·U�1
yy

· ye) da Equação (C.1), tem-se:

@�

@✓
=

@

�

✓T ·XT ·U�1
yy

· ye

�

@✓
, (C.9)

– escrever a expressão sob a forma de somatório:

� =

X

m,n,l

✓

m

·X
n,m

· U�1
yy

n,l

· ye

l

(C.10)

Os índices da matriz X estão invertidos, pois a matriz está transposta,

– remover ✓

m

do somatório e substituir o índice m por i:

@�

@✓

i

=

X

i,n,l

X

n,i

· U�1
yy

n,l

· ye

l

, (C.11)
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como não há outras modificações a serem realizadas, tem-se:

@�

@✓
= XT ·U�1

yy

· ye

. (C.12)

• Para o quarto termo (� = ✓T ·XT ·U�1
yy

·X · ✓) da Equação (C.1), tem-se:

@�

@✓
=

@

�

✓T ·XT ·U�1
yy

·X · ✓
�

@✓
(C.13)

– escrever a expressão sob a forma de somatório:

� =

X

m,n,l,k

✓

m

·X
n,m

· U�1
yy

n,l

·X
l,k

· ✓
k

, (C.14)

Os índices da primeira matriz X estão invertidos, pois a matriz está

transposta,

– como ✓ está presente duas vezes na expressão, faz-se necessário duplicar

o somatório. No primeiro, ✓
m

será removido e, no segundo, ✓
k

, havendo

substituições dos respectivos índices para i:

@�

@✓

i

=

X

i,n,l,k

X

n,i

· U�1
yy

n,l

·X
l,k

· ✓
k

+

X

m,n,l,i

✓

m

·X
n,m

· U�1
yy

n,l

·X
l,i

, (C.15)

– no primeiro somatório o termo com índice i é o primeiro, então não há

modificações a serem realizadas. No entanto, é necessário organizar o

segundo somatório para transladar o termo com o índice i para a primeira

posição:

@�

@✓

i

=

X

i,n,l,k

X

n,i

· U�1
yy

n,l

·X
l,k

· ✓
k

+

X

m,n,l,i

X

l,i

· U�1
yy

n,l

·X
n,m

· ✓
m

, (C.16)

e, portanto,
@�

@✓
= 2 ·XT ·U�1

yy

·X · ✓. (C.17)

Assim, substituindo as Equações (C.2), (C.8), (C.12) e (C.17) em (C.1), é possível

reescrevê-la para obter a Equação (A.14):

@�

@✓
= 0�XT ·U�1

yy

· y �XT ·U�1
yy

· y + 2 ·XT ·U�1
yy

·X · ✓. (A.14)
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Outros exemplos de cálculos de derivadas podem ser encontrados em Bard (1974).
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Apêndice D

Equilíbrio líquido-vapor

D.1 Introdução

Duas fases estão no equilíbrio termodinâmico quando suas temperaturas e potenciais

químicos são iguais. No entanto, em engenharia, é comum o uso da fugacidade, uma

propriedade derivada do potencial químico, cujo significado está associado a uma

“pressão termodinâmica” (PRAUSNITZ et al., 1980). Então, no equilíbrio:

f

V

i

= f

L

i

, (D.1)

em que f

V

i

é a fugacidade do componente i na fase vapor e f

L

i

é a fugacidade do

componente i na fase líquida.

Segundo Prausnitz et al. (1980), as relações entre a fugacidade e propriedades

físicas passíveis de medição experimental são dadas pelo coeficiente de fugacidade �

e o coeficiente de atividade � (para uma certa pressão de referência P

r), definidos

por:

�

i

=

f

V

i

y

compi
· P , (D.2)

�

(P r)
i

=

f

L

i

x

compi
· f 0L

i

, (D.3)

em que y

compi
é a composição do componente i na fase vapor, x

compi
é a composição

do componente i na fase líquida, P é a pressão do sistema e f

0L
i

é a fugacidade do

componente i puro na temperatura de mistura em uma pressão de referência P

r.
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Para componentes condensáveis, f 0L
i

pode ser obtido por:

f

0L
i

= P

sat

i

· �sat

i

· exp
 

Z

P

r

P

sat

i

v

L

i

R · T · dP
!

, (D.4)

em que v

L

i

é o volume molar do componente i puro na temperatura T , P sat

i

é a sua

pressão de saturação e �

sat

i

o coeficiente de fugacidade nas condições de saturação.

O �

sat

i

pode ser determinado por:

lim

x

compi!1,P!P

sat

i

�

i

= �

sat

i

. (D.5)

Na Equação (D.4) o termo integral é uma correção da fugacidade com relação a

pressão. Neste caso, este termo está corrigindo a fugacidade calculada nas condições

de saturação, para aquela a uma pressão P

r.

De maneira geral, o coeficiente de atividade é uma função da pressão. A conver-

são deste para diferentes pressões é realizada através da expressão:

�

(P )
i

= �

(P r)
i

· exp
✓

Z

P

P

r

v

L

i

R · T · dP
◆

, (D.6)

em que v

L

i

é o volume parcial molar do componente i na fase líquida.
Substituindo as Equações (D.2), (D.3), (D.4) e (D.6) em (D.1), tem-se:

�

i

· y
compi

· P =�

(P r)
i

· x
compi

· f0L
i

· exp
 

Z

P

P

r

v

L

i

R · T · dP
!

, (D.7)

�

i

· y
compi

· P =�

(P r)
i

· x
compi

· P sat

i

· �sat

i

· exp
 

Z

P

r

P

sat
i

v

L

i

R · T · dP
!

| {z }

f

0L
i

· exp
 

Z

P

P

r

v

L

i

R · T · dP
!

. (D.8)

Quando a pressão do sistema é baixa e as condições de mistura estão afastadas

da condição crítica, os coeficientes de atividade são essencialmente independentes

da pressão. Nestas condições, é uma prática comum definir a pressão de referência

como a pressão de saturação de cada componente. Assim haverá uma pressão de

referência diferente para cada componente (PRAUSNITZ et al., 1980). Neste caso,
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a Equação (D.8) pode ser alterada para:

�

i

· y
compi

· P = �

i

· x
compi

· P sat

i

· �sat

i

| {z }

f

0L
i

· exp
✓

Z

P

P

r

v

L

i

R · T · dP
◆

, (D.9)

Para pressões baixas a moderadas, o fator de Poynting, termo exponencial na

Equação (D.9), é muito próximo de 1 e insere um erro negligenciável (SMITH; NESS;

ABBOTT, 2004).

Com estas considerações, a descrição do equilíbrio líquido-vapor será dada por:

�

i

· y
compi

· P = �

i

· x
compi

· P sat

i

· �sat

i

. (D.10)

Esta abordagem é conhecida como �-�, sendo necessário modelos diferentes para

cálculo destes coeficientes. Uma outra abordagem é a �-�, na qual um coeficiente

de fugacidade descreve o comportamento na fase vapor e outro na fase líquida. A

vantagem deste é o uso de um mesmo modelo (equação de estado) para descrever

o comportamento destas fases. Um detalhamento sobre esta abordagem, aplicada a

petróleo, pode ser encontrado em Pedersen e Christensen (2007).

D.2 Coeficiente de fugacidade

O coeficiente de fugacidade pode ser calculado por diversas equações, como por

exemplo: Peng-Robinson (PENG; ROBINSON, 1976) e Soave–Redlich–Kwong (RE-

DLICH; KWONG, 1949). Um detalhamento sobre o uso destas equações para cal-

cular �

V está presente em Pedersen e Christensen (2007).

Outra equação é a do Virial, a qual é uma aproximação em série de potência do

fator de compressibilidade de misturas, conforme apresentado por Prausnitz et al.

(1980):

z = 1 +

B

V

+

C

V

2
. . . , (D.11)

em que z é o fator de compressibilidade, B é o segundo coeficiente do Virial e C

é o terceiro coeficiente do Virial. Geralmente, pouco se conhece sobre este último

coeficiente, visto que há uma restrição de dados para ordens mais elevadas. Portanto,

a expressão é truncada no segundo termo. Esta simplificação restringe o uso desta
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expressão para densidades de mistura menores do que metade da densidade crítica.

O coeficiente de fugacidade obtido da equação do Virial pode ser calculado atra-

vés de (PRAUSNITZ et al., 1980):

ln

�

�

V

i

�

=

 

2 ·
X

j

y

compj
· B

ij

� B

!

· P

R · T , (D.12a)

B =

X

i

X

j

y

compi
· y

compj
· B

ij

, (D.12b)

B

ij

= g (T ) , (D.12c)

em que �

V

i

é a coeficiente de fugacidade do componente i na fase vapor da mistura,

y

compi
é sua composição, B é o segundo coeficiente do virial, B

ij

são os componentes

individuais do segundo coeficiente do virial, P é a pressão do sistema, R é a constante

dos gases ideais e T é a temperatura. Os componentes individuais do segundo

coeficiente do Virial, B
ij

, são calculados através de correlações, a exemplo de Hayden

e O’Connell (1975) e Stein e Miller (1980).

D.3 Coeficiente de atividade

O coeficiente de atividade pode ser calculado com o auxílio dos modelos: Wil-

son (WILSON, 1964), Van Laar (REID; PRAUSNITZ; POLING, 1987), Margu-

les 2 sufixos (REID; PRAUSNITZ; POLING, 1987), Margules 3 sufixos (REID;

PRAUSNITZ; POLING, 1987), NRTL (RENON; PRAUSNITZ, 1968) e UNIQUAC

(ABRAMS; PRAUSNITZ, 1975). Os quatro primeiros modelos consideram que há

uma distribuição homogênea dos componentes na fase líquida, enquanto os dois

últimos utilizam o conceito de composição local. Neste conceito, as atrações en-

tre os componentes da mistura resultam em uma distribuição não homogênea dos

componentes na fase líquida.

O modelo UNIQUAC é apresentado aqui com uma correção para sistemas con-

tendo água e álcoois, conforme apresentado por Prausnitz et al. (1980):
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ln (�

i

) = ln

✓

�

i

x

compi

◆

+

⇣

z

2

⌘

· q
i

· ln
✓

⇥

i

�

i

◆

+

+ l

i

� �

i

x

compi

·
X

j

x

compj
· l

j

� q

0
i

· ln
 

X

j

⇥

0
j

· ⌧
ji

!

+

+ q

0
i

� q

0
i

·
X

j

⇥

0
j

· ⌧
ij

P

k

⇥

0
k

· ⌧
kj

, (D.13)

�

i

=

m

i

· x
compi

P

j

m

j

· x
compj

, ⇥

i

=

q

i

· x
compi

P

j

q

j

· x
compj

, ⇥

0
i

=

q

0
i

· x
compi

P

j

q

0
j

· x
compj

,

l

j

=

z

2

· (r
j

� q

j

)� (r

j

� 1) , ⌧

ij

= exp

✓

�✓

ij

T

◆

,

em que �

i

é o coeficiente de atividade do componente i na fase líquida da mistura;

x

compi
é sua composição; T é a temperatura; m

i

, q
i

, q0
i

são parâmetros do UNIQUAC

e ✓

ij

são os parâmetros de interação dos componentes i e j na mistura. O parâmetro

q

0 é ajustado empiricamente para uma variedade de misturas contendo água e álcoois.

Os valores para os parâmetros deste modelo são apresentados por Prausnitz et al.

(1980)

D.4 Pressão de vapor do componente puro

A pressão de vapor é, geralmente, obtida através de correlações ajustadas a dados

experimentais, sendo uma função da temperatura. O presente trabalho utilizou as

correlações propostas por Reid, Prausnitz e Poling (1987).

Outras propostas de correlações são propostas por Sanjari (2013).

D.5 Ponto de Bolha e Orvalho

D.5.1 Bolha P

No Ponto de Bolha P objetiva-se ao cálculo da pressão total do sistema e da com-

posição da fase vapor, conhecendo-se a temperatura e composição da fase líquida.

Com base na Equação (D.10), a composição do componente i na fase vapor é dada
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por:

y

compi
=

�

i

· x
compi

· P sat

i

· �sat

i

�

i

· P . (D.14)

Como o
NC

X

i=1

y

compi
= 1, é possível determinar uma expressão para a pressão do

sistema:

P =

NC

X

i=1

�

i

· x
compi

· P sat

i

· �sat

i

�

i

(D.15)

O algoritmo para cálculo do Bolha P é apresentado pela Figura D.1.

D.5.2 Orvalho P

No ponto de Orvalho P objetiva-se ao cálculo da pressão total do sistema e da

composição da fase líquida, conhecendo-se a temperatura e composição da fase vapor.

Com base na Equação (D.10), a composição do componente i na fase líquida é dada

por:

x

compi
=

�

i

· y
i

· P
�

i

· P sat

i

· �sat

i

. (D.16)

E como no ponto de orvalho
NC

X

i=1

x

compi
= 1, a expressão para cálculo da pressão

do sistema pode ser avaliada como:

P =

1

P

NC

i=1
�i·ycompi

�i·P sat

i ·�sat

i

(D.17)

O algoritmo para cálculo do Orvalho P é apresentado pela Figura D.2.

100



Figura D.1: Algoritmo para cálculo do Ponto de Bolha P.

Ler T , x
compi

Calcular P

sat

i

,�sat

i

�

i

= 1

Calcular P

Equação (D.15)
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compi
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Seção D.3

Calcular �

i

Seção D.2

Calcular P

Equação (D.15) �P 6 tol

P

Não

Início
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Sim

Fonte: adaptado de Smith, Ness e Abbott (2004).
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Figura D.2: Algoritmo para cálculo do Ponto de Orvalho P.
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Fonte: adaptado de Smith, Ness e Abbott (2004).
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Apêndice E

Representação gráfica de funções de

benchmark através do enxame de

partículas

E.1 Introdução

O objetivo deste apêndice é destacar as principais características dos algoritmos de

PSO, utilizando como ferramenta a descrição de funções objetivo de benchmark.

Os algoritmos comparados são apresentados pelo Quadro 3.1: SPSO, PSO-WL-CL,

PSO-WA, e HPSO-CL.

O Quadro E.1 apresenta funções de benchmark encontradas na literatura para

testar algoritmos de enxame de partículas. Estas funções são dividias em duas

classes, unimodais e multimodais, para demonstrar a capacidade do algoritmo em

diferentes cenários. A função unimodal Rosenbrook foi contemplada na seção 4.1 e

não foi incluída neste Apêndice.

Para facilitar a interpretação dos gráficos e explicar as principais diferenças, será

tratado um caso bidimensional para todas as funções de benchmark.

E.2 Seleção dos algoritmos de otimização e seus pa-

râmetros

Foram realizadas 1000 iterações com 30 partículas, para todos os algoritmos, com

parâmetros selecionados segundo a Tabela E.1. Nestas condições, todos os algorit-

mos encontraram os pontos ótimos destacados pelo Quadro E.1.
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Quadro E.1: Funções de benchmark.

Nome Equação Espaço de buscaa Mínimo
Unimodal

Exponencial f1 (x) = � exp

 

�0,5 ·
D

X

d=1

x

2
d

!

[�1, 1]

D

f1 (0) = �1

Multimodal

Rastrigin
f5 (x) =
D

X

d=1

⇥

x

2
d

� 10 · cos (2 · 3,14 · x
d

) + 1

⇤

[�5.12, 5.12]

D

f5 (0) = 0

Shaffer’s f6
f4 (x) = 0,5+

+

sin

p

x

2
1 + x

2
2

2
� 0,5

(1,0 + 0,001 · (x2
1 + x

2
2))

2

[�100, 100]

2
f4 (0) = 0

Ackley

f6 (x) =

�20 · exp

0

@�0,2

v

u

u

t

1

D

·
D

X

d=1

x

2
d

1

A

+

� exp

 

1

D

·
D

X

d=1

cos (2 · 3,14 · x
d

)

!

+

+20 + e

[�32,32]

D

f5 (0) = 0

a Na notação dos espaços de busca, o índice D representa a quantidade de dimensões do pro-
blema.

Fonte: adaptado de Zhang, Yu e Hu (2005) e Xu (2013).

Tabela E.1: Parâmetros selecionados para os algoritmos de PSO, na avaliação das funções de
benchmark.

Algoritmo w

inicial

w

final

c1inicial

c1final

c2inicial

c2final

SPSO 0,9 0,9 2,00 2,00 2,00 2,00
PSO-WL-CL 0,9 0,3 2,00 2,00 2,00 2,00

PSO-WA 1,1 0,2 1.49 1.49 1.49 1.49
HPSO-CL N/A N/A 2.50 0.50 0.50 2.50

Fonte: próprio autor.

E.3 Representações gráficas

As Figuras E.1 a E.4 apresentam as representações das funções Exponencial, Ras-

trigin, Shaffer’s f6 e Ackley para os diferentes algoritmos, respectivamente.

Para as funções Exponencial e Rastrigin, representadas pelas Figuras E.1 e E.2,

o HPSO-CL não conseguiu descrever claramente suas formas e contornos, concen-

trando os pontos ao redor do ponto ótimo (Figuras E.1d e E.2d). Enquanto que os

outros algoritmos descrevem bem o comportamento destas funções.

Por outro lado, as funções Shaffer’s f6 e Ackley, representadas pelas Figuras E.3

e E.4, foram bem descritas por todos os algoritmos de PSO. No entanto, o PSO-

WA avaliou um excessivo número de pontos na seção superior da função Ackley,
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Figura E.1: Representação gráfica da função Exponencial.

(a) Representação através do SPSO. (b) Representação através do PSO-
WL-CL.

(c) Representação através do PSO-
WA.

(d) representação através do HPSO-
CL.

Fonte: próprio autor.

dificultando a interpretação da Figura E.4c.

Com base nestas observações, para descrição destas funções, o SPSO e PSO-WA

são os algoritmos com maior destaque, dado que percorreram regiões da superfície

distantes e próximas ao ponto ótimo de maneira balanceada. Em relação ao SPSO,

este resultado se deve ao fato do peso de inércia e constantes de aceleração serem

fixas, ou seja, a velocidade das partículas possuem o mesmo “peso” ao longo de todas

as iterações, forçando uma busca global. No entanto, o PSO-WA manipula o peso

de inércia para controlar a velocidade média das partículas para um perfil ideal, com

maiores velocidades no começo (realizando uma busca global) e menores velocidades

no fim (realizando uma busca local), conforme representação da Figura 2.7.

Diferentemente dos anteriores, o HPSO-CL não possui peso de inércia, este rei-

nicia a velocidade das partículas quando esta iguala-se a zero. Dessa forma, o

algoritmo concentra-se no ponto ótimo e avalia um menor número de pontos nas

regiões mais afastadas do mesmo. Apesar desta característica, as representações
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Figura E.2: Representação gráfica da função Rastrigin.

(a) Representação através do SPSO. (b) Representação através do PSO-
WL-CL.

(c) Representação através do PSO-
WA.

(d) Representação através do
HPSO-CL.

Fonte: próprio autor.

gráficas das funções Shaffer’s f6 e Ackley, Figuras E.3d e E.4d, possuem uma forma

definida.

O PSO-WL-CL demonstrou um comportamento intermediário entre o PSO-WA

e HPSO-CL. Este algoritmo possui um fator de inércia linearmente decrescente ao

longo das iterações e coeficientes de aceleração também como função linear das

iterações, o componente cognitivo decrescente e o social crescente. Isto possibilita

que no início seja realizada um busca mais global, enquanto no fim uma busca mais

local. No entanto, isto não implica a aderência do perfil de velocidade a um perfil

“ideal”, como por exemplo àquele do PSO-WA (Figura 2.7). Todas as representações

avaliadas por este algoritmo, Figuras E.1b, E.2b, E.3b e E.4b, possuem um formato

bem definido.

Um detalhamento sobre indicadores de desempenho do algoritmo de PSO são

detalhados no Apêndice F.
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Figura E.3: Representação gráfica da função Shaffer’s f6.

(a) Representação através do SPSO. (b) Representação através do PSO-
WL-CL.

(c) Representação através do PSO-
WA.

(d) Representação através do
HSPO-CL.

Fonte: próprio autor.
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Figura E.4: Representação gráfica da função Ackley.

(a) Representação através do SPSO. (b) Representação através do PSO-
WL-CL.

(c) Representação através do PSO-
WA.

(d) Representação através do
HPSO-CL.

Fonte: próprio autor.
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Apêndice F

Desempenho do enxame de

partículas

F.1 Introdução

O desempenho dos algoritmos de PSO, utilizados no corpo deste trabalho e no Apên-

dice E, para as funções de benchmark é mensurado por três diferentes indicadores

gráficos:

• evolução do algoritmo: gráfico tridimensional apresentando o valor da fun-

ção avaliada por cada partícula em cada iteração;

• função objetivo média (fitness médio): gráfico apresentando o valor mé-

dio da função avaliada ao longo das iterações pelo enxame. Neste mesmo

gráfico é apresentado o gbest a cada iteração;

• velocidade média das partículas: gráfico apresentando a velocidade média

do enxame ao longo das iterações.

F.2 Indicadores gráficos de desempenho

A diferença de comportamento entre os algoritmos de PSO é notável, conforme pode

ser observado nas características descritas a seguir:

• SPSO: o comportamento deste algoritmo é apresentado pela Figura F.1, para

as funções Rosenbrook, Shaffer’s f6 e Ackley. As Figuras F.1c, F.1f e F.1i

indicam que o SPSO mantém a velocidade média do enxame aproximadamente
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constante. Este comportamento é o responsável pela dispersão constante das

partículas nas Figuras F.1a, F.1d e F.1g e, consequentemente, o desvio-padrão

aproximadamente constante durante as iterações apresentado pelas Figuras

F.1b, F.1e e F.1h.

Fica claro a não concentração das partículas em uma região de busca com

menores valores avaliados da função (próxima a um ponto de mínimo), ficando

elas espalhadas por todo o limite definido inicialmente.

Figura F.1: Indicadores gráficos para o algoritmo de SPSO.

(a) Rosenbrook: evolução
do algoritmo.

(b) Rosenbrook: compor-
tamento do fitness médio.

(c) Rosenbrook: comporta-
mento da velocidade média
das partículas.

(d) Shaffer’s f6: evolução
do algoritmo.

(e) Shaffer’s f6: comporta-
mento do fitness médio.

(f) Shaffer’s f6: comporta-
mento da velocidade média
das partículas.

(g) Ackley: evolução do al-
goritmo.

(h) Ackley: comporta-
mento do fitness médio.

(i) Ackley: comportamento
da velocidade média das
partículas.

Fonte: próprio autor.

• PSO-WL-CL: o comportamento deste algoritmo é apresentado pela Figura

F.2, para as funções Rosenbrook, Shaffer’s f6 e Ackley. As Figuras F.2c, F.2f
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e F.2i indicam que o PSO-WL-CL reduz a velocidade média do enxame no

decorrer das iterações, ou seja, realiza um busca global no início e, ao final,

uma busca local. Os perfis de velocidade indicados são visualmente similares

para os três casos.

Esta diferença entre busca global e local pode ser vista pelo pelas Figuras F.2a,

F.2d e F.2g, nas quais as partículas estão mais dispersas no início das iterações

e mais concentrados em regiões com menores valores da função objetivo ao

final.

Figura F.2: Indicadores gráficos para o algoritmo de PSO-WL-CL.

(a) Rosenbrook: evolução
do algoritmo.

(b) Rosenbrook: compor-
tamento do fitness médio.

(c) Rosenbrook: comporta-
mento da velocidade média
das partículas.

(d) Shaffer’s f6: evolução
do algoritmo.

(e) Shaffer’s f6: comporta-
mento do fitness médio.

(f) Shaffer’s f6: comporta-
mento da velocidade média
das partículas.

(g) Ackley: evolução do al-
goritmo.

(h) Ackley: comporta-
mento do fitness médio.

(i) Ackley: comportamento
da velocidade média das
partículas.

Fonte: próprio autor.
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• PSO-WA: o comportamento deste algoritmo é apresentado pela Figura F.3,

para as funções Rosenbrook, Shaffer’s f6 e Ackley. A diferença deste algoritmo

para o PSO-WL-CL é a imposição de um perfil “ideal” para a velocidade média

das partículas, conforme apresenta as Figuras F.3c, F.3f e F.4i. Apesar da ve-

locidade média das partículas não seguir, inicialmente, este perfil ela é mantida

na máxima velocidade possível até ser possível segui-lo, este comportamento

pode estar relacionado às restrições nos limites de busca.

Para a função Rosenbrook e Ackley as partículas se concentram ao final das

iterações em regiões com menores valores avaliados para a função (próximos de

pbest ou gbest), Figuras F.3a e F.3g. Entretanto, este algoritmo apresenta um

comportamento anômalo para a função Shaffer’s f6: há um aumento na dis-

persão das partículas ao final das iterações, possivelmente devido a localização

dos pontos de mínimo e máximo desta função, Figura E.3.

• HPSO-CL: o comportamento deste algoritmo é apresentado pela Figura F.4,

para as funções Rosenbrook, Shaffer’s f6 e Ackley. Este é o algoritmo com

o comportamento mais peculiar, ele mantém a velocidade das partículas com

módulos muito baixos, no entanto a reinicia quanto seu módulo iguale-se a

zero. Este comportamento é indicado pelas Figuras F.4c, F.4f e F.4i. Isto

ocasiona uma baixa dispersão nas partículas e manutenção do fitness em va-

lores, normalmente, baixos, conforme Figuras F.4b e F.4h. Entretanto, para a

função Shaffer’s f6 ocorre um comportamento diferente, provavelmente, devido

à localização dos pontos de mínimo e máximo, Figura E.3.
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Figura F.3: Indicadores gráficos para o algoritmo de PSO-WA.

(a) Rosenbrook: evolução
do algoritmo.

(b) Rosenbrook: compor-
tamento do fitness médio.

(c) Rosenbrook: comporta-
mento da velocidade média
das partículas.

(d) Shaffer’s f6: evolução
do algoritmo.

(e) Shaffer’s f6: comporta-
mento do fitness médio.

(f) Shaffer’s f6: comporta-
mento da velocidade média
das partículas.

(g) Ackley: evolução do al-
goritmo.

(h) Ackley: comporta-
mento do fitness médio.

(i) Ackley: comportamento
da velocidade média das
partículas.

Fonte: próprio autor.
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Figura F.4: Indicadores gráficos para o algoritmo de HPSO-CL.

(a) Rosenbrook: evolução
do algoritmo.

(b) Rosenbrook: compor-
tamento do fitness médio.

(c) Rosenbrook: comporta-
mento da velocidade média
das partículas.

(d) Shaffer’s f6: evolução
do algoritmo.

(e) Shaffer’s f6: comporta-
mento do fitness médio.

(f) Shaffer’s f6: comporta-
mento da velocidade média
das partículas.

(g) Ackley: evolução do al-
goritmo.

(h) Ackley: comporta-
mento do fitness médio.

(i) Ackley: comportamento
da velocidade média das
partículas.

Fonte: próprio autor.
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Apêndice G

Representações gráficas das funções

objetivo para o equilíbrio

líquido-vapor

G.1 Introdução

O método de estimação de parâmetros, detalhado no Capítulo 3, foi aplicado na

seção 4.2 para estimação dos parâmetros de nove diferentes misturas, detalhadas na

Tabela 3.1.

O objetivo deste apêndice é apresentar a representação gráfica para as funções

objetivo das nove misturas nas temperaturas não detalhadas na seção 4.2.2. As

temperaturas apresentadas neste Apêndice estão listadas na Tabela G.1.

G.2 Representação gráfica da função objetivo

O comportamento apresentado pela função objetivo para as temperaturas apresen-

tadas na Tabela G.1 são similares àqueles discutidos na seção 4.2. Além disso,

o algoritmo de PSO-WA apresentou bom desempenho em relação a avaliação da

função objetivo no espaço de busca para as temperaturas avaliadas.
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Tabela G.1: Misturas e respectivas temperaturas do Apêndice G.

N. Componente 1 Componente 2 Temperaturaa,b

/ K Figuras

1 Benzeno n-Propanol 333,15 G.1
2 Ciclohexano n-Propanol 333,15 G.2

3 n-Butano Metanol 373,19
403,13 G.3

4 Etanol 2-Butanona 398,1
413,2 G.4

5 Etanol Acetona 397,7
422,6 G.5

6 Metanol 2-Butanona 398,1
413,2 G.6

7 Metanol Acetona 397,7
422,6 G.7

8 Benzeno Ciclohexano 333,15 G.8
9 Propano isoButano 300,0 G.9
a respeita-se a quantidade de casas decimais de cada referência.
b foram consideradas as temperaturas não incluídas na seção 4.2.

Fonte: próprio autor.

Figura G.1: Representações gráficas da função objetivo para a mistura benzeno-n-propanol na
temperatura de 333,15 K, limite de busca [-2000 K; 2000 K]2. Algoritmo de PSO-WA com 500
iterações e 30 partículas.

(a) Primeira visão da função objetivo. (b) Segunda visão da função objetivo.

Fonte: próprio autor.
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Figura G.2: Representações gráficas da função objetivo para a mistura ciclohexano-n-propanol na
temperatura de 333,15 K, limite de busca [-2000 K; 2000 K]2. Algoritmo de PSO-WA com 500
iterações e 30 partículas.

(a) Primeira visão da função objetivo. (b) Segunda visão da função objetivo.

Fonte: próprio autor.

Figura G.3: Representações gráficas da função objetivo para a mistura n-butano-metanol nas
temperaturas de 373,19 K e 403,13 K, limite de busca [-2000 K; 2000 K]2. Algoritmo de PSO-WA
com 500 iterações e 30 partículas.

(a) Primeira visão da função objetivo
para a temperatura de 373,19 K.

(b) Segunda visão da função objetivo
para a temperatura de 373,19 K.

(c) Primeira visão da função objetivo
para a temperatura de 403,13 K.

(d) Segunda visão da função objetivo
para a temperatura de 403,13 K.

Fonte: próprio autor.
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Figura G.4: Representações gráficas da função objetivo para a mistura etanol-2-butanona nas
temperaturas de 398,1 K e 413,2 K, limite de busca [-2000 K; 2000 K]2. Algoritmo de PSO-WA
com 600 iterações e 30 partículas.

(a) Primeira visão da função objetivo
para a temperatura de 398,1 K.

(b) Segunda visão da função objetivo
para a temperatura de 398,1 K.

(c) Primeira visão da função objetivo
para a temperatura de 413,2 K.

(d) Segunda visão da função objetivo
para a temperatura de 413,2 K.

Fonte: próprio autor.
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Figura G.5: Representações gráficas da função objetivo para a mistura etanol-acetona nas tempe-
raturas de 397,7 K e 422,6 K, limite de busca [-2000 K; 2000 K]2. Algoritmo de PSO-WA com 500
iterações e 30 partículas.

(a) Primeira visão da função objetivo
para a temperatura de 397,7 K.

(b) Segunda visão da função objetivo
para a temperatura de 397,7 K.

(c) Primeira visão da função objetivo
para a temperatura de 422,6 K.

(d) Segunda visão da função objetivo
para a temperatura de 422,6 K.

Fonte: próprio autor.
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Figura G.6: Representações gráficas da função objetivo para a mistura metanol-2-butanona nas
temperaturas de 398,1 K e 413,2 K, limite de busca [-2000 K; 2000 K]2. Algoritmo de PSO-WA
com 500 iterações e 30 partículas.

(a) Primeira visão da função objetivo
para a temperatura de 398,1 K.

(b) Segunda visão da função objetivo
para a temperatura de 398,1 K.

(c) Primeira visão da função objetivo
para a temperatura de 413,2 K.

(d) Segunda visão da função objetivo
para a temperatura de 413,2 K.

Fonte: próprio autor.
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Figura G.7: Representações gráficas da função objetivo para a mistura metanol-acetona nas tem-
peraturas de 397,7 K e 422,6 K, limite de busca [-2000 K; 2000 K]2. Algoritmo de PSO-WA com
500 iterações e 30 partículas.

(a) Primeira visão da função objetivo
para a temperatura de 397,7 K.

(b) Segunda visão da função objetivo
para a temperatura de 397,7 K.

(c) Primeira visão da função objetivo
para a temperatura de 422,6 K.

(d) Segunda visão da função objetivo
para a temperatura de 422,6 K.

Fonte: próprio autor.

Figura G.8: Representações gráficas da função objetivo para a mistura benzeno-ciclohexano nas
temperaturas de 333,15 K, limite de busca [-2000 K; 2000 K]2. Algoritmo de PSO-WA com 500
iterações e 30 partículas.

(a) Primeira visão da função objetivo. (b) Segunda visão da função objetivo.

Fonte: próprio autor.
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Figura G.9: Representações gráficas da função objetivo para a mistura propano-isobutano nas
temperaturas de 300,0 K, limite de busca [-2000 K; 2000 K]2. Algoritmo de PSO-WA com 500
iterações e 30 partículas.

(a) Primeira visão da função objetivo. (b) Segunda visão da função objetivo.

Fonte: próprio autor.
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