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RESUMO 

 
A ocorrência de transbordamentos nos sistemas de retenção de efluentes industriais é um 
aspecto ambiental e operacional importante na maioria das indústrias. O objetivo deste trabalho 
foi analisar o comportamento do sistema de coleta e contenção de efluentes industriais em uma 
refinaria de petróleo, e propor um modelo preditivo para evento de falha, transbordamento, de 
uma bacia de contenção. A análise inicial foi realizada utilizando técnica de agrupamento para 
objetos considerando Índice de Similaridade, sendo também realizado abordagem de séries 
temporais de precipitação pluviométrica e percentual do nível de tanques de contenção do 
sistema a partir da perspectiva de similaridade, da detecção de pontos de mudança e análise de 
tendências. Modelos preditivos foram construídos utilizando k-nearest neighbors (KNN) e 
Random Forest para predição de classificação, com o objetivo de indicar se a bacia de 
contenção transbordará numa projeção para o horizonte de 24 horas. O conjunto de 
metodologias de aprendizado de máquina não supervisionadas usadas aqui permite obter 
informações sobre eventos hidrológicos e de processo em cenários com baixa disponibilidade 
de dados sem a necessidade de aumentar a informação. Identificou-se que, na ausência de 
precipitação ou ocorrência de baixos volumes diários de precipitação, o sistema falhou, e a 
porcentagem de transbordamentos é maior do que o valor natural esperado. Além disso, não 
houveram transbordamentos em períodos chuvosos em casos de operação considerada 
satisfatória do sistema. Cenários e variações de técnicas de amostragem para o treinamento dos 
modelos de classificação foram utilizados. Os melhores resultados dos modelos preditivos 
construídos foram obtidos a partir do algoritmo Random Forest com emprego da técnica de 
reamostragem oversampling, undersampling e ROSE. 
 
 
Palavras-Chave: Transbordamento de efluentes industriais. Aprendizado não-
supervisionado. Aprendizado supervisionado. 
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impossibilitar a assimilação e armazenamento de eventuais efluentes que adentrem o 

sistema. 

A bacia CET 07 apresenta baixo valor de mediana do nível acumulado e rápidas 

variações ao ponto de ocorrer transbordamento, sugerindo alta vulnerabilidade da bacia 

mas boa resiliência. 

Figura 23 – Séries históricas referentes a mediana dos níveis de efluente acumulado nas 
bacias em análise e change-points para cada bacia. 

 
 Fonte: O Autor, 2019. 
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Figura 24 – Médias de percentual de nível das bacias de efluente contaminado e de 
precipitação para os segmentos de cada série temporal em nos intervalos entre change-points. 

 
Fonte: O Autor, 2019. 
 

Figura 25 – Médias de percentual de nível das bacias de efluente oleoso e de 
precipitação para os segmentos de cada série temporal nos intervalos entre change-point. 

 
 Fonte: O Autor, 2019. 

 

5.3 MODELAGEM PREDITIVA DE TRANSBORDAMENTO 

De posse dos atributos independentes, e do atributo dependente categórico de 

interesse, foram construídos 24 modelos preditivos utilizando Random Forest e KNN. 

Para cada modelo foi gerado uma matriz de confusão, conforme a Tabela 1, com scores 

de verdadeiro positivo, verdadeiro negativo, falso positivo e falso negativo, que podem 

ser visualizadas no material no Apêndice.  
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No primeiro momento, devido ao desbalanceamento de informação (14,4% 

Extravasando versus 85,6% Operação Normal), as principais métricas para avaliação 

inicial foram Kappa, sensibilidade e acurácia. A escolha da métrica Kappa é importante 

porque apresenta ponderação sobre todos os scores da matriz de confusão.  

Como definido na metodologia, três cenários foram definidos de acordo com o 

conjunto de variáveis empregadas para a construção de cada modelo.  

Para os modelos construídos no cenário 1 os melhores resultados foram para os 

modelos com o algoritmo KNN forma com as técnicas de reamostragem undersampling 

e ROSE. Ambos tiveram verdadeiro positivo igual a 9, e ausência de score para falso 

negativo, ou seja, todas as predições de extravasamento foram realizadas totalmente de 

acordo com o ocorrido histórico. Entretanto o modelo com ROSE teve também um menor 

score de falso positivo, mas possui elevado número ótimo de vizinhos (k=15), refletindo 

a complexidade do modelo e um possível overfitting dado a elevada acurácia.  

Dos modelos Random Forest no cenário 1, destacam-se os modelos sem emprego 

de técnica de reamostragem e com oversampling. Ambos têm bom desempenho para o 

índice Kappa (aproximadamente igual a 0,75) e acurácia de 0,93, e possuem, 

respectivamente, o bom score com falso negativo igual a 2 e 1. Os modelos com técnicas 

de undersampling e ROSE predizem de maneira assertiva todas as observações de 

extravasamento, mas contam com demasiado falso negativo.  

No cenário 2 com KNN os modelos apesar de apresentarem excelentes resultados 

de acurácia, aproximadamente 0,90, possuem baixos valores de sensibilidade. Esta 

situação reflete um alto score de falso negativo, o que é extremamente indesejável no 

contexto de predição de extravasamento.  

Como os modelos Random Forest no cenário 2 ocorre algo similar para o modelo 

sem emprego de técnica de reamostragem e o modelo com oversampling, que é 

concretizado pelos módicos valores de Kappa (0,57 e 0,56). O modelo com 

undersampling e ROSE tem bom acurácia e sensitividade, mas aponta um desequilíbrio 

com valores de Kappa menor que 0,60. 

Com o conjunto de variáveis no cenário 3 utilizando KNN apenas o modelo com 

undersampling apresentou índices satisfatórios, entretanto o elevado número de vizinhos, 

k=24, torna o modelo muito complexo. Diferentemente do que acontece com Random 

Forest com undersampling e ROSE, que apresentaram bons resultados, bem equilibrados. 
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O modelo Random Forest com undersampling se destaca também por apresentar mtry = 

2.  

Na Figura 26 são apresentados os resultados para os modelos construídos com 

resultados de maior destaque, destacando que todos os modelos com os melhores 

resultados são baseados no algoritmo Random Forest e com emprego de técnica de 

reamostragem, ratificando a informação de melhor desempenho da Random Forest frente 

ao KNN (JAMES et al., 2013). 

Figura 26 – Análise dos principais modelos preditores construídos. 

 
 Fonte: O Autor, 2019. 
 

Os modelos escolhidos apresentam bons resultados com elevados valores para as 

métricas analisadas, todos com acurácia maior que 0,90 e bom equilíbrio entre as demais 

métricas. Entretanto, o modelo com Random Forest com técnica de undersampling com 

as variáveis do cenário 3 apresenta sensibilidade igual a 1, ou seja, ele acerta todos os 

momentos que ocorre o fenômeno de extravasamento na CET 09, como pode ser visto na 

Tabela 8.  

Tabela 8 - Matriz de confusão com Random Forest undersampling no cenário 3. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 9 6 

Operação Normal 0 48 
Fonte: O Autor, 2019. 

 

É importante garantir valores baixos ou a ausência de falsos negativos na 

modelagem do extravasamento. A falha na identificação do risco de extravasamento pode 

trazer agravantes para a empresas e para o meio ambiente. Esta ação visa proporcionar 



70  

uma boa ferramenta preditiva que forneça suporte à tomada de decisão aos profissionais 

envolvidos na operação do sistema de drenagem industrial. 

Observou-se que o modelo Random Forest discutido na Tabela 8 classificou 

corretamente os fenômenos de extravasamento com boa distinção de classes, promovendo 

verdadeiros positivos com valores de probabilidade entre 0,70 e 1,0, revelando uma boa 

segmentação, como também pode ser visualizado em Apêndice, apresentando a 

estimativa da probabilidade de ocorrer o extravasamento ao longo de todo o período 

analisado.  

A variável mais importante para o modelo preditivo escolhido é o máximo nível 

percentual diário da CET 09 no intervalo de 23:00 às 23:59, como pode ser visualizado 

na Figura 27 baseado no Índice Gini. 

Figura 27 – Valores de importância por variável. 

 
 Fonte: O Autor, 2019. 

 

Os baixos valores de importância para chuva diária (Vci-1) acumulada [mm/dia] 

no dia anterior de refletem a necessidade de um monitoramento mais detalhado desse 

fenômeno, pois, possivelmente, a informação do evento hidrológico está subdividia com 

as próprias variáveis relacionadas a precipitação pluviométrica diária acumulada.  

As variáveis mais importantes ratificam que o sistema transborda devido aos altos 

níveis de efluente acumulado. Contudo, questões operacionais não foram verificadas para 

maior conhecimento, como a conformidade dos padrões de qualidade do efluente para 

transporte a jusante e tratamento na Estação de Tratamento de Efluentes Industriais. 
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Observou-se também que o número de árvores necessário para Random Forest 

pode ser reduzido em um valor próximo a um quinto das 1500 árvores de decisão iniciais, 

devido a estabilização do erro OOB, como pode ser visualizado em Apêndice. 
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6 CONCLUSÃO 

No presente trabalho foi realizado mineração de dados para melhor entendimento 

sobre a operação do sistema de coleta e retenção de efluentes industriais em um refinaria 

de petróleo, sendo proposto um modelo de predição de transbordamento de efluentes em 

uma bacia, CET 09. 

Verificou-se que o conjunto de metodologias de aprendizagem não-

supervisionada aqui utilizadas fornecem meios para a extração de informações quanto a 

eventos hidroclimáticos e processuais em cenários com pouca disponibilidade de dados e 

sem necessidade de emprego de técnicas auxiliares, como simulações hidrodinâmicas e 

inserção de novos instrumentos de medição para obtenção de mais dados e informações.  

A análise de agrupamentos permitiu melhor sensibilidade sobre a complexidade 

quanto à análise do comportamento do sistema de contenção de efluentes, ratificando que 

os períodos com elevada média de tempo de trabalho das estações elevatórias norteiam a 

necessidade do uso máximo do sistema para a ausência de transbordamento. Podendo ser 

interpretada para desenvolvimento de planos de manutenção. 

 Foi identificado que na ausência de precipitação ou ocorrência de baixos volumes 

diários de precipitação existem transbordamentos, e o percentual em períodos de chuva é 

maior que o valor natural esperado de falhas, tais situações são consideradas anômalas e 

evidenciam falhas operacionais. 

Compreende-se também que os valores do Índice de Similaridade (IS) dependem 

da qualidade dos dados disponíveis e da interpretação do pesquisador, e podem ser 

interpretados de modo que o pesquisador ou operador entender que seja coerente e 

tangível, não sendo necessário apenas um valor do Índice de Similaridade como 

referência, como sugerido por (YU et al., 2013). 

A divisão de agrupamentos baseada em heurística a partir da visualização do 

dendrograma não proporciona ganho de informação quanto ao Índice de Similaridade. 

Contudo um maior número de grupos proporciona maior sensibilidade para a análise do 

problema. 

De acordo com os change-points foi possível constatar que os períodos com 

ocorrência de transbordamento coincidem esperadamente com os períodos chuvosos, 

onde há aumento de média. Foi também notado que o subsistema de efluentes 



73  

contaminados, comparado ao oleoso, é mais vulnerável a ocorrência de chuvas, 

dominando a frequência de transbordamentos. 

Mesmo com falta de informação ou dados censurados é perceptível a vantagem e 

possibilidade de aplicação da análise de change-point, inclusive para análise de padrões 

e inferências em sistemas de drenagem urbana. 

O sistema de contenção de efluentes industriais aqui analisado não foi capaz de 

cumprir completamente com sua função de retenção de volumes extras proporcionados 

por eventos externos, como a ocorrência de precipitação pluviométrica. Logo, 

recomenda-se reavaliar as conformidades operacionais e o risco associado à 

probabilidade de falha, transbordamento, estimada para o projeto do sistema para projetos 

futuros e possíveis melhorias no sistema em operação. Este fato se torna ainda mais 

relevante se considerado cenários com possíveis mudanças climáticas. 

A complexidade e a não linearidade que envolve o fenômeno de transbordamento, 

e a ausência de dados relacionados à precipitação pluviométrica em menor escala de 

tempo tornam a modelagem empírica deste fenômeno um desafio. Não obstante, foi 

realizada a modelagem com horizonte preditivo para o dia posterior quanto à classificação 

se a bacia de contenção de efluentes em uma refinaria, CET 09, transbordaria ou não.  

Os melhores resultados de modelos construídos para a modelagem sobre a CET 

09 foram obtidos a partir do algoritmo Random Forest com emprego de técnica de 

oversampling, undersampling e ROSE. O melhor resultado foi para o conjunto de 

variáveis do cenário 3 com o emprego de técnica de reamostragem do tipo undersampling. 

Consta-se que o trabalho desenvolvido pode ser aplicado, em situações análoga 

de dados e informação, para sistemas de drenagem urbana. Podendo desta maneira 

contribuir para planos de saneamento, estudos de manejo de águas pluviais e operação de 

tanques de retenção em zona urbana, conhecidos como “piscinões”. 

Contudo, a ausência de equação matemática com parâmetros definidos, a 

impossibilidade de predição para menores intervalos de tempo, a ausência de 

características operacionais sobre a qualidade do efluente, a incapacidade de ponderar a 

espacialização de chuvas e implicações potenciais a jusante do sistema de drenagem 

industrial são desvantagens do estudo realizado. 
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7 SUGESTÃO PARA TRABALHOS FUTUROS 

Como sugestão para trabalhos futuros, tem-se: 

1) Análise de incerteza do modelo de predição; 

2) Aplicação do melhor modelo preditivo para outro conjunto de dados da CET 09; 

3) Predição de transbordamento em abordagem considerando o sistema; 

4) Desenvolvimento de controle preditivo dos tanques de contenção de efluentes; 

5) Modelagem preditiva de transbordamento considerando transientes hidráulico e 

capacidade hidrodinâmica do sistema; 

6) Análise da influência da qualidade do efluente quanto à operação do sistema e na 

modelagem do sistema. 
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APÊNDICES - A 

Avaliação para validação interna de agrupamentos considerando as métricas de 

Conectividade, índice Dunn e Silhueta. 

Figura A.1 – Apêndices – Validação interna para grupos de objetos relacionados a 
precipitação pluviométrica. 

 
Fonte: O Autor, 2019. 
 

Figura A.2 – Apêndices – Validação interna para grupos de objetos relacionados ao 
transbordamento/operação. 

 
 Fonte: O Autor, 2019. 
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Avaliação para validação de estabilidade de agrupamentos, considerando as 

métricas de proporção média de observações não classificadas no mesmo grupos (average 

porportion of nonoverlap - APN), distância média entre objetos em um mesmo grupo 

(average distance - AD), distância média entre os centroides quando as observações estão 

no mesmo grupo (average distance between means - ADM) e figura de mérito (figure of 

merit - FOM). 

Figura A.3 – Apêndices – Avaliação de estabilidade para grupos de objetos 
relacionados a chuva. 

 
 Fonte: O Autor, 2019. 
 

Figura A.4 – Apêndices – Avaliação de estabilidade para grupos de objetos 
relacionados ao transbordamento/operação. 

 
 Fonte: O Autor, 2019.
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Tabelas com resultados das análises de validação interna e estabilidade de agrupamentos. 

Tabela A.1 - Validação interna para grupos de dados relacionados a precipitação pluviométrica. 

Algoritmo Métrica 
Número de Grupos 

2 3 4 5 6 7 8 9 10 

Hierárquico Conectividade 8,7698 8,9948 11,8238 14,7528 17,0028 18,5028 32,3841 34,3841 35,4492 
Hierárquico Dunn 0,4388 0,4388 0,4439 0,5463 0,5463 0,5463 0,1486 0,1486 0,1620 
Hierárquico Silhueta 0,8298 0,8168 0,7760 0,7426 0,7391 0,7366 0,6946 0,6930 0,6858 

k-means Conectividade 17,2448 27,2980 36,8667 42,1012 68,5159 68,8492 45,4246 48,8579 61,5349 
k-means Dunn 0,0830 0,0724 0,0254 0,0400 0,0201 0,0250 0,0618 0,0769 0,0314 
k-means Silhueta 0,7617 0,7065 0,6466 0,6007 0,5137 0,5145 0,6175 0,6246 0,5663 

PAM Conectividade 18,8984 48,5659 56,2361 69,8500 70,5698 80,6885 82,5210 79,9857 79,5194 
PAM Dunn 0,0208 0,0074 0,0077 0,0097 0,0096 0,0097 0,0109 0,0109 0,0133 
PAM Silhueta 0,6369 0,4721 0,4854 0,4926 0,5047 0,5258 0,5262 0,5526 0,5525 

Fonte: O Autor, 2019. 
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Tabela A.2 - Validação interna para grupos de dados relacionados ao transbordamento/operação. 

Algoritmo Métrica 
Número de Grupos 

2 3 4 5 6 7 8 9 10 

Hierárquico Conectividade 3,8579 18,7520 23,4111 26,2052 28,0718 31,1008 38,6440 39,8107 44,5897 

Hierárquico Dunn 1,0571 0,0862 0,1129 0,1129 0,1129 0,1129 0,1253 0,1253 0,1253 

Hierárquico Silhueta 0,8259 0,6006 0,5899 0,5779 0,5299 0,4169 0,4101 0,4076 0,4033 

k-means Conectividade 3,8579 20,8770 10,7262 28,9016 37,0246 28,2917 41,5587 40,7210 45,5000 

k-means Dunn 1,0571 0,0506 0,2257 0,0786 0,0126 0,0179 0,0200 0,0220 0,0252 

k-means Silhueta 0,8259 0,5888 0,5239 0,4784 0,4776 0,5416 0,5333 0,5370 0,5392 

PAM Conectividade 0,0000 2,9063 8,6123 26,2468 28,7385 34,8075 47,8881 45,9845 52,1032 

PAM Dunn 0,1441 0,0046 0,0038 0,0043 0,0092 0,0034 0,0041 0,0075 0,0069 

PAM Silhueta 0,5262 0,4585 0,4192 0,4726 0,4906 0,4753 0,4753 0,4882 0,4746 

Fonte: O Autor, 2019. 
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Tabela A.3 - Validação da estabilidade entre grupos de dados relacionados a precipitação pluviométrica. 

Algoritmo Métrica 
Número de Grupos 

2 3 4 5 6 7 8 9 10 

Hierárquico APN 0,0089 0,0087 0,0068 0,0055 0,0331 0,0725 0,0353 0,0536 0,0479 
Hierárquico AD 1,6015 1,5085 1,4652 1,4324 1,4069 1,3838 1,1712 1,1566 1,1156 
Hierárquico ADM 0,1369 0,0805 0,0810 0,0753 0,1690 0,3054 0,1801 0,2105 0,1814 
Hierárquico FOM 0,8746 0,8276 0,8061 0,8018 0,7534 0,6753 0,6398 0,6280 0,6175 

k-means APN 0,0318 0,0947 0,0736 0,1465 0,1518 0,1677 0,2011 0,1665 0,1288 
k-means AD 1,4083 1,3650 1,1587 1,1571 1,1149 1,0921 1,0967 1,0475 0,9517 
k-means ADM 0,1730 0,4157 0,2284 0,4416 0,5763 0,5836 0,4570 0,3921 0,3423 
k-means FOM 0,7912 0,7983 0,7047 0,7224 0,7034 0,6980 0,6813 0,6452 0,6124 

PAM APN 0,0556 0,1052 0,2089 0,2432 0,2110 0,2207 0,2111 0,2254 0,2542 
PAM AD 1,3403 1,1435 1,1333 1,0860 1,0059 0,9358 0,8878 0,8446 0,8120 
PAM ADM 0,1701 0,2186 0,4716 0,5240 0,4690 0,4358 0,4465 0,4344 0,4238 
PAM FOM 0,8340 0,7594 0,7745 0,7696 0,7451 0,6911 0,6771 0,6425 0,6323 

Fonte: O Autor, 2019. 
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Tabela A.4 - Validação da estabilidade entre grupos de dados relacionados ao transbordamento/operação. 

Algoritmo Métrica 
Número de Grupos 

2 3 4 5 6 7 8 9 10 

Hierárquico APN 0,0222 0,0598 0,0361 0,0490 0,0871 0,1388 0,1344 0,1811 0,2830 

Hierárquico AD 1,9802 1,7791 1,6953 1,6345 1,5953 1,5530 1,5191 1,4968 1,4821 

Hierárquico ADM 0,1211 0,4676 0,3781 0,3378 0,3808 0,4160 0,3978 0,4631 0,6248 

Hierárquico FOM 0,9417 0,9172 0,9164 0,8193 0,8174 0,7778 0,7748 0,7576 0,7561 

k-means APN 0,0530 0,1165 0,2120 0,2473 0,2007 0,0404 0,0597 0,1531 0,0645 

k-means AD 1,9850 1,6796 1,4557 1,4439 1,3676 1,1634 1,1513 1,0341 1,0005 

k-means ADM 0,2022 0,4179 0,5548 0,6654 0,7823 0,5369 0,5913 0,5132 0,4489 

k-means FOM 0,9478 0,8733 0,8375 0,8367 0,7691 0,7700 0,7659 0,7461 0,7386 

PAM APN 0,1212 0,0579 0,1582 0,1220 0,2794 0,1516 0,2670 0,2623 0,2166 

PAM AD 1,7424 1,3953 1,3636 1,1961 1,1157 1,0211 1,0094 0,9390 0,8952 

PAM ADM 0,3266 0,4600 0,6683 0,5705 0,6421 0,5462 0,6172 0,5673 0,5305 

PAM FOM 0,9264 0,8947 0,8804 0,8685 0,8681 0,8401 0,8418 0,8330 0,8343 

Fonte: O Autor, 2019. 
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Matrizes de confusão referente aos modelos preditivos criados. 

Tabela A.5 - Matriz de confusão para KNN sem técnica de amostragem no cenário 1. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 4 3 

Operação Normal 5 51 
Fonte: O Autor, 2019. 

 

Tabela A.6 - Matriz de confusão para KNN com undersampling no cenário 1. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 9 8 

Operação Normal 0 46 
Fonte: O Autor, 2019. 

 

Tabela A.7 - Matriz de confusão para KNN com oversampling no cenário 1. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 6 4 

Operação Normal 3 50 
Fonte: O Autor, 2019. 

 

Tabela A.8 - Matriz de confusão para KNN com ROSE no cenário 1. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 9 5 

Operação Normal 0 49 
Fonte: O Autor, 2019. 

 

Tabela A.9 - Matriz de confusão para Random Forest sem técnica de amostragem no cenário 1. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 7 2 

Operação Normal 2 52 
Fonte: O Autor, 2019. 

 

Tabela A.10 - Matriz de confusão para Random Forest com undersampling no cenário 1. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 9 11 

Operação Normal 0 43 
Fonte: O Autor, 2019. 
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Tabela A.11 - Matriz de confusão para Random Forest com oversampling no cenário 1. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 8 3 

Operação Normal 1 51 
Fonte: O Autor, 2019. 

 

Tabela A.12 - Matriz de confusão para Random Forest com ROSE no cenário 1. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 9 8 

Operação Normal 0 46 
Fonte: O Autor, 2019. 

 

Tabela A.13 - Matriz de confusão para KNN sem técnica de amostragem no cenário 2. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 3 1 

Operação Normal 6 53 
Fonte: O Autor, 2019. 

 

Tabela A.14 - Matriz de confusão para KNN com undersampling no cenário 2. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 7 5 

Operação Normal 2 49 
Fonte: O Autor, 2019. 

 

Tabela A.15 - Matriz de confusão para KNN com oversampling no cenário 2. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 5 2 

Operação Normal 4 52 
Fonte: O Autor, 2019. 

 

Tabela A.16 - Matriz de confusão para KNN com ROSE no cenário 2. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 4 0 

Operação Normal 5 54 
Fonte: O Autor, 2019. 
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Tabela A.17 - Matriz de confusão para Random Forest sem técnica de amostragem no cenário 
2. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 5 2 

Operação Normal 4 52 
Fonte: O Autor, 2019. 

 

Tabela A.18 - Matriz de confusão para Random Forest com undersampling no cenário 2. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 7 6 

Operação Normal 2 48 
Fonte: O Autor, 2019. 

 

Tabela A.19 - Matriz de confusão para Random Forest com oversampling no cenário 2. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 6 4 

Operação Normal 3 50 
Fonte: O Autor, 2019. 

 

Tabela A.20 - Matriz de confusão para Random Forest com ROSE no cenário 2. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 9 9 

Operação Normal 0 45 
Fonte: O Autor, 2019. 

 

Tabela A.21 - Matriz de confusão para KNN sem técnica de amostragem no cenário 3. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 2 0 

Operação Normal 7 54 
Fonte: O Autor, 2019. 

 

Tabela A.22 - Matriz de confusão para KNN com undersampling no cenário 3. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 9 5 

Operação Normal 0 49 
Fonte: O Autor, 2019. 
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Tabela A.23 - Matriz de confusão para KNN com oversampling no cenário 3. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 4 0 

Operação Normal 5 54 
Fonte: O Autor, 2019. 

 

Tabela A.24 - Matriz de confusão para KNN com ROSE no cenário 3. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 3 1 

Operação Normal 6 53 
Fonte: O Autor, 2019. 

 

Tabela A.25 - Matriz de confusão para Random Forest sem técnica de amostragem no cenário 
3. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 5 1 

Operação Normal 4 53 
Fonte: O Autor, 2019. 

 

Tabela A.26 - Matriz de confusão para Random Forest com undersampling no cenário 3. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 9 6 

Operação Normal 0 48 
Fonte: O Autor, 2019. 

 

Tabela A.27- Matriz de confusão para Random Forest com oversampling no cenário 3. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 5 2 

Operação Normal 4 52 
Fonte: O Autor, 2019. 

 

Tabela A.28 - Matriz de confusão para Random Forest com ROSE no cenário 3. 

Evento Predito 
Evento Observado 

Extravasamento Operação Normal 
Extravasamento 7 2 

Operação Normal 2 52 
Fonte: O Autor, 2019. 
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Out-of-bag error (OOB), Figura 5 – Apêndice, e probabilidade de extravasamento 

ao longo do período em análise, Figura 6 – Apêndices, indicadas a partir do modelo 

Random Forest com undersampling no cenário 3. 

Figura A.5 – Apêndices – OOB do modelo de predição em escolhido (Random Forest 

com undersampling). 

 
 Fonte: O Autor, 2019. 

 

Figura A.6 – Apêndices – Probabilidade de extravasamento, classificação da predição e 
percentual do nível da CET 09 ao longo do período em análise. 

  
Fonte: O Autor, 2019. 
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